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4.8 Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 12% . . . . . . . . . . 96

4.9 Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 2% . . . . . . . . . . . 97
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4.17 Modèle AR : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 5.00% . . . . . . . . . . 105

4.18 Modèle AR : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ −1.00% . . . . . . . . . 106
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RÉSUMÉ

Le drawdown maximal est une mesure de performance fort utilisée en pratique
par les gestionnaires de fonds d'investissement. Malgré cela, peu d'applications en
gestion active de portefeuille existent pour se protéger contre le risque associé au
drawdown maximal. Dans ce mémoire, une procédure d'optimisation numérique
est développée dans l'objectif de pallier à ce risque. Sur un horizon de temps �ni,
le drawdown maximal représente la plus grande perte cumulative d'un processus
donné. Une approche par scénario est utilisée pour la modélisation de trajectoires
échantillonnales a�n de générer les drawdowns maximaux. Une mesure de risque
basée sur le quantile de la distribution des drawdowns maximaux est développée :
le Drawdown-Maximal-à-Risque Conditionnel (CDaR). La mesure CDaR est aussi
dé�nie comme étant la Valeur-à-Risque Conditionnelle (CVaR) de la distribution
des drawdowns maximaux. Pour un niveau de con�ance α, la mesure CDaR est
l'espérance des 100(1 − α)% plus grands drawdowns maximaux. Appliquée à des
trajectoires de rendements cumulés de portefeuille, la mesure CDaR est une fonc-
tionnelle de risque pouvant être incorporée à un problème d'optimisation convexe
linéaire par morceaux. Une représentation du problème d'optimisation est four-
nie sous forme matricielle pour une implémentation numérique aisée. Par des tests
numériques, il est démontré que cette approche est e�ciente, stable et que le porte-
feuille optimal ainsi généré permet de réduire la sévérité de drawdowns maximaux
tout en maximisant le rendement du portefeuille. Cette procédure peut facilement
être étendue à plusieurs périodes de rebalancement du portefeuille et s'incorpore
aisément à d'autres stratégies de gestion de risque.

Mots clés : Valeur-à-Risque Conditionnelle (CVaR), Drawdown-Maximal-à-Risque
Conditionnel (CDaR), mesures de risque, mesures de dispersion, convexité, optimi-
sation convexe, optimisation linéaire par morceaux, optimisation de portefeuille.



INTRODUCTION

L'évaluation et la gestion du risque sont des concepts qui surviennent naturelle-

ment dans tout processus de décision, �nancier ou autre. La gestion quantitative

du risque est toutefois une branche relativement moderne de la �nance s'appuyant

sur un cadre mathématique rigoureux. Ses fondements peuvent être attribués en

grande partie aux travaux innovateurs de Markowitz (1952) portant sur la di-

versi�cation et l'optimisation de portefeuille. Il y démontre non seulement que le

risque peut être mesuré, mais qu'il devrait aussi faire partie intégrante du proces-

sus d'allocation du capital. La notion de risque peut prendre plusieurs sens selon

le contexte, les objectifs et les enjeux propres à une situation. Au sens familier,

il est souvent associé à la notion d'un danger ou d'une conséquence néfaste. En

mathématiques �nancières, il renvoie plus rigoureusement à l'idée d'incertitude,

tant positive que négative.

Ce mémoire s'intéresse à l'étude d'une famille de mesures de risques en particu-

lier : les mesures de drawdowns. Un drawdown est essentiellement la perte par

rapport au maximum atteint dans le passé. Au-delà de la simple perte subie, un

drawdown su�samment important peut entraîner la liquidation de positions �nan-

cières à un moment inopportun ou encore a�ecter considérablement la rétention

et l'acquisition de nouveaux capitaux. Les fonds de couverture, les fonds mutuels

et les courtiers en placement ont donc tout intérêt à intégrer à leurs stratégies

de gestion de risque des outils visant à mesurer et limiter l'impact de drawdowns

potentiels. Plus spéci�quement, nous nous attaquons au drawdown maximal ob-

servé sur un horizon de temps �ni dans un contexte d'optimisation de portefeuille.

Pour capturer les valeurs extrêmes, nous considérons une mesure de risque basée
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sur le quantile de la distribution des drawdowns maximaux. Nous espérons ainsi

fournir de meilleurs outils aux gestionnaires de portefeuille désirant se protéger

contre les risques extrêmes ; ceux risquant de compromettre la survie d'un fonds

d'investissement.

Malgré l'utilisation répandue du drawdown maximal en pratique (principalement

à titre de mesure de performance), les travaux académiques sur le sujet semblent

surtout s'en tenir à l'étude de ses propriétés statistiques sur des distributions

paramétriques (Taylor, 1975; Lehoczky, 1977; Douady et al., 2000; Magdon-ismail

et al., 2004; Landriault et al., 2015). Grossman et Zhou (1993) et Cvitanic et

Karatzas (1994) furent parmi les premiers à appliquer des contraintes de drawdown

à des problèmes d'allocation du capital, mais encore une fois ces travaux se limitent

à une formulation analytique du portefeuille optimal.

Artzner et al. (1999) furent les premiers à dé�nir rigoureusement les propriétés

désirables d'une bonne mesure de risque, dite cohérente. Jusqu'alors, la Valeur-à-

Risque (VaR), dé�nie comme le quantile des pires pertes d'une distribution, était la

mesure de risque privilégiée malgré ses multiples lacunes (elle n'est pas cohérente

ou sous-additive). Föllmer et Schied (2002) démontrent également que la VaR

n'est pas convexe, une propriété fort utile en optimisation. Les travaux de Rocka-

fellar et Uryasev (2000, 2002) arrivent donc à un moment critique dans l'histoire

de la gestion quantitative des risques. Ils introduisent la Valeur-à-Risque Condi-

tionnelle (CVaR), une extension naturelle à la VaR : Pour un seuil de con�ance α,

la CVaRα est donnée par l'espérance des 100(1−α)% pires pertes d'une distribu-

tion. Ils démontrent entre autres qu'il s'agit d'une mesure de risque cohérente et

convexe, ce qui la rend particulièrement intéressante comme outil d'optimisation.

Ils arrivent d'ailleurs à incorporer la CVaR à même un problème d'optimisation

convexe linéaire par morceaux. S'appuyant sur les travaux de Rockafellar et Urya-

sev (2000, 2002), une mesure de risque du drawdown � le Conditional Drawdown
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(CDD) � fut développée et incorporée à une procédure d'optimisation de porte-

feuille par Chekhlov et al. (2000, 2005). Jusqu'à tout récemment, aucune mesure

équivalente n'existait pour le drawdown maximal ; lacune qui fut corrigée par l'in-

troduction de la mesure du Conditional Expected Drawdown (CED) par Goldberg

et Mahmoud (2017). Ces dernières n'ont toutefois pas exploré son application à

un problème d'optimisation analogue à celui de Chekhlov et al. (2000, 2005). Au

meilleur de nos connaissances, cette problématique est demeurée irrésolue jusqu'à

aujourd'hui. Dans l'optique de combler ce manque, nous travaillons donc à for-

muler un problème d'optimisation incorporant une mesure de risque cohérente et

convexe visant à minimiser le drawdown maximal d'un portefeuille d'investisse-

ment.

Ainsi, nous suivons une démarche similaire à Chekhlov et al. (2005) pour in-

troduire la mesure du Drawdown-Maximal-à-Risque Conditionnel (CDaR), que

nous dé�nissons comme étant la CVaR de niveau α du drawdown maximal appli-

qué aux log-rendements cumulés de portefeuille. Bien que sa dé�nition ressemble

étroitement à celle de la mesure CED de Goldberg et Mahmoud (2017), elle s'en

distingue par une formulation dont l'accent est mis sur des quantités empiriques

plutôt que probabilistes. Il s'agit d'une mesure de risque cohérente (Artzner et al.,

1999) et convexe (Föllmer et Schied, 2002) par rapport aux drawdowns maximaux

et d'une mesure de dispersion par rapport aux log-rendements cumulés de por-

tefeuille. Nous incorporons la mesure CDaR à même un problème d'optimisation

convexe linéaire par morceaux, ce qui nous donne accès à plusieurs outils numé-

riques propres à l'optimisation linéaire.

Tout d'abord, nous avons executé des tests numériques visant à évaluer les temps

de calcul et la précision des résultats a�n de s'assurer que l'approche soit à la fois

pragmatique et �able. Ensuite, notre portefeuille optimal fut comparé au porte-

feuille de Chekhlov et al. (2005) et au portefeuille de Markowitz (1952) sous divers
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scénarios. Les résultats démontrent que le portefeuille optimal produit par notre

approche semble mieux performer que le portefeuille à variance-minimale. Cepen-

dant, nous n'avons pas constaté de disparités majeures entre notre portefeuille

et celui généré par la mesure de Chekhlov et al. (2005), malgré les di�érences

notables séparant ces deux mesures.

Le corps du mémoire se divise comme suit. Le Chapitre 1 fait un survol des di�é-

rentes composantes mathématiques servant de fondation pour la suite du mémoire.

Notamment, nous y dé�nissons le drawdown maximal d'un processus stochastique

et son application à des séries temporelles d'actifs �nanciers. Nous passons aussi

en revue les principes mathématiques entourant l'optimisation convexe et les fonc-

tions de répartition. Le Chapitre 2 se concentre sur les propriétés des mesures de

risque cohérentes et convexes par l'étude de la VaR et la CVaR, puis introduit

les mesures de dispersion dont le drawdown maximal fait partie. La mesure du

Drawdown-Maximal-à-Risque Conditionnel (CDaR) prend �nalement forme au

Chapitre 3, où elle est incorporée à un problème d'optimisation convexe linéaire

par morceaux. Finalement, le Chapitre 4 regroupe deux séries de tests numé-

riques : une première visant à étudier l'interaction entre les divers paramètres et

contraintes du problème d'optimisation dé�ni au chapitre précédant ; une seconde

où le problème d'optimisation est appliqué rétroactivement (backtesting) à des

actifs �nanciers disponibles sur les marchés �nanciers américains. Nous expéri-

mentons avec deux modèles classiques de la �nance : un mouvement brownien

géométrique et un processus autorégressif.



CHAPITRE I

CONCEPTS GÉNÉRAUX

1.1 Notation

Pour l'ensemble de ce mémoire, nous travaillons sur un espace de probabilité

(Ω,F ,P), où l'espace probabilisable (Ω,F) est complété d'une mesure de proba-

bilité P ∶ F → [0,1].

Nous considérons les égalités et inégalités sur les variables aléatoires (ici, X et Y )

et constantes (ici, λ) au sens P-presque sûr. Par exemple, X ≤ Y et X = λ sont

utilisés pour exprimer de façon concise les relations suivantes :

X ≤ Y ∶= X
p.s.
≤ Y , soit P ({ω ∈ Ω ∶X(ω) ≤ Y (ω)}) = 1 ,

et X = λ ∶= X
p.s.= λ , soit P ({ω ∈ Ω ∶X(ω) = λ}) = 1 .

1{ ⋅} est une fonction indicatrice renvoyant 1 ou 0 selon si la condition en accolade

est véri�ée ou non. Par exemple,

1{x≥λ} =
⎧⎪⎪⎪⎨⎪⎪⎪⎩

1 , x ≥ λ ,
0 , sinon .

La partie positive de λ ∈R est dénotée (λ)+ et dé�nie par max{λ; 0}.



6

1.2 Drawdown maximal

Pour un processus donné, nous dé�nissons le drawdown comme étant la di�érence

absolue entre la valeur maximale précédemment atteinte par le processus et sa

valeur actuelle. Le processus du drawdown représente donc l'évolution de cette

di�érence sur un horizon de temps �ni. Notre intérêt se trouve plus spéci�quement

au niveau du drawdown maximal � le plus grand drawdown observé � que nous

dé�nissons formellement ci-dessous. La notation utilisée est basée sur celle de

Goldberg et Mahmoud (2017).

Pour établir le cadre mathématique sur lequel nous opérons, considérons un pro-

cessus stochastique discret X ∶= {X(t) ∶ t ∈ T } où T = {t0, t1, . . . , tN}, avec en

particulier 0 = t0 < t1 < . . . < tN = T pour l'horizon de temps [0, T ].

Dé�nition 1. Maximum courant

Le processus du maximum courant M(X) ∶= {Mt(X) ∶ t ∈ T } est donné par

Mt(X) =max
0≤τ≤t
{X(τ)} . (1.1)

Dé�nition 2. Drawdown absolu

Le processus du drawdown absolu AD(X) ∶= {ADt(X) ∶ t ∈ T } est donné par

ADt(X) =Mt(X) −X(t) . (1.2)

Dé�nition 3. Drawdown maximal

Le drawdown maximal MDt(X) est donné par

MDt(X) =max
0≤τ≤t
{ADτ(X)} . (1.3)

Remarque 4. Le drawdown maximal au temps T peut être obtenu directement à

partir du processus stochastique X ∶= {X(t) ∶ t ∈ [0, T ]} avec

MDT (X) = max
0≤t≤T

{max
0≤τ≤t
{X(τ)} −X(t)} . (1.4)
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t0 t1 t2 t3 tn tN

M(X)

X

AD(X)

MDtN (X)

Figure 1.1: Maximum courant, drawdown absolu et drawdown maximal d'un pro-

cessus stochastique X dé�ni sur l'horizon de temps [t0, tN].

La Figure 1.1 illustre le comportement de ces di�érents processus pour une trajec-

toire d'un processus stochastique X sur l'horizon de temps [t0, tN]. Le drawdown
maximal est atteint au temps tn.

1.3 Marchés �nanciers

Sur les marchés �nanciers, les di�érentes opportunités d'investissement sont repré-

sentées par les actifs qui y sont transigés. On y trouve une multitude d'instruments

couvrant une panoplie d'industries dont les valeurs historiques peuvent être obser-

vées à des fréquences variées. La qualité et quantité des données qui s'y trouvent

en font donc une base de données hors pair. On dénote le prix d'un actif à tn par

S(tn), et son rendement logarithmique de tn à tn+1 par ln (S(tn+1)/S(tn)).

Tel qu'il est souvent d'usage en mathématiques �nancières, nous travaillerons prin-

cipalement avec les rendements �nanciers des actifs plutôt qu'avec leurs valeurs

nominales. Les rendements représentent en soit une mesure de performance in-

tuitive permettant la comparaison de divers actifs ou époques sans égard à la

taille des investissements. Notamment, ils détiennent plusieurs propriétés mathé-
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Figure 1.2: Valeurs et log-rendements quotidiens du S&P500 de 1950 à 2019.

matiques intéressantes en modélisation à condition que nous soyons en mesure de

capturer les subtilités du processus étudié, d'où l'entrée en jeu de l'économétrie.

L'économétrie met l'emphase sur l'étude des propriétés statistiques d'une série

temporelle, permettant par exemple de modéliser et analyser de nouvelles trajec-

toires détenant des propriétés similaires à la série originale. Les séries temporelles

sont fort utilisées dans les domaines où l'intérêt réside dans la prévision d'évé-

nements futurs, notamment lorsque certaines propriétés du passé semblent être

récurrentes. Par exemple, une simple comparaison entre les valeurs et rendements

quotidiens de l'indice boursier S&P500 de 1950 à 2019 à la Figure 1.2 met en

évidence le fait que les log-rendements semblent plus propices à la modélisation

de par la relative stabilité du processus.

Pareillement, l'étude des drawdowns se fait plus facilement sur les rendements que

sur les valeurs nominales. En transformant le processus des prix en un processus
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Figure 1.3: Drawdowns absolus quotidiens du S&P500 de 1950 à 2019.

de log-rendements cumulés non composés, l'évolution de l'actif est conservée sans

perte d'information et les gains et pertes des périodes passées ne sont pas voi-

lés par rapport à ceux du présent. Nous verrons plus en détails au Chapitre 3

comment appliquer le drawdown maximal à un processus de log-rendements, mais

pour l'instant nous illustrons simplement l'idée à la Figure 1.3 où le processus

du drawdown absolu est appliqué aux valeurs nominales puis aux log-rendements

cumulés non composés quotidiens de l'indice boursier S&P500 de 1950 à 2019. Il

est particulièrement intéressant d'y observer que les drawdowns absolus des log-

rendements cumulés non composés permettent de mieux capturer la sévérité des

périodes de crises du 20e siècle.
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1.3.1 Faits stylisés

Bien que la modélisation des actifs et rendements �nanciers ne soit pas centrale

à notre approche (il s'agit d'une étape préliminaire et indépendante de l'optimi-

sation), la qualité des résultats dépend ultimement de la qualité des projections

futures.

Il est reconnu dans la littérature que les rendements de séries temporelles obéissent

à des faits stylisés sur de courts intervalles de temps (Campbell et al. (1997), Tsay

(2010)). Les faits stylisés sont une série d'observations empiriques visant à décrire

le comportement général et récurrent d'actifs �nanciers. À défaut de pouvoir pré-

dire les mouvements aléatoires du marché de façon déterministe, les modèles ma-

thématiques peuvent tout de même s'appuyer sur ces faits stylisés pour construire

des modèles aptes à générer des rendements détenant ces mêmes propriétés em-

piriques. Les principaux faits stylisés attribués aux rendements quotidiens sont

énumérés ci-dessous.

● Les rendements ne sont pas indépendamment ni identiquement distribués ;

● Les rendements ne sont pas normalement distribués ;

● La distribution est asymétrique à gauche et exhibe des queues épaisses ;

● Les incréments bruts ne présentent peu ou pas d'autocorrélation, alors que

les incréments absolus et carrés ont une part signi�cative d'autocorrélation ;

● La volatilité n'est pas stationnaire et tend à varier entre des périodes de

forte ou faible volatilité.

Lors des tests numériques, nous allons entre autres explorer deux modèles clas-

siques pour simuler des séries temporelles d'actifs �nanciers à partir de données

historiques : un mouvement brownien géométrique et un processus autorégressif.
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1.3.2 Modélisation d'un portefeuille d'actifs �nanciers

Pour maintenir une continuité dans la littérature, la notation utilisée est princi-

palement adaptée de Rockafellar et Uryasev (2000) et Chekhlov et al. (2005).

A�n de traiter les séries temporelles d'actifs �nanciers numériquement, il est avan-

tageux d'en discrétiser les processus à des intervalles réguliers dans le temps. L'ho-

rizon [0, T ] est donc partitionné en N sous-intervalles équidistants [tn−1, tn], où
n ∈ {1, . . . ,N}, tels que 0 = t0 < t1 < . . . < tN = T . La valeur du mième actif, où

m ∈ {1, . . . ,M}, au temps tn est alors dénotée par Sm(tn).

Dé�nition 5. Log-rendements

Le log-rendement rm(tn) d'un actif m ∈ {1, . . . ,M} pour un sous-intervalle de

temps [tn−1, tn] est donné par

rm(tn) =
⎧⎪⎪⎪⎨⎪⎪⎪⎩

0 , n = 0 ,

ln ( Sm(tn)
Sm(tn−1)) , n ∈ {1, . . . ,N} .

(1.5)

Le processus des log-rendements de M actifs �nanciers sur l'horizon de temps

[t0, tN] se décrit alors par la matrice

r =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

r1(t0) r1(t1) . . . r1(tn) . . . r1(tN)
r2(t0) r2(t1) . . . r2(tn) . . . r2(tN)
⋮ ⋮ ⋱ ⋮ ⋱ ⋮

rm(t0) rm(t1) . . . rm(tn) . . . rm(tN)
⋮ ⋮ ⋱ ⋮ ⋱ ⋮

rM(t0) rM(t1) . . . rM(tn) . . . rM(tN)

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠

. (1.6)

Un portefeuille d'actifs se caractérise par la portion Λm(tn) ∈ R de capital déte-

nue dans chaque actif m ∈ {1, . . . ,M} sur un intervalle de temps [tn−1, tn]. Nous
pouvons alors décrire le processus d'allocation du capital sur l'horizon de temps
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[t0, tN] par la matrice

Λ =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

Λ1(t1) . . . Λ1(tn) . . . Λ1(tN)
Λ2(t1) . . . Λ2(tn) . . . Λ2(tN)
⋮ ⋱ ⋮ ⋱ ⋮

Λm(t1) . . . Λm(tn) . . . Λm(tN)
⋮ ⋱ ⋮ ⋱ ⋮

ΛM(t1) . . . ΛM(tn) . . . ΛM(tN)

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠

, (1.7)

avec
M

∑
m=1

Λm(tn) = 1 , ∀n ∈ {1, . . . ,N} . (1.8)

Notons ici que le capital est normalisé à 1, de sorte que Λm(tn) représente une

proportion du capital investi plutôt qu'un montant nominal. En particulier, la

contrainte (1.8) implique que ce capital doit en tout temps être réparti dans sa

totalité entre les divers actifs du portefeuille.

Le processus des log-rendements de portefeuille est obtenu en pondérant les log-

rendements des actifs rm(tn) avec leurs proportions Λm(tn) respectives pour chaque
temps n ∈ {1, . . . ,N}.

Dé�nition 6. Log-rendements (cumulés) de portefeuille

Le log-rendement de portefeuille r(p)(tn) pour la période [tn−1, tn] est donné par

r(p)(tn) =
M

∑
m=1

Λm(tn) rm(tn) , (1.9)

et peut être cumulé sur la période [t0, tn] tel que
n

∑
η=1
r(p)(tη) =

n

∑
η=1

M

∑
m=1

Λm(tη) rm(tη) . (1.10)

Pour représenter ces log-rendements cumulés non composés sous une forme plus

compacte, nous introduisons la variable ω(tn), où n ∈ {0, . . . ,N}, dont l'évolution
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temporelle est décrite par le vecteur

ω = (ω(t0), ω(t1), . . . , ω(tn), . . . , ω(tN)) , (1.11)

où

ω(tn) =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

0 , n = 0 ,
n

∑
η=1
r(p)(tη) , n ∈ {1, . . . ,N} .

(1.12)

1.4 Optimisation convexe

Cette section se veut être une introduction aux concepts entourant la construction

et l'optimisation de problèmes convexes. Elle s'appuie en grande partie sur Boyd

et Vandenberghe (2004), ouvrage traitant de la mise en application et du fonc-

tionnement des principaux algorithmes d'optimisation convexe. Pour un examen

plus théorique de l'analyse convexe, voir Rockafellar (1970).

1.4.1 Convexité

Pour mettre en évidence le lien avec un portefeuille d'investissement et établir les

bases de l'optimisation convexe, nous introduisons tout d'abord quelques concepts

fondamentaux de la convexité.

Dé�nition 7. Fonction a�ne

Une fonction f ∶Rn →Rm de la forme

f(x) = A⊺x + b , (1.13)

où x ∈Rn, A ∈Rn×m et b ∈Rm est appelée une fonction a�ne.

Dé�nition 8. Fonction positivement homogène de degré 1

Une fonction f ∶ Rn → R est dite positivement homogène de degré 1 si pour tout

point x ∈Rn et pour tout λ > 0, nous avons

f(λx) = λf(x) . (1.14)
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Dé�nition 9. Ensemble convexe dans Rn

Un ensemble C ⊆ Rn est dit convexe si pour tous points x, y ∈ C et pour tout

λ ∈ [0,1], nous avons
λx + (1 − λ)y ∈ C . (1.15)

Dé�nition 10. Combinaison convexe de points

La combinaison convexe d'un ensemble de points xm ∈Rn, où m ∈ {1, . . . ,M}, est
telle que

M

∑
m=1

λmxm (1.16)

avec
M

∑
m=1

λm = 1 , λm ≥ 0 . (1.17)

De nombreux parallèles peuvent être faits avec les portefeuilles d'investissement.

La gestion de portefeuille se fait par l'attribution d'un capital (λm) parmi plusieurs

actifs (xm) en vue de composer un portefeuille d'investissement. Nous retrouvons

une contrainte imposant que le capital soit utilisé dans sa totalité (∑Mm=1 λm = 1),

ainsi qu'une contrainte prohibant la vente à découvert 1 (λm ≥ 0). Il s'agit d'hypo-

thèses classiques en théorie de portefeuille et nécessaires pour assurer la convexité

du problème d'optimisation.

Dans l'optique d'optimiser un portefeuille, nous travaillerons plus spéci�quement

avec les fonctions et épigraphes convexes qui sont dé�nies ci-dessous.

Dé�nition 11. Fonction convexe

Soit l'ensemble convexe C ⊆ Rn. Une fonction f ∶ C → R est dite convexe si pour

1. La vente à découvert (aussi appelée position courte) d'un actif représente la contrepartie

de l'achat d'un actif (position longue). En théorie, il s'agit de la vente d'un actif qu'on ne

possède pas en échange d'une promesse de livraison future. En pratique, une position courte est

généralement close sans transiger l'actif directement au moyen d'un paiement équivalent à sa

nouvelle valeur sur le marché.
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x1 λx1 + (1 − λ)x2
x2

epi f

f(x)
f(λx1 + (1 − λ)x2)

λf(x1) + (1 − λ)f(x2)
f
(x
)

Figure 1.4: Épigraphe d'une fonction convexe f ∶Rn →R, λ ∈ [0,1].

tous points x, y ∈ C et pour tout λ ∈ [0,1], nous avons

f(λx + (1 − λ)y) ≤ λf(x) + (1 − λ)f(y) . (1.18)

Dé�nition 12. Épigraphe

L'épigraphe d'une fonction f ∶Rn →R est l'ensemble dé�ni par

epi f = {(x, t) ∈Rn ×R ∶ t ≥ f(x)} ⊆Rn+1 . (1.19)

Remarque 13. Une fonction est convexe si et seulement si son épigraphe est un

ensemble convexe. Cette relation est illustrée à la Figure 1.4.

1.4.2 Fonctions et opérations préservant la convexité

Dans plusieurs situations, nous sommes intéressés par l'interaction entre plusieurs

fonctions convexes ou encore par l'étude d'une fonctionnelle dont la convexité

n'est pas nécessairement évidente à première vue. Une fonctionnelle pouvant être

décomposée en une série de fonctions ou d'opérations préservant la convexité est

en soit convexe. Ci-dessous, nous décrivons quelques unes de ces fonctions et

opérations préservant la convexité qui seront utilisées au �l du mémoire.
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On suppose que g(x) et gj(x) pour j ∈ J un ensemble �ni d'indices sont convexes.

Alors,

● Multiplication : f(x) = g(λx) avec λ ∈R+ est convexe ;

● Addition : f(x) = g(x + λ) avec λ ∈R est convexe ;

● Maximum : f(x) =max
j
{gj(x)} est convexe ;

● Somme non négative : f(x) = ∑Jj=1 λjgj(x) avec λj ∈R+ est convexe ;

● Espérance : Si X est une variable aléatoire telle que E[X] < ∞, alors
g(E[X]) ≤ E[g(X)]. (Inégalité de Jensen (1906))

1.4.3 Problème d'optimisation

Un problème d'optimisation standard se décrit conventionnellement à l'aide de

trois principales composantes : une fonction objective, des contraintes d'inéga-

lité et des contraintes d'égalité. La fonction objective peut par exemple viser à

représenter mathématiquement l'utilité (une mesure de performance qu'on désire

maximiser) ou le coût (une mesure de risque à minimiser). Les contraintes d'inéga-

lité et d'égalité dé�nissent le contexte du problème en venant borner l'ensemble

des valeurs admissibles.

Dé�nition 14. Problème d'optimisation standard (convexe)

Un problème d'optimisation standard prend la forme suivante

minimiser
x

f(x) , x ∈Rn (1.20)

sous les contraintes gj(x) ≤ 0 , j ∈ {1, . . . , J} ,

hk(x) = 0 , k ∈ {1, . . . ,K} .

où f ∶Rn →R est la fonction objective ;

où gj ∶Rn →R sont les fonctions dé�nissant les contraintes d'inégalité ;

où hk ∶Rn →R sont les fonctions dé�nissant les contraintes d'égalité.
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Il s'agit d'un problème d'optimisation convexe si les fonctions f et gj sont convexes,

et si les fonctions hk sont a�nes.

La recherche d'un point d'optimalité se fait parmi les points admissibles x ∈ Rn

respectant l'ensemble des contraintes spéci�ées, et a donc pour solution optimale

t = inf
x
{f(x) ∶ gj(x) ≤ 0 , hk(x) = 0} , (1.21)

j ∈ {1, . . . , J} , k ∈ {1, . . . ,K} .

Tout point x permettant d'atteindre la solution optimale t tout en respectant les

contraintes gj et hk est un point d'optimalité tel que t = f(x).

La fonction objective étant convexe, elle peut être intégrée à même les contraintes

d'inégalité par l'introduction d'une variable auxiliaire t ∈R en posant f(x) − t ≤ 0.

L'ensemble admissible du problème prend alors la forme d'une épigraphe convexe.

La Figure 1.5 illustre cette procédure pour la fonction convexe f(x) = max
j∈{1,2}

{gj(x)},
où gj(x) sont des fonctions convexes. Le couple (x̃, t̃) est un point optimal minimi-

sant la fonction objective parmi l'ensemble convexe des couples (x, t) admissibles.

Dé�nition 15. Problème d'optimisation convexe sous forme d'épigraphe

Un problème d'optimisation convexe tel que décrit dans la Dé�nition 14 peut

s'écrire sous la forme d'une épigraphe à minimiser. Soit,

minimiser
x,t

t , (x, t) ∈Rn ×R (1.22)

sous les contraintes f(x) − t ≤ 0 ,

gj(x) ≤ 0 , j ∈ {1, . . . , J} ,

hk(x) = 0 , k ∈ {1, . . . ,K} .

où f ∶Rn →R est la fonction objective convexe ;

où gj ∶Rn →R sont les fonctions convexes dé�nissant les contraintes d'inégalité ;

où hk ∶Rn →R sont les fonctions a�nes dé�nissant les contraintes d'égalité.
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x̃

t̃

epi f

g1(x)

g2(x)f
(x
)

Figure 1.5: Épigraphe d'une fonction convexe f(x) = max
j∈{1,2}

{gj}, où gj(x) sont des
fonctions convexes.

Remarque 16. (Boyd et Vandenberghe, 2004) x est un point d'optimalité et

t = f(x) est solution optimale du problème d'optimisation (1.22) si et seulement

si x est un point d'optimalité du problème d'optimisation (1.20).

1.5 Fonction de répartition

Puisque nous allons traiter des mesures de risque basées sur le quantile, il est dans

notre intérêt de réviser quelques propriétés d'une fonction de répartition F et son

inverse F −1. La fonction de répartition d'une variable aléatoire X est dé�nie par

FX(x) = P(X ≤ x), x ∈R . (1.23)

Dans ce mémoire, nous nous intéressons plus particulièrement à un contexte où

la variable aléatoire est discrète et �nie, de sorte que nous pouvons reformuler la

fonction de répartition en itérant sur chaque élément distinct de X.

Dé�nition 17. Fonction de répartition discrète

Soit une variable aléatoire discrète et �nie X prenant des valeurs dans l'ensemble
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{x1, . . . , xK} avec probabilités P(X = xk) > 0. La fonction de répartition discrète

de X est donnée par

FX(z) =
K

∑
k=1

P(X = xk)1{xk≤z} , z ∈R . (1.24)

Dé�nition 18. Fonction inverse

Soit une variable aléatoire X et une fonction f ∶ R → R non décroissante et

continue à droite. La fonction inverse de f est donnée par

f−1
X (α) = inf {x ∈R ∶ fX(x) ≥ α} . (1.25)

1.5.1 Propriétés

Proposition 19. La fonction de répartition F ∶R→ [0,1] d'une variable aléatoire
X détient les propriétés suivantes

19.a Bornée par {0,1} : lim
x→−∞

FX(x) = 0 et lim
x→+∞

FX(x) = 1 ;

19.b Monotone non décroissante : x1 ≤ x2 ⇔ FX(x1) ≤ FX(x2) ;

19.c Continue à droite : FX(x + λ) Ð→
λ→0

FX(x), λ ∈R.

Puisqu'une fonction de répartition est continue à droite, l'in�mum F −1
X (α) est

toujours atteint et correspond au minimum de l'ensemble admissible :

F −1
X (α) = inf {x ∈R ∶ FX(x) ≥ α}

=min{x ∈R ∶ FX(x) ≥ α} .

L'application de la fonction inverse à la fonction de répartition nous permet de

retrouver le quantile de cette dernière. Nous pouvons alors utiliser les proprié-

tés établies à la Proposition 19 pour mettre en évidence quelques relations clés

unissant une fonction de répartition à son inverse.
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Proposition 20. Soit une variable aléatoire X ∈ R avec fonction de répartition

FX(x). La fonction de répartition inverse F −1
X (α) pour un niveau de con�ance

α ∈ [0,1] est caractérisée par les relations suivantes

20.a FX(x) non décroissante ⇔ F −1
X (α) non décroissante ;

20.b FX(x) continue à droite ⇔ F −1
X (α) continue à gauche ;

20.c FX(x) ≥ α ⇔ F −1
X (α) ≤ x ;

20.d FX(F −1
X (α)) ≥ α .

1.5.2 Étude des discontinuités

Nous nous intéressons au comportement de la fonction de répartition en présence

de discontinuités. Considérons donc le voisinage autour d'un point x0 et les limites

α− = lim
x→x−0

FX(x) ,

α+ = lim
x→x+0

FX(x) .

Remarque 21. Par la propriété de non décroissance de FX(x), nous avons né-
cessairement α− ≤ α+.

On rappelle qu'une fonction non décroissante est discontinue en un point x0 si sa

limite à gauche (en x−0) et sa limite à droite (en x+0) ne sont pas égales, de telle

sorte que l'inégalité présentée à la Remarque 21 est stricte : α− < α+. Cet écart
est graphiquement représenté à la Figure 1.6 par un bond vertical au point de

discontinuité F −1(α), d'où sa désignation de discontinuité de saut.

Remarque 22. Considérons la fonction de répartition F ∶ R → [0,1] d'une va-

riable aléatoire X ∈R. La probabilité discrète qu'un événement survienne à x0 est
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F −1
X (α)

α−

α+

Figure 1.6: Fonction de répartition discrète

donnée par

P(X = x0) = lim
x→x+0

FX(x) − lim
x→x−0

FX(x)

= α+ − α− .

On dit qu'un atome de probabilité existe à x0 lorsque cette di�érence est non nulle.

Une fonction de répartition discrète est un cas particulier où chaque élément

distinct d'une variable aléatoire est un point de discontinuité ; en dehors de ces

éléments, la fonction est continue et constante. Elle prend donc la forme d'une

fonction escalier telle qu'à la Figure 1.6. Chaque point de discontinuité est associé

à un événement dont la probabilité d'occurrence non nulle est simplement donnée

par l'ampleur du saut observé, l'atome de probabilité.

En pratique, l'ensemble des situations nous intéressant peuvent se résumer en

deux cas généraux dérivés de FX(F −1
X (α)) ≥ α (Voir Figure 1.7). Pour tout niveau

de con�ance α ∈ [0,1] donné, nous avons nécessairement

Cas 1 x = F −1
X (α) si FX(x) > α , et (1.26)

Cas 2 x ∈ [F −1
X (α), F −1

X (α)
+) si FX(x) = α . (1.27)
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(a) Cas 1

F −1
X (α)

α

(b) Cas 2

F −1
X (α) F −1

X (α)
+

α

Figure 1.7: Fonctions de répartition discrètes ; α donné



CHAPITRE II

MESURES DE RISQUE ET GÉNÉRALISATIONS

2.1 Mesures de risque

Une mesure de risque synthétise une distribution (empirique ou théorique) en un

nombre réel plus propice à la prise de décision. Elle vise à o�rir une perspective

quantitative de l'exposition au risque découlant d'une situation souvent complexe

et opaque. D'un point de vue �nancier, le risque est généralement quanti�é en

terme de capital, que ce soit le montant requis pour soutenir une position dans

le marché ou bien une réserve en vue de paiements futurs (dans le domaine de

l'assurance). Dans ce mémoire, nous incorporons une fonctionnelle de risque à

même un algorithme de décision pour déterminer la composition d'un portefeuille.

Dé�nition 23. Mesure de risque

Soit (Ω,F ,P) un espace de probabilité et L1 ∶= L1(Ω,F ,P) l'espace des variables

aléatoires dé�nies sur (Ω,F) et intégrables par rapport à P. Une mesure de risque

ϕ est une fonctionnelle

ϕ ∶ L1 →R.

La mesure de risque ϕ d'une variable aléatoire X ∈ L1 est donnée par ϕ(X).

Remarque 24. Il est important de noter que l'on se restreint ici à L1 a�n d'as-

surer l'existence de l'espérance conditionnelle en vue d'utiliser la Valeur-à-Risque
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Conditionnelle ultérieurement. Plus généralement, une mesure de risque peut être

dé�nie pour toute variable aléatoire.

2.1.1 Propriétés désirables d'une mesure de risque

Une mesure de risque est la tranformation d'une variable aléatoire en un nombre

réel dans le but de donner une perspective quanti�able des risques sous-jacents.

L'objectif étant essentiellement de faciliter l'analyse d'une situation ou la prise de

décision, une bonne mesure de risque devrait contenir toute l'information perti-

nente nous intéressant, sans en altérer la nature ou le rang. Pour ce faire, nous éta-

blissons quelques propriétés désirables d'une mesure de risque tant d'un point de

vue mathématique qu'économique, telles que proposées par Artzner et al. (1999)

et Föllmer et Schied (2002).

Proposition 25. Soit les variables aléatoires X,Y ∈ L1 et une constante λ. Les

propriétés désirables d'une mesure de risque sont

25.a Invariance à la translation : ϕ(X + λ) = ϕ(X) + λ, λ ∈R ;

25.b Homogénéité positive : ϕ(λX) = λϕ(X), λ ∈R+ ;

25.c Monotonicité : ϕ(X) ≤ ϕ(Y ), si X ≤ Y p.s. ;

25.d Sous-additivité : ϕ(X + Y ) ≤ ϕ(X) +ϕ(Y ) ;

25.e Convexité : ϕ(λX + (1 − λ)Y ) ≤ λϕ(X) + (1 − λ)ϕ(Y ), λ ∈ [0,1].

Les propriétés d'invariance à la translation et d'homogénéité positive sont assez

intuitives et renvoient à l'idée qu'une bonne mesure de risque devrait idéalement

rester consistante peu importe le capital de départ ou l'unité de mesure. D'une

perspective �nancière, l'apport soudain d'un montant de capital diminue néces-

sairement le capital additionnel requis (le risque) du même montant, justi�ant

le fait qu'une bonne mesure de risque devrait être invariante à la translation.
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Un résultat implicite de cette propriété est que si l'on compense l'ensemble des

pertes X par un montant d'une valeur exactement équivalente au risque ϕ(X),
alors la nouvelle mesure d'exposition au risque devrait nécessairement être nul

par ϕ(X − ϕ(X)) = 0. 1 On en déduit que ϕ(X) est représentatif du montant de

capital additionnel minimal requis pour qu'un risque soit considéré couvert. La

propriété de monotonicité se visualise par la comparaison de deux positions �nan-

cières X et Y en fonction de leurs probabilités respectives d'engendrer des pertes

supérieures à un certain montant z ∈R, soit P(X > z) et P(Y > z). Si pour toute
valeur de z donnée nous avons toujours P(X > z) ≤ P(Y > z), alors il est évident
que la positionX est moins risquée que la position Y et la mesure de risque devrait

corroborer ce fait avec ϕ(X) ≤ ϕ(Y ). Finalement, la notion de sous-additivité en

gestion de risque est étroitement liée à l'idée de diversi�cation : l'agrégation des

activités devrait généralement résulter en une diminution du risque global par

rapport à la somme des risques marginaux. Somme toute, ces propriétés mathé-

matiques ont donc des justi�cations économiques servant à assurer la cohérence

d'une mesure de risque, évitant par le fait même les ambiguïtés pouvant impacter

une évaluation adéquate du risque.

Dé�nition 26. Mesure de risque cohérente

Une mesure de risque est dite cohérente au sens de Artzner et al. (1999) si elle

détient les propriétés (25.a) d'invariance à la translation, (25.b) d'homogénéité

positive, (25.c) de monotonicité et (25.d) de sous-additivité.

Ultimement, nous désirons incorporer notre mesure de risque à même un problème

d'optimisation convexe soit à titre de fonction objective ou bien sous la forme d'une

contrainte. La propriété de convexité est donc centrale à notre approche a�n de

1. Des preuves détaillées de ce résultat sont disponibles à l'Axiome 2.19 de McNeil et al.

(2015), et à la Remarque 2.6 de Artzner et al. (1999).
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s'assurer que le problème d'optimisation soit lui-même convexe (Dé�nition 14).

Sous certaines conditions, il sera même possible d'en faire un problème d'opti-

misation convexe linéaire par morceaux, ouvrant ainsi la porte à l'utilisation de

techniques d'optimisation linéaires numériquement e�caces et stables (Fiacco et

McCormick, 1987; Nemirovskii et Nesterov, 1994).

Dé�nition 27. Mesure de risque convexe

Une mesure de risque est dite convexe au sens de Föllmer et Schied (2002) si elle

détient les propriétés (25.a) d'invariance à la translation, (25.c) de monotonicité

et (25.e) de convexité.

2.2 Mesures de risque basées sur le quantile

Une approche possible face au risque serait d'éliminer entièrement la possibilité

de pertes, que ce soit par l'entremise d'une police d'assurance, d'une couverture

parfaite ou d'un capital de réserve équivalent à la perte maximale possible. Le

coût d'opportunité associé est toutefois signi�catif au point de rendre la pratique

ine�cace � voir même inapplicable � en réalité. Une approche alternative consiste

à aborder le risque par une approche basée sur le quantile d'une distribution. Une

protection parfaite est donc sacri�ée en faveur d'une mesure ne couvrant qu'une

tranche partielle du risque. Cette mesure o�re généralement plus de �exibilité

quant à la stratégie de couverture, tout en protégeant les investisseurs contre la

majorité des risques.

Les sections qui suivent portent sur l'étude de deux mesures de risque bien connues

dans la littérature : la Valeur-à-Risque (Value-at-Risk, VaR) et la Valeur-à-Risque

Conditionnelle (Conditional Value-at-Risk, CVaR). La première s'intéresse au

quantile des pertes ; la seconde, à l'espérance des pertes au-delà du quantile. Nous

passons en revue les avantages et inconvénients de chacun, ainsi que leurs pro-
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priétés mathématiques. En particulier, il sera démontré que la CVaR détient des

propriétés mathématiques qui la rendent plus intéressante que la VaR dans un

contexte d'optimisation.

2.2.1 Valeur-à-Risque (VaR)

La Valeur-à-Risque est une application directe de la fonction quantile a�ectée

expressément aux pertes subies. La fonction de répartition est ordonnée de telle

sorte que les plus grandes valeurs sont associées aux pires pertes ; une valeur

négative est alors synonyme de gain. Pour un niveau de con�ance α, la VaRα

représente le point délimitant les 100α% plus petites pertes des 100(1−α)% plus

importantes, sans égard à la sévérité en dessous ou au-delà de ce seuil.

Mathématiquement, le comportement de la VaR est essentiellement le même que

celui de la fonction de répartition inverse, et détient donc les mêmes propriétés et

relations développées à la section 1.5. Ainsi, nous utiliserons une notation équiva-

lente adaptée au contexte des mesures de risque : VaRα(X) ∶= F −1
X (α).

Dé�nition 28. Valeur-à-Risque

La Valeur-à-Risque pour un niveau de con�ance α ∈ [0,1] d'une variable aléatoire
X ∈ L1 est donnée par

VaRα(X) =min{x ∈R ∶ FX(x) ≥ α} . (2.1)

La VaR est une mesure particulièrement intuitive en gestion des risques du fait

que le quantile cible précisément un niveau de risque désiré. Requérant peu de

connaissances mathématiques tant dans son calcul que son interprétation, elle

a rapidement gagné en popularité dans les cercles académiques et professionnels

parvenant même à se tailler une place au niveau réglementaire avec les Accords de

Bâle (BIS, 2011). Pour une étude comparative des mesures de risque dé�nies par



28

les Accords de Bâle, voir Chen (2014). La VaR a toutefois pour principal défaut

qu'elle ne se concentre qu'en un point de la distribution, ignorant implicitement

la queue de la distribution au-delà du seuil évalué.

Nous pouvons véri�er que la VaR ne respecte pas toutes les propriétés d'une bonne

mesure de risque : elle n'est ni cohérente au sens de Artzner et al. (1999) ni convexe

au sens de Föllmer et Schied (2002). En e�et, la littérature refoule d'exemples

démontrant que la VaR ne détient généralement pas les propriétés (25.d) de sous-

additivité et (25.e) de convexité ; nous référons à McNeil et al. (2015) pour une

revue exhaustive de ces situations bien connues dans la littérature. Étant dérivée

de la fonction quantile, elle détient tout de même les propriétés (25.a) d'invariance

à la translation, (25.b) d'homogénéité positive et (25.c) de monotonicité.

Proposition 29. Soit les variables aléatoires X,Y ∈ L1, une constante λ et un ni-

veau de con�ance α ∈ [0,1]. La Valeur-à-Risque de niveau α détient les propriétés

suivantes

29.a Invariance à la translation : VaRα(X + λ) = VaRα(X) + λ, λ ∈R ;

29.b Homogénéité positive : VaRα(λX) = λVaRα(X), λ ∈R+ ;

29.c Monotonicité : VaRα(X) ≤ VaRα(Y ), si X ≤ Y p.s..

Démonstration.

29.a Invariance à la translation.

Posons x′ = x − λ. Nous avons alors

VaRα(X + λ) =min{x ∶ FX+λ(x) ≥ α}

=min{x ∶ FX(x − λ) ≥ α}

=min{x′ + λ ∶ FX(x′) ≥ α}

=min{x′ ∶ FX(x′) ≥ α} + λ

= VaRα(X) + λ.
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29.b Homogénéité positive.

Posons x′ = x/λ. Nous avons alors

VaRα(λX) =min{x ∶ FλX(x) ≥ α}

=min{x ∶ FX(x/λ) ≥ α}

=min{λx′ ∶ FX(x′) ≥ α}

= λmin{x′ ∶ FX(x′) ≥ α}

= λVaRα(X).

29.c Monotonicité.

Il su�t de remarquer que si X ≤ Y au sens P-presque sûr, alors

VaRα(X) =min{z ∶ FX(z) ≥ α}

≤min{z ∶ FY (z) ≥ α}

= VaRα(Y ).

2.2.2 Valeur-à-Risque Conditionnelle (CVaR)

La Valeur-à-Risque Conditionnelle présente une alternative à la VaR en s'inté-

ressant à l'espérance des pertes au-delà du quantile. La CVaR détient les mêmes

propriétés que la VaR étudiées à la Proposition 29, en plus d'être sous-additive et

convexe. Il s'agit donc d'une mesure cohérente (Artzner et al., 1999) et convexe

(Föllmer et Schied, 2002). À travers la littérature, elle est aussi connue sous les

noms d'Expected Shortfall (ES) (Acerbi et Tasche (2002), P�ug (2000)) et de Tail

Value-at-Risk (TVaR) (Artzner et al. (1999)). Bien que leurs dé�nitions s'équi-

valent lorsque la fonction de répartition est continue, cela n'est pas toujours le cas

en présence de discontinuités. Nous référons à Acerbi et Tasche (2002) pour une

étude plus approfondie des di�érences marquant ces mesures.
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Dé�nition 30. Valeur-à-Risque Conditionnelle

(P�ug, 2000) Soit une variable aléatoire X ∈ L1 et la Valeur-à-Risque de X pour

un niveau de con�ance α ∈ [0,1]. La Valeur-à-Risque Conditionnelle de niveau α

est donnée par

CVaRα(X) =
1

1 − α ∫
1

α
VaR∆(X)d∆ . (2.2)

Remarque 31. La Dé�nition 30 assume, au même titre que la VaR de la section

précédente, que la variable aléatoire est ordonnée des meilleurs aux pires scénarios,

et l'emphase est mise sur la queue de droite de la distribution. Une paramétrisation

alternative fréquemment utilisée dans la littérature (Artzner et al., 1999; Acerbi

et Tasche, 2002) se concentre plutôt sur la queue de gauche de la distribution, la

variable aléatoire étant alors ordonnée des pires aux meilleurs scénarios :

CVaRα(X) = −
1

α ∫
α

0
VaR∆(X)d∆ . (2.3)

L'usage d'une ou l'autre revient essentiellement à une question de préférence.

La dé�nition de la CVaR dans un contexte discret est un peu plus nuancée. L'in-

égalité FX(F −1
X (α)) ≥ α de la Proposition 20 implique qu'en présence de disconti-

nuités, la CVaRα considère en fait les 100(1−α+)% ou 100(1−α−)% plus grandes

valeurs d'une distribution. A�n d'obtenir une évaluation plus représentative du

niveau de risque désiré, notre mesure devrait plutôt calculer le risque équivalant

au niveau α, et non α+ ou α−. Nous représentons cette idée à la Figure 2.1.

Nous pouvons commencer par observer que les événements strictement supérieurs

à la VaR sont toujours considérés dans le calcul de la CVaR. Ils représentent

en soit les 100(1 − α+)% plus grandes valeurs d'une distribution. La di�culté

survient lorsque la VaR est un point de discontinuité (ce qui est toujours le cas

dans un contexte discret), son atome de probabilité étant alors donné par α+ −α−

(Remarque 22). A�n d'évaluer la CVaR le plus exactement possible, nous allons
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VaRα(X)

α−
α

α+

CVaRα(X)

1 − α
1 − α+

α+ − α

Figure 2.1: Évaluation de la CVaR dans un contexte discret

en quelque sorte censurer partiellement la VaR a�n de n'en considérer qu'une

portion équivalant au résiduel α+ −α désiré. Nous rencontrons alors une des deux

situations préalablement discutées à la section 1.5.2 et dé�nies par les relations

(1.26) et (1.27). Adaptées à notre contexte, elles sont données par

Cas 1 VaRα(X) = F −1
X (α) si FX(VaRα(X)) > α , et (2.4)

Cas 2 VaRα(X) ∈ [F −1
X (α), F −1

X (α)
+) si FX(VaRα(X)) = α . (2.5)

Nous pouvons interpréter le premier cas comme étant la situation où il n'est pas

possible d'évaluer les 100(1−α)% plus grandes valeurs de façon exacte. Le second

est beaucoup plus simple car nous avons en fait α+ = α. La CVaR peut alors être

obtenue directement à partir des éléments strictement supérieurs à la VaR, ceux-ci

représentant les 100(1 − α)% plus grandes valeurs tel que voulu.

A�n de traiter ces cas, nous commençons par redé�nir la CVaR sous une forme

alternative dans laquelle la VaR apparaît explicitement. Nous pourrons ensuite

développer des dé�nitions équivalentes adaptées à un contexte discret.

Dé�nition 32. Valeur-à-Risque Conditionnelle (forme alternative)

Soit une variable aléatoire X ∈ L1 et la Valeur-à-Risque de X pour un niveau de

con�ance α ∈ [0,1]. La Valeur-à-Risque Conditionnelle de niveau α est donnée
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par

CVaRα(X) = VaRα(X) +
1

1 − αE[(X −VaRα(X))+] . (2.6)

Démonstration.

À partir de la Dé�nition 30, nous avons

CVaRα(X) =
1

1 − α ∫
1

α
VaR∆(X)d∆

= 1

1 − α ∫
1

α
VaR∆(X) −VaRα(X) +VaRα(X)d∆

= VaRα(X)
1 − α ∫

1

α
d∆ + 1

1 − α ∫
1

α
VaR∆(X) −VaRα(X)d∆

= VaRα(X) +
1

1 − α ∫
1

α
VaR∆(X) −VaRα(X)d∆

= VaRα(X) +
1

1 − α ∫
1

0
(VaR∆(X) −VaRα(X))+d∆

= VaRα(X) +
1

1 − αE[(X −VaRα(X))+] .

À partir de la Dé�nition 32, nous sommes en mesure de développer la CVaR

dans un contexte discret sans grande di�culté, l'espérance n'étant essentielle-

ment qu'une somme pondérée des termes supérieurs à la VaR. Nous repartons

donc de (2.6) pour retravailler la CVaR dans une contexte purement discret, et

nous l'abordons ensuite sous la forme d'un problème d'optimisation. La première

approche (plus intuitive) sert alors principalement de point de comparaison à la

seconde a�n d'en véri�er la justesse dans le cas discret. Dans tous les cas, nous

convergeons vers une dé�nition de la CVaR mesurant l'équivalent des 100(1−α)%
plus grands risques.

Dé�nition 33. Valeur-à-Risque Conditionnelle (cas discret)

(Rockafellar et Uryasev, 2002) Soit une variable aléatoire discrète et �nie X ∈ L1

prenant des valeurs dans {x1, . . . xJ} avec probabilités pj ∶= P(X = xj) > 0, et un
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niveau de con�ance α ∈ [0,1]. La Valeur-à-Risque Conditionnelle de niveau α est

donnée par

CVaRα(X) =
FX(VaRα(X)) − α

1 − α VaRα(X) +
1

1 − α
J

∑
j=1
pjxj1{xj >VaRα(X)} . (2.7)

Démonstration.

En repartant de (2.6), nous avons

CVaRα(X) = VaRα(X) +
1

1 − α
J

∑
j=1
pj (xj −VaRα(X))1{xj≥VaRα(X)} .

Plutôt que de travailler directement avec la variable aléatoire X, considérons plu-

tôt l'ensemble bien ordonné et �ni lui correspondant auquel on associe une relation

d'ordre strict, soit x(1) < x(2) < . . . < x(J) avec probabilités qj ∶= P(X = x(j)) > 0.

Pour tout α ∈ [0,1], il existe alors un élément k ∈ N tel que ∑k−1
j=1 qj < α ≤ ∑kj=1 qj,

de sorte que VaRα(X) = x(k). De plus, il s'ensuit que FX(VaRα(X)) = α+ et

∑Jj=k+1 qj = 1 − α+.

Les éléments x(1), . . . , x(J) étant ordonnés, seuls les termes x(k+1), . . . , x(J) stricte-

ment supérieurs à x(k) sont à considérer dans la sommation. Ainsi,

CVaRα(X) = x(k) +
1

1 − α
J

∑
j=k+1

qj (x(j) − x(k))

= x(k)(1 −
1

1 − α
J

∑
j=k+1

qj) +
1

1 − α
J

∑
j=k+1

qjx(j)

= x(k)(
α+ − α
1 − α ) +

1

1 − α
J

∑
j=k+1

qjx(j)

= x(k)
FX(VaRα(X)) − α

1 − α + 1

1 − α
J

∑
j=1
pjxj1{xj >x(k)} .

Ainsi, (2.7) correspond bien à la dé�nition de la CVaR formulée en (2.6), bien

qu'elle soit expressément adaptée au cas discret.

Notre intérêt se tourne maintenant vers la seconde approche en reformulant la

CVaR sous la forme d'un problème d'optimisation. Les développements qui suivent
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reposent sur Rockafellar et Uryasev (2000) où il fut démontré que la CVaR peut

être exprimée par la minimisation de la fonctionnelle

φα(X,β) = β +
1

1 − αE[(X − β)+] , (2.8)

où la VaRα(X) est essentiellement remplacée par une variable auxiliaire β ∈ R.
P�ug (2000) et Rockafellar et Uryasev (2002) ont démontré dans des travaux

subséquents que l'approche tient aussi dans les cas discrets, permettant de mesurer

adéquatement les 100(1 − α)% plus grandes valeurs de X.

Lemme 34. (Rockafellar et Uryasev, 2000) Soit une variable aléatoire X ∈ L1 et

un niveau de con�ance α ∈ [0,1]. La fonctionnelle φα(X,β) est �nie, convexe et

continue en β ∈R.

Démonstration.

φα(X,β) est �nie du fait que la variable aléatoire X est dé�nie sur l'espace L1,

donc E[∣X ∣] <∞. La convexité provient du fait que toutes les fonctions ici utilisées
sont des fonctions et opérations préservant la convexité de la fonction (X − β)
qui est linéaire (donc convexe) en β : La fonction du maximum et l'espérance

font de E[(X − β)+] une fonction convexe, et β + (1 − α)−1E[(X − β)+] préserve
la convexité de E[(X − β)+] en β pour tout β ∈ R et α ∈ [0,1]. Finalement, la

continuité de φα(X,β) en β est une conséquence directe du fait qu'elle est �nie et

convexe en β par le Corollaire 10.1.1 de Rockafellar (1970).

La Figure 2.2 illustre la convexité de φα(X,β) en β pour quelques niveaux de

con�ance α donnés. Nous pouvons y voir que φα(X,β) évaluée sur un ensemble

de points X ∈ {x1, . . . , xK} est une fonction convexe composée de K + 1 fonctions

linéaires.

Proposition 35. (Rockafellar et Uryasev, 2000) La Valeur-à-Risque Condition-

nelle de niveau α peut être obtenue en minimisant la fonctionnelle φα(X,β) par
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Figure 2.2: Convexité de φα(X,β) en β, pour la série de points X = {1,2,4,7}.

rapport à β ∈R, soit
CVaRα(X) =min

β
{φα(X,β)} , (2.9)

et la Valeur-à-Risque en est un argument minimiseur, de sorte que

VaRα(X) ∈ argmin
β
{φα(X,β)} . (2.10)

Démonstration.

Considérons la fonction h(β) découlant de (2.8) dont la distribution de X ∈ L1

est supposée connue :

h(β) = β + 1

1 − αE[(X − β)+] .

L'approche par optimisation repose essentiellement sur l'idée que s'il existe un β ∈
R minimisant h(β), alors β correspond à la VaRα(X) et min

β
{h(β)} correspond

à la CVaRα(X). Lors de la recherche de l'extremum d'une fonction, il est usuel
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de passer par la première dérivée a�n d'en trouver le point où la dérivée est nulle.

Conceptuellement, il s'agit du point où la première dérivée change de signe pour

une fonction strictement convexe ou concave. Plus formellement, le Théorème 27.1

de Rockafellar (1970) nous indique que

0 ∈ d

dβ
h(β)

est une condition nécessaire et su�sante pour qu'un point β fasse partie de l'en-

semble de points minimisant h(β).

En nous appuyant sur Rockafellar et Uryasev (2000), observons tout d'abord que

pour une variable aléatoire X ∈ L1 continue, h(β) est continûment dérivable avec

dérivée
d

dβ
h(β) = FX(β) − α

1 − α .

Dans ce contexte, d
dβh(β) est une fonction continue non décroissante et bornée

par { −α1−α ,1} :

lim
β→−∞

{ d
dβ
h(β)} = −α

1 − α , car FX(β)
β→−∞ÐÐÐ→ 0 ;

lim
β→+∞

{ d
dβ
h(β)} = 1 , car FX(β)

β→+∞ÐÐÐ→ 1 .

h(β) étant convexe et �nie, le Théorème 23.1 de Rockafellar (1970) indique que

les limites à gauche et à droite de d
dβh(β) sont bien dé�nies pour tout β ∈ domh,

et non décroissantes telles que

lim
β→β−
{ d
dβ
h(β)} ≤ lim

β→β+
{ d
dβ
h(β)} .

Nous pouvons donc utiliser ces arguments dans un contexte discret et �ni. Soit

la variable aléatoire X ∈ L1 prenant des valeurs dans l'ensemble {x1, . . . , xJ} avec
probabilités pj ∶= P(X = xj) > 0. Pour un niveau de con�ance α ∈ [0,1], considérons
la fonction h(β) suivante

h(β) = β + 1

1 − α
J

∑
j=1
pj(xj − β)+ .
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Par le Lemme 34, h(β) est �nie, convexe et continue en β. Dans le cas discret, elle
est constante (donc dérivable) pour toute valeur de β ∈R à l'exception des points

de discontinuité β ∈ {x1, . . . , xJ}. Il s'agit donc d'une fonction convexe linéaire

par morceaux qui n'est pas continûment dérivable, bien qu'elle soit dérivable par

morceaux. Nous étudions ses limites à gauche et à droite qui sont données par

lim
β→β−
{ d
dβ
h(β)} = FX(β

−) − α
1 − α et lim

β→β+
{ d
dβ
h(β)} = FX(β

+) − α
1 − α ,

et cherchons un point où la fonction h(β) est décroissante à gauche et croissante

à droite, d'où

FX(β−) − α
1 − α ≤ 0 ≤ FX(β

+) − α
1 − α

FX(β−) ≤ α ≤ FX(β+) .

Ceci nous ramène aux deux situations dé�nies en (2.4) et (2.5). Supposons qu'une

valeur β̃ ∈R permet de minimiser h(β). Quand β̃ correspond à un point de discon-

tinuité tel que β̃ ∈ {x1, . . . , xJ}, alors FX(β̃−) < α ≤ FX(β̃+) et F −1
X (α) = β̃. Pour

toute autre valeur dans R, la fonction de répartition est continue et constante, de

sorte que β̃ ∈ [F −1
X (α), F −1

X (α)
+) et correspond exactement au seuil α. Ainsi,

Cas 1 β̃ = F −1
X (α) si FX(F −1

X (α)) > α , et

Cas 2 β̃ ∈ [F −1
X (α), F −1

X (α)
+) si FX(F −1

X (α)) = α .

Dans les deux cas, nous avons que F −1
X (α) (correspondant à la VaRα(X)) est

non seulement un candidat à la minimisation de h(β), mais qu'il s'agit aussi du

plus petit élément de chaque ensemble de points minimisant h(β). Ceci con�rme

donc (2.10). Pour véri�er (2.9), nous évaluons min
β∈R
{h(β)} = h{β̃} que nous allons
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comparer à (2.7) :

h(β̃) = β̃ + 1

1 − α
K

∑
k=1

pk(xk − β̃)1{xk>β̃}

= β̃ (1 − 1

1 − α
K

∑
k=1

pk1{xk>β̃}) +
1

1 − α
K

∑
k=1

pkxk1{xk>β̃}

= β̃ (1 − 1

1 − α(1 − FX(β̃))) +
1

1 − α
K

∑
k=1

pkxk1{xk>β̃}

= β̃ FX(β̃) − α
1 − α + 1

1 − α
K

∑
k=1

pkxk1{xk>β̃} .

En analysant les deux situations possibles, nous retrouvons

Cas 1 : h(β̃) = F −1
X (α)

FX(F −1
X (α)) − α
1 − α + 1

1 − α
K

∑
k=1

pkxk1{xk >F−1X (α)} ,

Cas 2 : h(β̃) = 1

1 − α
K

∑
k=1

pkxk1{xk >F−1X (α)} ,

toutes deux correspondant bien à la Dé�nition 33.

Proposition 36. Soit les variables aléatoires X,Y ∈ L1, une constante λ et un

niveau de con�ance α ∈ [0,1]. La Valeur-à-Risque Conditionnelle de niveau α

détient les propriétés suivantes

36.a Invariance à la translation : CVaRα(X + λ) = CVaRα(X) + λ, λ ∈R ;

36.b Homogénéité positive : CVaRα(λX) = λCVaRα(X), λ ∈R+ ;

36.c Monotonicité : CVaRα(X) ≤ CVaRα(Y ), si X ≤ Y p.s. ;

36.d Sous-additivité : CVaRα(X + Y ) ≤ CVaRα(X) +CVaRα(Y ) ;

36.e Convexité : CVaRα(λX + (1 − λ)Y ) ≤ λCVaRα(X) + (1 − λ)CVaRα(Y ),

λ ∈ [0,1].

Démonstration.

Les preuves qui suivent s'appuient fortement sur les propriétés de la VaR étudiées
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à la Proposition 29. Certaines propriétés de la fonction du maximum sont aussi

utilisées, notamment

Homogénéité positive : max{λX; 0} = λmax{X; 0} , λ ∈R+; (2.11)

Sous-additivité : max{X + Y ; 0} ≤max{X; 0} +max{Y ; 0}. (2.12)

36.a Invariance à la translation

Par la propriété (29.a) d'invariance à la translation de la VaR, nous avons

CVaRα(X + λ) = VaRα(X + λ) +
1

1 − αE[(X + λ −VaRα(X + λ))+]

= VaRα(X) + λ +
1

1 − αE[(X + λ −VaRα(X) − λ)+]

= VaRα(X) + λ +
1

1 − αE[(X −VaRα(X))+]

= CVaRα(X) + λ .

36.b Homogénéité positive

Par la propriété (29.b) d'homogénéité positive de la VaR, nous avons

CVaRα(λX) = VaRα(λX) +
1

1 − αE[(λX −VaRα(λX))+]

= λVaRα(X) +
1

1 − αE[(λX − λVaRα(X))+]

= λVaRα(X) +
λ

1 − αE[(X −VaRα(X))+] par (2.11)

= λCVaRα(Y ) .

36.c Monotonicité

Par la propriété (29.c) de monotonicité de la VaR, nous avons

CVaRα(X) =
1

1 − α ∫
1

α
VaR∆(X)d∆

≤ 1

1 − α ∫
1

α
VaR∆(Y )d∆ si X ≤ Y p.s.

= CVaRα(Y ) .
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36.d Sous-additivité

(Embrechts et Wang, 2015) La propriété de sous-additivité est démontrée à

l'aide des propriétés d'optimisation de la CVaR établies à la Proposition 35.

Pour alléger la notation, posons βX = VaRα(X) et βY = VaRα(Y ). Notons
de plus que le passage de la deuxième à la troisième ligne se fait en posant

β̃ = βX + βY . À partir de la Dé�nition 32, nous avons

CVaRα(X + Y ) =min
β ∈R
{β + 1

1 − αE[(X + Y − β)+]} par (2.9)

≤ β̃ + 1

1 − αE[(X + Y − β̃)+] (∀β̃ ∈R)

= βX + βY +
1

1 − αE[(X + Y − βX − βY )+]

≤ βX + βY +
1

1 − αE[(X − βX)+ + (Y − βY )+] par (2.12)

= βX +
1

1 − αE[(X − βX)+] + βY +
1

1 − αE[(Y − βY )+]

= CVaRα(X) +CVaRα(Y )

36.e Convexité

Par une démarche similaire à la démonstration 36.d, posons βX = VaRα(X),
βY = VaRα(Y ) et β̃ = λβX + (1 − λ)βY . Alors,
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CVaRα(λX + (1 − λ)Y )

=min
β ∈R
{β + 1

1 − αE[(λX + (1 − λ)Y − β)+]} par (2.9)

≤ β̃ + 1

1 − αE[(λX + (1 − λ)Y − β̃)+] (∀β̃ ∈R)

= λβX + (1 − λ)βY +
1

1 − αE[(λX + (1 − λ)Y − λβX − (1 − λ)βY )+]

= λβX + (1 − λ)βY +
1

1 − αE[(λ(X − βX) + (1 − λ)(Y − βY ))+]

≤ λβX + (1 − λ)βY +
1

1 − α {E[(λ(X − βX))+]
1

1 − α
1

1 − α . . . +E[((1 − λ)(Y − βY ))+]} par (2.12)

= λ{βX +
1

1 − αE[(X − βX)+]}
1

1 − α . . . + (1 − λ){βY +
1

1 − αE[(Y − βY )+]} par (2.11)

= λCVaRα(X) + (1 − λ)CVaRα(Y ) .

2.3 Mesures de dispersion

Les mesures de dispersion ont des applications fort similaires aux mesures de

risque. Elles s'intéressent principalement aux �uctuations d'une variable aléatoire,

accordant plus d'importance à l'ampleur qu'à la direction de ces �uctuations.

Elles regroupent entre autres l'écart-type, la variance et l'étendue interquartile et

furent notamment incorporées à des problèmes d'optimisation de portefeuille par

Markowitz (1952).

Dé�nition 37. Mesure de dispersion

Soit (Ω,F ,P) un espace de probabilité et L2 ∶= L2(Ω,F ,P) l'espace des variables

aléatoires dé�nies sur (Ω,F) et de carré-intégrables par rapport à P. Une mesure

de dispersion Γ est une fonctionnelle telle que

Γ ∶ L2 →R+.
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La mesure de dispersion Γ d'une variable aléatoire X ∈ L2 est donnée par Γ(X).

2.3.1 Propriétés d'une mesure de dispersion

Proposition 38. (Rockafellar et al., 2002) Soit les variables aléatoires X,Y ∈ L2

et une constante λ. Les propriétés d'une mesure de dispersion Γ sont

38.a Non négativité : Γ(X) ≥ 0 ;

38.b Standardisation : Γ(λ) = 0 , λ ∈R ;

38.c Invariance à la translation additive : Γ(X + λ) = Γ(X) , λ ∈R ;

38.d Homogénéité positive : Γ(λX) = λΓ(X) , λ ∈R+ ;

38.e Sous-additivité : Γ(X + Y ) ≤ Γ(X) + Γ(Y ) .

Corollaire 39. Soit les variables aléatoires X,Y ∈ L2. Une fonction Γ positive-

ment homogène de degré 1 et sous-additive est convexe, telle que

Γ(λX + (1 − λ)Y ) ≤ λΓ(X) + (1 − λ)Γ(Y ) , ∀λ ∈ [0,1] . (2.13)

Les propriétés (38.a) de non négativité, (38.b) de standardisation et (38.c) d'inva-

riance à la translation sont des conséquences immédiates du positionnement sur

l'espace L2, puisqu'une mesure de dispersion ne s'intéresse qu'aux écarts relatifs

d'une variable aléatoire. En particulier, l'ajout d'une constante à une variable

aléatoire n'impacte aucunement les écarts mesurés, d'où les propriétés de stan-

dardisation et d'invariance à la translation. Les propriétés (38.d) d'homogénéité

positive, (38.e) de sous-additivité et (2.13) de convexité sont quant à elles homo-

logues aux propriétés (25.b), (25.d) et (25.e) des mesures de risque.

Il est intéressant de noter que Artzner et al. (1999) et Rockafellar et al. (2002)

ont démontré qu'il existe une relation biunivoque entre une mesure de dispersion
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et une mesure de risque sous certaines conditions 2, démontrant ainsi la possibilité

de passer d'un type de mesure à l'autre sans grande di�culté.

2.3.2 Dispersion du drawdown maximal (MD)

En étudiant une fonctionnelle basée sur le drawdown maximal, nous cherchons

essentiellement à mesurer l'ampleur de pertes �nancières relatives au maximum

atteint dans le passé. Il s'agit donc par construction d'une fonctionnelle mesurant

la dispersion du processus stochastique étudié, ce qui la positionne sur l'espace

L2.

Proposition 40. Soit les processus stochastiques X,Y avec X(t), Y (t) ∈ L2 pour

tout t ∈ T , et une constante λ. La fonctionnelle du drawdown maximal MDt(X)
détient les propriétés suivantes

40.a Non négativité : MDt(X) ≥ 0 ;

40.b Standardisation : MDt(λ) = 0 , λ ∈R ;

40.c Invariance à la translation additive : MDt(X + λ) =MDt(X) , λ ∈R ;

40.d Homogénéité positive : MDt(λX) = λMDt(X) , λ ∈R+ ;

40.e Sous-additivité : MDt(X + Y ) ≤MDt(X) +MDt(Y ) ;

40.f Convexité :MDt(λX+(1−λ)Y ) ≤ λMDt(X)+(1−λ)MDt(Y ) , λ ∈ [0,1].

Démonstration.

Quelques propriétés de la fonction du maximum sont utilisées au travers des

2. (Rockafellar et al. (2002), Théorème 1) Soit une variable aléatoire X ∈ L2 et une mesure

de risque ϕ ∶ L2 →R bornée par l'espérance, telle que ϕ(X) ≥ E[X]. Alors Γ(X) = ϕ(X −E[X])
et ϕ(X) = Γ(X) +E[X].
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preuves qui suivent, notamment

Invariance à la translation :max
t∈T
{X(t) + λ} =max

t∈T
{X(t)} + λ , λ ∈R ; (2.14)

Homogénéité positive :max
t∈T
{λX(t)} = λmax

t∈T
{X(t)} , λ ∈R+ ; (2.15)

Sous-additivité :max
t∈T
{X(t) + Y (t)} ≤max

t∈T
{X(t)} +max

t∈T
{Y (t)} . (2.16)

40.a Non négativité

Puisque max
0≤τ≤t
{X(τ)} −X(t) ≥ 0, il s'ensuit directement que

MDT (X) = max
0≤t≤T

{max
0≤τ≤t
{X(τ)} −X(t)} ≥ max

0≤t≤T
{0} = 0 .

40.b Standardisation

Puisque max
0≤τ≤t
{λ} = λ, il s'ensuit directement que

MDT (λ) = max
0≤t≤T

{max
0≤τ≤t
{λ} − λ} = max

0≤t≤T
{λ − λ} = max

0≤t≤T
{0} = 0 .

40.c Invariance à la translation additive

En utilisant la propriété (2.14) d'invariance à la translation, nous avons

MDT (X + λ) = max
0≤t≤T

{max
0≤τ≤t
{X(τ) + λ} − (X(t) + λ)}

= max
0≤t≤T

{max
0≤τ≤t
{X(τ)} + λ −X(t) − λ}

= max
0≤t≤T

{max
0≤τ≤t
{X(τ)} −X(t)}

=MDT (X) .

40.d Homogénéité positive

En utilisant la propriété (2.15) d'homogénéité positive, nous avons

MDT (λX) = max
0≤t≤T

{max
0≤τ≤t
{λX(τ)} − λX(t)}

= max
0≤t≤T

{λmax
0≤τ≤t
{X(τ)} − λX(t)}

= λmax
0≤t≤T

{max
0≤τ≤t
{X(τ)} −X(t)}

= λMDT (X) .
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40.e Sous-additivité

En utilisant la propriété (2.16) de sous additivité, nous avons

MDT (X + Y ) = max
0≤t≤T

{max
0≤τ≤t
{X(τ) + Y (τ)} − (X(t) + Y (t))}

≤ max
0≤t≤T

{max
0≤τ≤t
{X(τ)} +max

0≤τ≤t
{Y (τ)} −X(t) − Y (t)}

≤ max
0≤t≤T

{max
0≤τ≤t
{X(τ)} −X(t)} +max

0≤t≤T
{max

0≤τ≤t
{Y (τ)} − Y (t)}

=MDT (X) +MDT (Y ) .

40.f Convexité

Par le Corollaire 39, nous utilisons les propriétés 40.d d'homogénéité positive

et 40.e de sous-additivité deMDT (X) (ci-haut démontrées) pour montrer

MDT (λX + (1 − λ)Y ) ≤MDT (λX) +MDT ((1 − λ)Y )

= λMDT (X) + (1 − λ)MDT (Y ) .

2.4 Synthèse

Nous avons débuté ce chapitre par l'étude de deux mesures de risque fort utili-

sées en pratique : la Valeur-à-Risque (VaR) et la Valeur-à-Risque Conditionnelle

(CVaR). Chacune vise à quanti�er le risque en fonction du quantile de la distri-

bution d'une fonction de pertes. L'examen de leurs propriétés respectives dévoile

que la CVaR détient quelques propriétés désirables qui échappent à la VaR, no-

tamment la propriété de convexité que nous sommes en mesure d'exploiter. En

particulier, nous avons établi les bases de notre approche en suivant les traces

de Rockafellar et Uryasev (2000) où une fonctionnelle convexe φα(X,β) fut intro-
duite. Cette dernière nous permet d'évaluer la CVaRα(X) d'une variable aléatoire
X ∈ L1 au travers d'un problème d'optimisation convexe (Proposition 35). Nous
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avons conclu le chapitre en introduisant les mesures de dispersion en véri�ant

notamment que le drawdown maximal (Dé�nition 3) est en soit une mesure de

dispersion détenant aussi la propriété de convexité. En combinant la mesure de

risque CVaR à la mesure de dispersion du drawdown maximal, nous serons en me-

sure de démontrer au chapitre suivant que la CVaR du drawdown maximal peut

être incorporée à un problème d'optimisation convexe linéaire par morceaux.



CHAPITRE III

MESURES DU DRAWDOWN MAXIMAL ET OPTIMISATION

Ce chapitre étudie une fonctionnelle du drawdown maximal analogue à la mesure

du Conditional Expected Drawdown (CED) de Goldberg et Mahmoud (2017), bien

que nous mettions l'emphase sur son étude dans le cas discret et ses applications en

optimisation de portefeuille. La mesure considérée est fondée sur les mêmes prin-

cipes mathématiques que la CVaR introduite par Rockafellar et Uryasev (2000)

et s'apparente fortement à la mesure du Conditional Drawdown (CDD) étudiée

par Chekhlov et al. (2000, 2005). En suivant une démarche similaire à Chekhlov

et al. (2005), nous introduisons donc la mesure du Drawdown-Maximal-à-Risque

Conditionnel (CDaR), que nous dé�nissons comme étant la CVaR de niveau α du

drawdown maximal appliqué aux log-rendements cumulés de portefeuille. Nous

sommes en mesure de véri�er qu'il s'agit d'une mesure de risque cohérente (Artz-

ner et al., 1999) et convexe (Föllmer et Schied, 2002) par rapport aux drawdowns

maximaux et d'une mesure de dispersion par rapport aux log-rendements cumu-

lés de portefeuille. Les propriétés qui en découlent, en particulier la propriété de

convexité, nous permettent d'incorporer la mesure CDaR à même un problème

d'optimisation convexe. D'autant plus, ce problème convexe peut se réduire à

un problème linéaire (Rockafellar et Uryasev, 2000; P�ug, 2000; Chekhlov et al.,

2005), ce qui nous donne accès à plusieurs outils propres à l'optimisation linéaire

(Boyd et Vandenberghe, 2004).
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3.1 Modélisation de la distribution des drawdowns maximaux

Rappelons que par sa nature, la fonctionnelle du drawdown maximal est telle que

chaque trajectoire des log-rendements cumulés de portefeuille ne résulte qu'en

une seule observation du drawdown maximal. Notre approche requiert toutefois

d'en connaître la distribution exacte ou du moins être en mesure de l'approximer.

Pour résoudre ce problème, nous adaptons la notation de la section 1.3.2 à un

contexte à plusieurs scénarios où des log-rendements sont échantillonnés a�n de

générer un ensemble de trajectoires de log-rendements cumulés de portefeuille.

Plus spéci�quement, les variables rm(tn), r(p)m (tn) et ω(tn) gagnent une nouvelle
dimension j ∈ {1, . . . , J} pour représenter ces scénarios échantillonnés : rjm(tn),
r
(p)
jm(tn) et ωj(tn).

Supposons que l'horizon de temps [0, T ] est partitionné en N sous-intervalles

[tn−1, tn] avec n ∈ {1, . . . ,N}, tel que {0 = t0 < t1 < . . . < tN = T}. Pour chaque
scénario j ∈ {1, . . . , J}, les log-rendements d'actifs �nanciers sont échantillonnés

dans le temps, et peuvent être décrits succinctement par la matrice

rj =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

rj1(t0) rj1(t1) . . . rj1(tn) . . . rj1(tN)
rj2(t0) rj2(t1) . . . rj2(tn) . . . rj2(tN)
⋮ ⋮ ⋱ ⋮ ⋱ ⋮

rjm(t0) rjm(t1) . . . rjm(tn) . . . rjm(tN)
⋮ ⋮ ⋱ ⋮ ⋱ ⋮

rjM(t0) rjM(t1) . . . rjM(tn) . . . rjM(tN)

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠

. (3.1)

Puisque nous abordons le problème d'un angle d'optimisation de portefeuille, nous

désirons trouver l'allocation optimale du capital qui viendrait minimiser notre ex-

position générale au risque. Le vecteur décisionnel recherché devrait donc être com-

mun pour l'ensemble des trajectoires et tout l'horizon de temps étudié. L'allocation

du capital est donc dé�nie comme étant invariante, de sorte que Λm ∶= Λjm(tn)
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pour tout j ∈ {1, . . . , J} et tout n ∈ {1, . . . ,N}. Le vecteur décisionnel est alors

représenté par le vecteur

Λ = (Λ1, Λ2, . . . , Λm, . . . , ΛM) . (3.2)

Corollaire 41. Soit rjm(tn) le log-rendement d'un actif m ∈ {1, . . . ,M} sur le

sous-intervalle de temps [tn−1, tn] et Λm la proportion du capital y étant inves-

tie. Le log-rendement du portefeuille correspondant au scénario j ∈ {1, . . . , J} est
donné par

r
(p)
j (tn) =

M

∑
m=1

Λm rjm(tn) , (3.3)

et peut être cumulé sur la période [t0, tn] tel que
n

∑
η=1
r
(p)
j (tη) =

n

∑
η=1

M

∑
m=1

Λm rjm(tη) . (3.4)

En conséquence, les log-rendements cumulés de portefeuille sont maintenant dé-

crits trajectoire par trajectoire par la matrice ω ci-dessous.

ω =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

ω1(t0) ω1(t1) . . . ω1(tn) . . . ω1(tN)
ω2(t0) ω2(t1) . . . ω2(tn) . . . ω2(tN)
⋮ ⋮ ⋱ ⋮ ⋱ ⋮

ωj(t0) ωj(t1) . . . ωj(tn) . . . ωj(tN)
⋮ ⋮ ⋱ ⋮ ⋱ ⋮

ωJ(t0) ωJ(t1) . . . ωJ(tn) . . . ωJ(tN)

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠

, (3.5)

où

ωj(tn) =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

0 , n = 0 ,
n

∑
η=1
r
(p)
j (tη) , n ∈ {1, . . . ,N} .

(3.6)

Nous pouvons alors appliquer la fonctionnelle (1.4) du drawdown maximal à cha-

cune de ces trajectoires a�n d'obtenir une distribution échantillonnale du draw-

down maximal des log-rendements cumulés non composés de portefeuille.
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Corollaire 42. Soit une trajectoire de log-rendements cumulés de portefeuille ωj =
(ωj(t0), . . . , ωj(tN)) dé�nis sur l'horizon de temps �ni [t0, tN]. La fonctionnelle

du drawdown maximal est alors donnée par

MDtN (ωj) = max
0≤n≤N

{max
0≤η≤n

{ωj(tη)} − ωj(tn)} . (3.7)

Pour la suite du mémoire, nous ferons plus communément référence à la distribu-

tion d'échantillonnage des drawdowns maximaux par MDtN (ω) prenant des va-
leurs non négatives dans l'ensemble �ni {MDtN (ω1),MDtN (ω2), . . . ,MDtN (ωJ)}.

3.2 Mesures du drawdown maximal

Nous tournons maintenant notre intérêt vers le développement d'une fonctionnelle

de risque basée sur la CVaR et opérant sur les drawdowns maximauxMDtN (ω).
Formellement, nous désirons étudier

CVaRα(MDtN (ω)) , ωj(tn) ∈ L1 , (3.8)

j = {1, . . . , J} , n = {0, . . . ,N} .

Il est crucial de comprendre queMDtN (ω) peut être interprété à divers niveaux

de complexité selon l'angle d'approche. Au sens le plus général,MDtN (ω) fait di-
rectement référence à la distribution d'échantillonnage desdrawdowns maximaux :

les valeurs tirées de l'ensemble �ni {MDtN (ω1),MDtN (ω2), . . . ,MDtN (ωJ)}. Or,
nous pouvons davantage décomposer chacune de ces valeurs en termes de log-

rendements cumulés de portefeuille ω, de log-rendements de portefeuille r(p),

ou plus fondamentalement en fonction de l'allocation du capital Λ et des log-

rendements d'actifs �nanciers r. A�n d'incorporer (3.8) à un problème d'opti-

misation convexe, nous décomposons donc la procédure en deux étapes, chacune

étant représentée par sa propre mesure.
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Nous considérons tout d'abord le cas où la distribution des drawdowns maximaux

est connue et donnée par la variable aléatoire δ ∶=MDtN (ω) prenant des valeurs
non négatives dans l'ensemble �ni {δ1, . . . , δJ}, soit

CVaRα(δ) ∶= CVaRα(MDtN (ω)) , δj ∈ L2 , (3.9)

j = {1, . . . , J} .

Dans ce contexte, la mesure CVaRα(δ) est déconnectée des rendements �nanciers,

ne traitant qu'avec une distribution des drawdowns maximaux donnée. Elle est

construite sur le même cadre mathématique que la CVaR de Rockafellar et Uryasev

(2000) et s'apparente fortement à la mesure CV@R de Chekhlov et al. (2005),

ce qui en fait une mesure de risque cohérente (Artzner et al., 1999) et convexe

(Föllmer et Schied, 2002). Cette mesure nous permet d'établir les fondements sur

lesquels nous bâtirons notre problème d'optimisation à partir de l'équation (2.9)

de la Proposition 35.

Dans un deuxième temps, nous nous intéressons à une mesure permettant d'éva-

luer la CVaR des drawdowns maximaux directement à partir des log-rendements

de portefeuille, et ce, sans passer par le calcul explicite du maximum courant,

du drawdown absolu et du drawdown maximal. Pour éviter toute confusion, nous

utilisons une notation alternative pour dé�nir cette mesure :

CDaRα(ω) ∶= CVaRα(MDtN (ω)) , ωj(tn) ∈ L1 , (3.10)

j = {1, . . . , J} , n = {0, . . . ,N} .

L'essence de ce mémoire se trouve surtout en la CDaRα(ω) car c'est elle qui nous
permet de connecter la CVaR des drawdowns maximaux à un portefeuille d'in-

vestissement. Nous repartons donc de la mesure (3.9) et exploitons la convexité

deMDtN (ω) pour en faire un problème d'optimisation convexe sous forme d'épi-

graphe (voir Dé�nition 15) ne dépendant que des log-rendements cumulés de por-

tefeuille.
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Ces deux mesures sont conceptuellement équivalentes au sens où elles évaluent

toutes deux la CVaR des drawdowns maximaux. Elles di�èrent toutefois dans leur

approche, chacune étant calculée à partir d'une variable aléatoire di�érente (δ ou

ω).

3.2.1 Propriétés du Drawdown-Maximal-à-Risque Conditionnel

Combiner les propriétés de la CVaR (Proposition 36) aux propriétés de la fonc-

tionnelle du drawdown maximal (Proposition 40) nous permet de véri�er que la

mesure CDaRα(ω) qui en résulte détient bien les propriétés d'une mesure de dis-

persion convexe.

Proposition 43. Soit les matrices de log-rendements cumulés de portefeuille ω et

υ, une constante λ et un niveau de con�ance α ∈ [0,1]. La mesure du Drawdown-

Maximal-à-Risque Conditionnel de niveau α détient les propriétés suivantes

43.a Non négativité : CDaRα(ω) ≥ 0 ;

43.b Standardisation : CDaRα(λ) = 0 , λ ∈R ;

43.c Invariance à la translation additive : CDaRα(ω+λ) = CDaRα(ω) , λ ∈R ;

43.d Homogénéité positive : CDaRα(λω) = λCDaRα(ω) , λ ∈R+ ;

43.e Sous-additivité : CDaRα(ω + υ) ≤ CDaR(ω) +CDaR(υ) ;

43.f Convexité : CDaRα(λω+(1−λ)υ) ≤ λCDaR(ω)+(1−λ)CDaR(υ) , λ ∈ [0,1] ;
où ω et υ sont des matrices de mêmes dimensions.

Démonstration.

43.a Non négativité

Par la propriété (40.a) de non négativité de la fonctionnelleMDtN (ω), nous
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avons

CDaRα(ω) = CVaRα(MDtN (ω)) ≥ CVaRα(0) = 0 .

43.b Standardisation

Par la propriété (40.b) de standardisation de la fonctionnelle MDtN (ω),
nous avons

CDaRα(λ) = CVaRα(MDtN (λ)) = CVaRα(0) = 0 .

43.c Invariance à la translation additive

Par la propriété (40.c) d'invariance à la translation additive de la fonction-

nelleMDtN (ω), nous avons

CDaRα(ω + λ) = CVaRα(MDtN (ω + λ))

= CVaRα(MDtN (ω))

= CDaRα(ω) .

43.d Homogénéité positive

La mesure CVaRα et la fonctionnelleMDtN (ω) étant toutes deux homogènes

positives par les propriétés (36.b) et (40.d), nous avons

CDaRα(λω) = CVaRα(MDtN (λω))

= CVaRα(λMDtN (ω))

= λCVaRα(MDtN (ω))

= λCDaRα(ω) .

43.e Sous-additivité

La mesure CVaRα et la fonctionnelle MDtN (ω) étant toutes deux sous-
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additives par les propriétés (36.d) et (40.e), nous avons

CDaRα(ω + υ) = CVaRα(MDtN (ω + υ))

≤ CVaRα(MDtN (ω) +MDtN (υ))

≤ CVaRα(MDtN (ω)) +CVaRα(MDtN (υ))

= CDaRα(ω) +CDaRα(υ) .

43.f Convexité

Par les propriétés (43.d) d'homogénéité positive et (43.e) de sous-additivité

de la mesure CDaRα(ω) (ci-haut démontrées), nous avons

CDaRα(λω + (1 − λ)υ) = CVaRα(MDtN (λω + (1 − λ)υ))

≤ CVaRα(λMDtN (ω) + (1 − λ)MDtN (υ))

≤ λCVaRα(MDtN (ω)) + (1 − λ)CVaRα(MDtN (υ))

= λCDaRα(ω) + (1 − λ)CDaRα(υ) .

3.3 Optimisation

Nous démontrons maintenant comment notre mesure du drawdown maximal peut

être incorporée à une stratégie d'investissement sous la forme d'un problème d'op-

timisation de portefeuille convexe linéaire par morceaux.

Une stratégie d'investissement se décrit communément par la dualité opposant une

mesure de performance (son utilité) à une mesure de risque (son coût). Ces deux

composantes travaillent bien souvent en sens opposés, résultant en un compromis

entre le niveau de performance désiré et le risque encouru. Nous considérons une

stratégie d'investissement classique opposant notre mesure de risque du drawdown

maximal CDaRα(ω) au rendement moyen du portefeuille E [ω(tN)] sur l'horizon
[t0, tN].
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Soit le problème d'optimisation primal

minimiser
Λ

CDaRα(ω) , (3.11)

sous les contraintes E [ω(tN)] ≥ Θ ,

M

∑
m=1

Λm = 1 , Λm ≥ 0 ,

où Θ ∈R est une borne minimale de la mesure de performance désirée ;

où Λ ∈ [0,1]M est l'allocation du capital soumise aux contraintes budgétaires.

Alternativement, nous pouvons considérer le problème d'optimisation dual à (3.11)

où la fonction objective et la contrainte d'inégalité � toutes deux étant convexes

� sont permutées. Nous cherchons alors à maximiser le rendement moyen du por-

tefeuille sous une contrainte de drawdown maximal.

Soit le problème d'optimisation dual

maximiser
Λ

E [ω(tN)] , (3.12)

sous les contraintes CDaRα(ω) ≤ θ ,
M

∑
m=1

Λm = 1 , Λm ≥ 0 ,

où θ ∈R est une borne maximale de l'exposition au risque pouvant être encourue ;

où Λ ∈ [0,1]M est l'allocation du capital soumise aux contraintes budgétaires.

L'implémentation numérique passe par une approche par scénarios où la distribu-

tion des drawdowns maximaux et le rendement espéré peuvent être approximés

par la simulation de trajectoires de log-rendements. E [ω(tN)] et CDaRα(ω) sont
alors approximés par

Ê [ω(tN)] =
1

J

J

∑
j=1
ωj(tN) , (3.13)

ĈVaRα(MDtN (ω)) = βα(ω) +
1

1 − α
1

J

J

∑
j=1
(MDtN (ωj) − βα(ω))+ , (3.14)

où βα(ω) = V̂aRα(MDtN (ω)).
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β

Zj ≥ 0

Zj ≥ δj − β

δj

Zj

Figure 3.1: Épigraphe convexe de (δj − β)+ en fonction du drawdown maximal δj,

décrit par les fonctions linéaires Zj ≥ δj − β et Zj ≥ 0.

3.3.1 ĈVaRα(δ) sous la forme d'un problème d'optimisation

Supposons que la distribution des drawdowns maximaux est connue et donnée par

la variable aléatoire δ ∶=MDtN (ω) prenant des valeurs non négatives dans l'en-

semble {δ1, . . . , δJ}. À bien des égards, il s'agit de la même démarche développée

par Rockafellar et Uryasev (2000) a�n d'évaluer la CVaR d'une variable aléatoire

au travers d'un problème d'optimisation convexe linéaire par morceaux.

Lemme 44. Soit les drawdowns maximaux δ1, . . . , δJ ∈ L2 provenant de J scéna-

rios de log-rendements de portefeuille, et une constante β ∈R. La fonction convexe

∑Jj=1 (δj − β)+ peut être représentée sous la forme d'un problème d'optimisation

convexe linéaire par morceaux donné par

J

∑
j=1
(δj − β)+ =minimiser

Z1,...,ZJ

J

∑
j=1
Zj , (3.15)

sous les contraintes Zj ≥ δj − β , Zj ≥ 0 ,

j ∈ {1, . . . , J} .

Démonstration.
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L'épigraphe de la fonction convexe (δj − β)+ est donné par

epi (δj − β)+ = {(δj, Zj) ∶ Zj ≥ δj − β,Zj ≥ 0} ,

où Zj ∈ R est une variable auxiliaire et chaque contrainte est linéaire (donc

convexe). Nous évaluons (δj − β)+ en passant par le problème d'optimisation sous

forme d'épigraphe lui correspondant, soit

(δj − β)+ =minimiser
Zj

Zj ,

sous les contraintes Zj ≥ δj − β , Zj ≥ 0 .

Pour des valeurs δ1, . . . , δJ et β données, chaque terme (δj − β)+ s'évalue indé-

pendamment. Puisque nous cherchons ultimement à en minimiser la somme, le

problème peut être ajusté pour traiter les variables auxiliaires Z1, . . . , ZJ simulta-

nément plutôt qu'individuellement :
J

∑
j=1

min
Zj

Zj = min
Z1,...,ZJ

J

∑
j=1
Zj .

Nous retrouvons donc bien le problème (3.15).

Nous incorporons le Lemme 44 à l'équation (2.9) de la Proposition 35 pour en faire

un problème d'optimisation convexe linéaire par morceaux qui évalue la CVaRα(δ)
des drawdowns maximaux.

Proposition 45. Soit δ la variable aléatoire représentant les drawdowns maxi-

maux δ1, . . . , δJ ∈ L2 provenant de J scénarios équiprobables de log-rendements

de portefeuille, et une constante β ∈ R. Pour un niveau de con�ance α ∈ [0,1],
la mesure convexe ĈVaRα(δ) peut être représentée sous la forme d'un problème

d'optimisation convexe linéaire par morceaux donné par

ĈVaRα(δ) =minimiser
β,Z1,...,ZJ

{β + 1

(1 − α)J
J

∑
j=1
Zj} , (3.16)

sous les contraintes Zj ≥ δj − β , Zj ≥ 0 ,

j = {1, . . . , J} .
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Démonstration.

L'introduction des variables auxiliaires Z1, . . . , ZJ nous permet de relaxer le terme

∑Jj=1 (δj − β)+ dans la fonctionnelle φα(δ, β). Remarquons que β + 1
(1−α)J ∑

J
j=1Zj

est conjointement convexe par rapport au couple (β,∑Jj=1Zj) et, plus directement,

par rapport aux variables (β,Z1, . . . , ZJ). Pour β donné, les valeurs Z1, . . . , ZJ

permettant de minimiser φα(δ, β) sont donc celles venant minimiser ∑Jj=1Zj. La
convexité conjointe du problème nous permet alors de procéder à son optimisation

en fonction des variables auxiliaires β,Z1, . . . , ZJ par

min
β
{β + 1

(1 − α)J { min
Z1,...,ZJ

J

∑
j=1
Zj}} = min

β,Z1,...,ZJ
{β + 1

(1 − α)J
J

∑
j=1
Zj} .

Nous retrouvons donc bien le problème (3.16).

Il y a plusieurs avantages à passer par le problème d'optimisation (3.16) pour

estimer la CVaRα du drawdown maximal. Tout d'abord, la procédure se fait in-

dépendamment de la modélisation du drawdown maximal, laissant libre choix

des hypothèses ou modèles utilisés pour en approximer la distribution. Ensuite,

une modélisation à base de scénarios discrets nous a permis d'en faire un pro-

blème convexe linéaire par morceaux pouvant être résolu à l'aide de techniques

d'optimisation linéaire. Finalement, plusieurs résultats complémentaires sont im-

plicitement calculés au travers du vecteur décisionnel (β,Z1, . . . , ZJ) optimal. En

e�et, β correspond à la V̂aRα(δ), et les variables auxiliaires Z1, . . . , ZJ non nulles

permettent d'identi�er les ⌈J(1 − α)⌉ plus grands drawdowns maximaux, dont les

valeurs sont notamment données par β + (1 − α)−1
Zj pour tout Zj > 0.

3.3.2 ̂CDaRα(ω) sous la forme d'un problème d'optimisation

Nous travaillons maintenant à faire le pont entre les drawdowns maximaux et

les log-rendements de portefeuille tout en restant dans le cadre d'un problème
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tn−1 tn tn+1

ξjn−1

ξjn+1

ξjn+
r
(p)
jn < 0 r

(p)
jn+1 > 0

δj ≥ ξjn, (∀n)

t

δj

Figure 3.2: Épigraphe du drawdown maximalMDtN (ωj) en fonction de la variable
auxiliaire du drawdown absolu ξjn et des log-rendements de portefeuille r(p)jn .

convexe. Pour ce faire, nous devons essentiellement développer chaque étape in-

termédiaire (MDtN (ω)↔ AD(ω)↔ ω↔ r(p)) sous la forme de problèmes d'opti-

misation convexes pouvant être directement incorporés au problème (3.16). La Fi-

gure 3.2 est une interprétation de ces étapes sous la forme d'une épigraphe convexe

liant le drawdown maximal aux log-rendements de portefeuille sous-jacents.

Proposition 46. Soit les drawdowns absolus ξj(t1), . . . , ξj(tN) ∈ L2 provenant

d'un processus de log-rendements de portefeuille sur l'horizon de temps [t0, tN].
La fonctionnelle du drawdown maximal MDtN (ωj) peut être représentée sous la

forme d'un problème d'optimisation convexe linéaire par morceaux donné par

MDtN (ωj) =minimiser
δj

δj , (3.18)

sous les contraintes δj ≥ ξj(tn) , (∀n) ,

δj ≥ 0 ,

n ∈ {1, . . . ,N} .

Démonstration.



60

Pour un horizon de temps �ni [t0, tN], le drawdown maximal est une fonction

convexe du processus du drawdown absolu et se dé�nit tel que

MDtN (ωj) = max
0≤n≤N

{ξj(tn)} =max{ξj(t0); ξj(t1); . . . ; ξj(tN)} ,

où ξj(t0) est nul.

Pour représenter le drawdown maximal, nous introduisons une variable auxi-

liaire δj ∈ R qui n'est contrainte que par les inégalités δj ≥ ξj(tn) pour tout

n ∈ {0, . . . ,N}. Il s'agit donc de l'ensemble des valeurs réelles supérieures ou

égales à chacun des drawdowns absolus du processus, et son in�mum correspond

exactement au drawdown maximal MDtN (ωj). En e�et, il existe au moins un

n ∈ {0, . . . ,N} tel que δj = ξj(tn) = max
0≤η≤N

{ξj(tη)}. La convexité de l'ensemble ainsi
construit assure qu'il s'agit d'une valeur optimale. En transformant la fonction du

maximum en un problème d'optimisation convexe sous forme d'épigraphe, nous

obtenons bien le problème (3.18).

Pour la suite des développements, nous pouvons remarquer que le drawdown ab-

solu peut s'écrire sous la forme d'une fonction récursive convexe ne dépendant que

d'un processus de log-rendements de portefeuille. Ceci nous permet entre autres

de contourner le calcul explicite du maximum courant dans le calcul du drawdown

absolu.

Lemme 47. Le drawdown absolu AD(ωj(tn)) est donné par la fonction récursive

AD(ωj(tn)) =
⎧⎪⎪⎪⎨⎪⎪⎪⎩

0 , si n = 0 ,

max{AD(ωj(tn−1)) − r(p)j (tn) ; 0} , si n ∈ {1, . . . ,N} .
(3.19)

Démonstration.

La première itération est triviale, le drawdown absolu étant nul au temps initial t0.

Par conséquent, AD(ωj(t1)) ne prendra une valeur non nulle que si un rendement
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négatif (et donc un drawdown) est observé sur le sous-intervalle de temps [t0, t1],
tel que r(p)j (t1) < 0. Ainsi,

AD(ωj(t0)) = 0 ,

AD(ωj(t1)) =max{ − r(p)j (t1) ; 0} .

Pour n ≥ 2, il su�t de développer le drawdown absolu ξj(tn) en fonction des log-

rendements cumulés de portefeuille à l'aide des équations (1.2) et (3.6), et d'en

déduire la relation unissant deux termes consécutifs. Ainsi,

AD(ωj(tn)) = max
1≤η≤n

{ωj(tη)} − ωj(tn)

=max{ max
1≤η≤n−1

{ωj(tη)} ;ωj(tn)} − ωj(tn)

=max{ max
1≤η≤n−1

{ωj(tη)} − ωj(tn) ;ωj(tn) − ωj(tn)}

=max{ max
1≤η≤n−1

{ωj(tη)} − ωj(tn−1) − r(p)j (tn) ; 0}

=max{AD(ωj(tn−1)) − r(p)j (tn) ; 0} ,

ce qui complète la preuve.

Proposition 48. Soit un processus de log-rendements de portefeuille donné par

r
(p)
j (t1), . . . , r

(p)
j (tn) pour le sous-intervalle de temps [t0, tn]. La fonctionnelle du

drawdown absolu AD(ωj(tn)) peut être représentée sous la forme d'un problème

d'optimisation convexe linéaire par morceaux donné par

AD(ωj(tn)) =minimiser
ξj1,...,ξjn

ξjn , (3.20)

sous les contraintes ξjη ≥ ξjη−1 − r(p)j (tη) ,

ξjη ≥ 0 , ξj0 = 0 ,

η ∈ {1, . . . , n} .

Démonstration.

Pour un sous-intervalle de temps [tn−1, tn] donné, nous introduisons une variable
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auxiliaire ξjn ∈ R venant remplacer le drawdown absolu AD(ωj(tn)) dans le pro-
blème d'optimisation. Par le Lemme 47, ξjn doit être contraint par les inégalités

ξjn ≥ AD(ωj(tn−1))−r(p)j (tn) et ξjn ≥ 0. En conséquent, le problème d'optimisation

convexe linéaire par morceaux pour le sous-intervalle de temps [tn−1, tn] est donné
par

AD(ωj(tn)) =minimiser
ξjn

ξjn ,

sous les contraintes ξjn ≥ AD(ωj(tn−1)) − r(p)j (tn) ,

ξjn ≥ 0 , ξj0 = 0 .

La récursion implique que la minimisation de la variable auxiliaire ξjn passe par

l'évaluation de AD(ωj(tn−1)). L'exercice est donc répété pour AD(ωj(tn−1)), puis
AD(ωj(tn−2)) et ainsi de suite jusqu'à ce que AD(ωj(t0)) = 0 mette �n à la ré-

cursion. Cet e�et de cascade nécessite donc l'introduction des variables auxiliaires

additionnelles ξj1, . . . , ξjn−1 et un nombre équivalent de problèmes d'optimisation.

Plutôt que de traiter ces problèmes d'optimisation un à la suite de l'autre, ils

sont résolus simultanément en relaxant les contraintes d'inégalité. En appliquant

la relaxation de Lagrange, le problème d'optimisation convexe

minimiser
ξjn,λη≥0

ξjn +
n

∑
η=1
λη (min

ξjη−1
{ξjη−1} − r(p)j (tη) − ξjη) ,

sous les contraintes ξjη ≥ 0 , ξj0 = 0 , η ∈ {1, . . . , n} ,

est équivalent au problème d'optimisation convexe

minimiser
ξjη−1,ξjn,λη≥0

ξjn +
n

∑
η=1
λη (ξjη−1 − r(p)j (tη) − ξjη) ,

sous les contraintes ξjη ≥ 0 , ξj0 = 0 , η ∈ {1, . . . , n} ,

ce qui complète la preuve.

Nous pouvons maintenant combiner les problèmes d'optimisation des Propositions
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45, 46 et 48 a�n d'obtenir notre mesure de dispersion ̂CDaRα(ω) sous la forme

d'un problème d'optimisation convexe linéaire par morceaux.

Proposition 49. La mesure ̂CDaRα(ω) peut être représentée sous la forme d'un

problème d'optimisation convexe donné par

̂CDaRα(ω) =minimiser
β,Z1,...,ZJ ,
β,δ1,...,δJ ,
β,ξ11,...,ξJN

{β + 1

(1 − α)J
J

∑
j=1
Zj} (3.21)

sous les contraintes Zj ≥ δj − β , Zj ≥ 0 ,

δj ≥ ξjn , (∀n) , δj ≥ 0 ,

ξjn ≥ ξjn−1 − r(p)j (tn) , ξjn ≥ 0 , ξj0 = 0 ,

j ∈ {1, . . . , J} , n ∈ {1, . . . ,N} .

Démonstration.

Les drawdowns maximaux δ1, . . . , δJ fournis au problème d'optimisation (3.16)

sont maintenant évalués au travers du problème d'optimisation (3.18) à partir

des drawdowns absolus. Bien que la notation ne change pas (δ1, . . . , δJ), il s'agit

maintenant de variables auxiliaires qui ne font que reproduire (sous certaines

conditions) les comportements des drawdowns maximaux sans en faire le calcul

explicite. De la même façon, les drawdowns absolus ξ1(t1), . . . , ξJ(tN) du problème

d'optimisation (3.18) sont remplacés par les variables auxiliaires ξ11, . . . , ξJN du

problème d'optimisation (3.20). Nous avons donc le problème d'optimisation sui-
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vant

̂CDaRα(ω) =minimiser
β,Z1,...,ZJ

⎧⎪⎪⎨⎪⎪⎩
β + 1

(1 − α)J
J

∑
j=1
Zj

⎫⎪⎪⎬⎪⎪⎭
sous les contraintes Zj ≥min

δj
{δj} − β , Zj ≥ 0 ,

δj ≥min
ξjn
{ξjn} , (∀n) , δj ≥ 0 ,

ξjn ≥ ξjn−1 − r(p)j (tn) , ξjn ≥ 0 , ξj0 = 0 ,

j ∈ {1, . . . , J} , n ∈ {1, . . . ,N} .

Puisque chaque variable auxiliaire est convexe et minimisée, le problème peut être

résolu en une seule étape en optimisant par rapport à l'ensemble des variables

auxiliaires simultanément. Par exemple, nous pouvons appliquer la relaxation de

Lagrange pour véri�er que le problème d'optimisation convexe (simpli�é)

minimiser
β,Z1,...,ZJ

⎧⎪⎪⎨⎪⎪⎩
(β + 1

(1 − α)J
J

∑
j=1
Zj)

+
J

∑
j=1
λj(min

δj
{δj} − β −Zj)

+
J

∑
j=1

N

∑
n=1

κjn(min
ξjn
{ξjn} − δj)

+
J

∑
j=1

N

∑
n=1

σjn(ξjn−1 − r(p)j (tn) − ξjn)
⎫⎪⎪⎬⎪⎪⎭
,

sous les contraintes λj ≥ 0 , κjn ≥ 0 , σjn ≥ 0 ,

j ∈ {1, . . . , J} , n ∈ {1, . . . ,N} ,
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est équivalent au problème d'optimisation convexe

minimiser
β,Z1,...,ZJ ,
β,δ1,...,δJ ,
β,ξ11,...,ξJN

⎧⎪⎪⎨⎪⎪⎩
(β + 1

(1 − α)J
J

∑
j=1
Zj)

+
J

∑
j=1
λj(δj − β −Zj)

+
J

∑
j=1

N

∑
n=1

κjn(ξjn − δj)

+
J

∑
j=1

N

∑
n=1

σjn(ξjn−1 − r(p)j (tn) − ξjn)
⎫⎪⎪⎬⎪⎪⎭
,

sous les contraintes λj ≥ 0 , κjn ≥ 0 , σjn ≥ 0 ,

j ∈ {1, . . . , J} , n ∈ {1, . . . ,N} .

Nous retrouvons donc bien le problème d'optimisation (3.21).

3.3.3 Problème d'investissement général

Pour compléter le problème d'investissement (3.11) et son dual (3.12), il su�t de

remplacer la mesure ̂CDaRα(ω) par le problème d'optimisation convexe linéaire

par morceaux (3.21), et les log-rendements de portefeuille r(p)j par la combinaison

convexe de ses composantes (les log-rendements échantillonnaux rj et le vecteur

d'allocation du capital Λ). Ces problèmes sont alors convexes par rapport à Λ.

Proposition 50. Le problème d'investissement (3.11) prend la forme du problème
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d'optimisation convexe linéaire par morceaux suivant

minimiser
Λ1,...,ΛM ,

β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

{β + 1

(1 − α)J
J

∑
j=1
Zj} (3.22)

sous les contraintes
1

J

J

∑
j=1

N

∑
n=1

M

∑
m=1

Λmrjm(tn) ≥ Θ

Zj ≥ δj − β , Zj ≥ 0 ,

δj ≥ ξjn , (∀n) , δj ≥ 0 ,

ξjn ≥ ξjn−1 −
M

∑
m=1

Λmrjm(tn) , ξjn ≥ 0 , ξj0 = 0 ,

M

∑
m=1

Λm = 1 , Λm ≥ 0 ,

j ∈ {1, . . . , J} , m ∈ {1, . . . ,M} , n ∈ {1, . . . ,N} .

Démonstration.

Nous commençons par remplacer les log-rendements de portefeuille par les log-

rendements échantillonnaux et un vecteur d'allocation du capital :

r
(p)
j (tn) =

M

∑
m=1

Λmrjm(tn) .

La convexité de ω par rapport à Λ nous permet de justi�er la convexité dêCDaRα(ω) par rapport à Λ. Par conséquent, il est trivial de remarquer que nous

pouvons incorporer les variables auxiliaires β,Zj, δj, ξjn à même le vecteur déci-

sionnel. L'optimisation peut alors être e�ectuée en une seule étape en observant

la relation

minimiser
Λ1,...,ΛM

{ ̂CDaRα(ω)} =minimiser
Λ1,...,ΛM

minimiser
β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

{β + 1

(1 − α)J
J

∑
j=1
Zj}

=minimiser
Λ1,...,ΛM ,

β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

{β + 1

(1 − α)J
J

∑
j=1
Zj} .
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Pour des log-rendements échantillonnaux rj donnés, le problème d'optimisation

(3.22) est donc convexe par rapport à Λ et construit uniquement à partir de

fonctions linéaires.

En utilisant une procédure similaire, nous pouvons aussi résoudre le problème

d'investissement dual (3.12).

Proposition 51. Le problème d'investissement dual (3.12) prend la forme du

problème d'optimisation convexe linéaire par morceaux suivant

minimiser
Λ1,...,ΛM ,

β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

− 1

J

J

∑
j=1

N

∑
n=1

M

∑
m=1

Λmrjm(tn) (3.23)

sous les contraintes β + 1

(1 − α)J
J

∑
j=1
Zj ≤ θ

Zj ≥ δj − β , Zj ≥ 0 ,

δj ≥ ξjn , (∀n) , δj ≥ 0 ,

ξjn ≥ ξjn−1 −
M

∑
m=1

Λmrjm(tn) , ξjn ≥ 0 , ξj0 = 0 ,

M

∑
m=1

Λm = 1 , Λm ≥ 0 ,

j = {1, . . . , J} , m = {1, . . . ,M} , n = {1, . . . ,N} .

Démonstration.

Maximiser la fonction linéaire Ê [ω(tN)] est équivalent à minimiser la fonction

linéaire −Ê [ω(tN)] correspondante. Nous travaillons donc sur le problème (sim-
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pli�é) suivant

minimiser
Λ1,...,ΛM

− 1

J

J

∑
j=1

N

∑
n=1

M

∑
m=1

Λmrjm(tn)

sous les contraintes minimiser
β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

{β + 1

(1 − α)J
J

∑
j=1
Zj} ≤ θ

j ∈ {1, . . . , J} , m ∈ {1, . . . ,M} , n ∈ {1, . . . ,N} .

Par la relaxation de Lagrange, nous véri�ons que le problème d'optimisation

convexe (simpli�é)

minimiser
Λ1,...,ΛM

⎧⎪⎪⎨⎪⎪⎩
− 1

J

J

∑
j=1

N

∑
n=1

M

∑
m=1

Λmrjm(tn)

+
J

∑
j=1
λj
⎛
⎝

min
β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

{β + 1

(1 − α)J
J

∑
j=1
Zj} − θ

⎞
⎠

⎫⎪⎪⎬⎪⎪⎭
,

sous les contraintes λj ≥ 0 ,

j ∈ {1, . . . , J} , m ∈ {1, . . . ,M} , n ∈ {1, . . . ,N} ,

est équivalent au problème d'optimisation convexe

minimiser
Λ1,...,ΛM ,

β,Z1,...,ZJ ,
δ1,...,δJ ,
ξ11,...,ξJN

⎧⎪⎪⎨⎪⎪⎩
− 1

J

J

∑
j=1

N

∑
n=1

M

∑
m=1

Λmrjm(tn)

+
J

∑
j=1
λj ({β +

1

(1 − α)J
J

∑
j=1
Zj} − θ)

⎫⎪⎪⎬⎪⎪⎭
,

sous les contraintes λj ≥ 0 ,

j ∈ {1, . . . , J} , m ∈ {1, . . . ,M} , n ∈ {1, . . . ,N} .

Pour des log-rendements échantillonnaux rj donnés, le problème d'optimisation

(3.23) est donc convexe par rapport à Λ et construit uniquement à partir de

fonctions linéaires.
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3.3.4 Implémentation numérique

L'implémentation numérique est relativement simple vue la présentation des pro-

blèmes (3.22) et (3.23) sous la forme de problèmes linéaires par morceaux.

Un problème d'optimisation linéaire prend la forme suivante

minimiser
x

f⊺x (3.24)

sous les contraintes A⊺x ≤ b

Aeg⊺x = beg

Binf ≤ x ≤ Bsup

où chaque composante est un vecteur ou une matrice.

Notons que le vecteur décisionnel x interagit tant avec la fonction objective f

qu'avec les di�érentes contraintes. Il est construit en vue de contenir autant les

variables d'allocation du capital (Λm, m ∈ {1, . . . ,M}) que les variables auxiliaires
additionnelles (β,Zj, δj, ξjn, j ∈ {1, . . . , J}, n ∈ {1, . . . ,N}). Il s'agit du seul vecteur
pouvant �uctuer dans l'optimisation, l'objectif étant de trouver x solutionnant le

problème de façon optimale en minimisant (problème primal) :

f⊺x ∶ β + 1

(1 − α)J
J

∑
j=1
Zj

A�n de simpli�er la présentation des multiples contraintes d'inégalité, la matrice

A est décomposée en quatre sous-matrices (A1, A2, A3 et A4) ; une pour chaque
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ensemble de contraintes.

A⊺1x ∶ −ξjn + ξjn−1 −
M

∑
m=1

Λmrjmn

A⊺2x ∶ −δj + ξjn

A⊺3x ∶ −Zj + δj − β

A⊺4x ∶ −
1

J

J

∑
j=1

N

∑
n=1

M

∑
m=1

Λmrjmn

Sous cette forme, il est très simple de passer du problème primal (3.22) à son

dual (3.23) et vice-versa. Nous n'avons qu'à permuter les vecteurs f et A4, puis

remplacer le niveau de risque maximal toléré θ par le rendement minimal désiré

Θ selon le problème. Les Figures 3.3 et 3.4 présentent une vue complète du pro-

blème d'optimisation primal (3.22), et sont suivies du problème d'optimisation

dual (3.23) aux Figures 3.5 et 3.6
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β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

xT Λ{1} Λ{m} Λ{M} β Z{1} Z{j} Z{J} δ{1} δ{j} δ{J} ξ{11} ξ{1n} ξ{1N} ξ{j1} ξ{jn} ξ{jN} ξ{J1} ξ{Jn} ξ{JN}

β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

fT 1 ζ ζ ζ

β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

1 -r{111} -r{1m1} -r{1M1} -1
n -r{11n} -r{1mn} -r{1Mn} 1 -1
N -r{11N} -r{1mN} -r{1MN} 1 -1
1 -r{j11} -r{jm1} -r{jM1} -1
n -r{j1n} -r{jmn} -r{jMn} 1 -1
N -r{j1N} -r{jmN} -r{jMN} 1 -1
1 -r{J11} -r{Jm1} -r{JM1} -1
n -r{J1n} -r{Jmn} -r{JMn} 1 -1
N -r{J1N} -r{JmN} -r{JMN} 1 -1

1 -1 1
n -1 1
N -1 1
1 -1 1
n -1 1
N -1 1
1 -1 1
n -1 1
N -1 1

1 -1 -1 1
j -1 -1 1
J -1 -1 1

A4
T Ϛ{1} Ϛ{m} Ϛ{M} -ϴ
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J
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AT Périodes Périodes Périodes
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Drawdown 
Maximal (δj)

Processus du Drawdown (ξjn)

Actifs Trajectoires Trajectoires Trajectoires

1 j J
Périodes Périodes Périodes

[1] x [J(N+2)+M+1]

Fonction objective Variable 
auxiliaire (Zj)

Drawdown 
Maximal (δj)

Processus du Drawdown (ξjn)

Actifs Trajectoires Trajectoires Trajectoires

1 j J
Périodes Périodes Périodes

Vecteur décisionnel Variable 
auxiliaire (Zj)

Drawdown 
Maximal (δj)

Processus du Drawdown (ξjn)

Actifs Trajectoires Trajectoires Trajectoires

𝐴ଶ
்𝑥 ∶ 𝛿௝ ≥ ξ௝௡    ∀𝑛

𝐴ଵ
்𝑥 ∶ ξ௝௡ ≥ ξ௝௡ିଵ − ෍ Λ௠𝑟௝௠௡
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௃

௝ୀଵ

ζ =
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்𝑥 ∶
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෍ ෍ ෍ Λ௠𝑟௝௠௡
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௠ୀଵ

ே

௡ୀଵ

௃

௝ୀଵ
≥ ϴ

Figure 3.3: Problème primal : Matrice pour l'optimisation linéaire d'un portefeuille

d'investissement � minimisation d'une mesure de drawdown maximal sous une

contrainte de rendement minimal (1 de 2).
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β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

AegT 1 1 1 1

β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

BinfT 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

BsupT 1 1 1 ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ ꝏ
[1] x [J(N+2)+M+1]

1 j J
Périodes Périodes Périodes

[1] x [J(N+2)+M+1]
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auxiliaire (Zj)

Drawdown 
Maximal (δj)

Processus du Drawdown (ξjn)

Actifs Trajectoires Trajectoires Trajectoires

1 j J
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auxiliaire (Zj)

Drawdown 
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Processus du Drawdown (ξjn)

Actifs Trajectoires Trajectoires Trajectoires
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[1] x [J(N+2)+M+1]

Actifs Trajectoires Trajectoires Trajectoires
1 j J

Contraintes d'égalité Variable 
auxiliaire (Zj)

Drawdown 
Maximal (δj)

Processus du Drawdown (ξjn)

𝑍௝ ≥ 0    ∀𝑗ξ௝௡ ≥ 0    ∀𝑗, 𝑛

Λ௠ ≥ 0    ∀𝑚δ௝ ≥ 0    ∀𝑗

𝐴𝑒𝑔்𝑥 ∶ ෍ Λ௠

ெ

௠ୀଵ
= 1

Figure 3.4: Problème primal : Matrice pour l'optimisation linéaire d'un portefeuille

d'investissement � minimisation d'une mesure de drawdown maximal sous une

contrainte de rendement minimal (2 de 2).
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β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

xT Λ{1} Λ{m} Λ{M} β Z{1} Z{j} Z{J} δ{1} δ{j} δ{J} ξ{11} ξ{1n} ξ{1N} ξ{j1} ξ{jn} ξ{jN} ξ{J1} ξ{Jn} ξ{JN}

β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

fT Ϛ{1} Ϛ{m} Ϛ{M}

β
1 m M 1 j J 1 j J

1 n N 1 n N 1 n N

1 -r{111} -r{1m1} -r{1M1} -1
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Figure 3.5: Problème dual : Matrice pour l'optimisation linéaire d'un portefeuille

d'investissement � maximisation du log-rendement cumulé sous une contrainte de

drawdown maximal (1 de 2).
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Figure 3.6: Problème dual : Matrice pour l'optimisation linéaire d'un portefeuille

d'investissement � maximisation du log-rendement cumulé sous une contrainte de

drawdown maximal (2 de 2).



CHAPITRE IV

RÉSULTATS NUMÉRIQUES

Pour établir les bases de notre approche, nous étudions le comportement et les

limites des problèmes d'optimisation (3.11) et (3.12) en deux temps. Nous consi-

dérons tout d'abord un cadre plus théorique où nous explorons les e�ets d'une

variation des paramètres de contrainte (θ et Θ) et du niveau de con�ance (α) sur

le portefeuille optimal. L'idée est entre autres de démontrer que les résultats sont

cohérents avec la théorie moderne de portefeuille. Dans un deuxième temps, la

procédure d'optimisation est appliquée rétroactivement à des données historiques

des marchés �nanciers. Ceci nous permet de dresser le portrait d'un portefeuille

d'investissement dont l'allocation du capital est optimale dans le temps. Ces ré-

sultats sont ensuite comparés aux portefeuilles de Chekhlov et al. (2005) et de

Markowitz (1952).

4.1 Contraintes numériques

Nos programmes linéaires sont bâtis en fonction de quatre paramètres : le nombre

d'instruments �nanciers (M), le nombre de périodes (N), le nombre de trajec-

toires (J) et le niveau de con�ance (α). En pratique, les paramètres M et α sont

surtout dictés par le contexte du problème à travers les actifs disponibles sur le

marché, le pro�l de risque des investisseurs et le niveau de risque dé�ni dans la
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Tableau 4.1: Temps de calculs et mémoire vive consommée pour l'optimisation de

100 portefeuilles d'investissement.

# d'instruments (M) 2 4 8 8 8 8 8

# de périodes (N) 52 52 52 12 260 52 52

# de trajectoires (J) 1000 1000 1000 1000 1000 2000 10000

Temps (min) 1.7 2.4 4.0 0.5 150.9 16.7 403.6

Mémoire vive (Mo) 6.6 8.8 13.3 3.1 66.1 26.6 132.9

réglementation. Plus de latitude est toutefois laissée au choix des paramètres N

et J qui contribuent largement au niveau de précision de la mesure ̂CDaRα(ω).
Maximiser le nombre de trajectoires nous permet � par la loi des grands nombres �

de mieux estimer la queue de la distribution des drawdowns maximaux. Maximiser

le nombre de périodes permet de segmenter l'horizon [t0, tN] de façon très �ne a�n
de capturer plus précisément les hauts et bas de chaque trajectoire. En pratique,

le choix de N dépend toutefois plus subjectivement de la fréquence d'observation

des données historiques, de la fréquence de rebalancement du portefeuille et du

modèle mathématique utilisé pour générer les échantillons de log-rendements.

Le programme linéaire prend rapidement une dimension colossale du fait que

le nombre de contraintes à respecter est principalement fonction de N et J . La

méthode du point intérieur � privilégiée pour les programmes linéaires d'envergure

dont les matrices sont creuses � est un algorithme d'optimisation linéaire fort

e�cient nécessitant un nombre d'opérations de l'ordre de max{P 3, P 2Q}, où P

est le nombre de variables décisionnelles (incluant les variables auxiliaires) et Q

est le nombre de contraintes 1. Le Tableau 4.1 donne un aperçu des temps de

calculs et de la mémoire vive consommée pour quelques ensembles de paramètres,

1. Voir la Section 1.3.1 de Boyd et Vandenberghe (2004) pour plus de détails.
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Tableau 4.2: Problème de Rockafellar � Rendements moyens et matrice de

variance-covariance (base annuelle).

Instruments �nanciers (Λ)
Rendements
moyens (µ)

Variance-Covariance (Σ)

Obligations Faible Forte

Obligations américaines 4.3532% 0.49937% 0.19247% 0.22983%

Actions à faible capitalisation 13.7058% 0.19247% 7.64097% 4.20395%

Actions à forte capitalisation 10.1110% 0.22983% 4.20395% 3.24625%

chacun représentant 100 itérations. Selon nos observations, le temps de calcul

augmente linéairement avec le nombre d'instruments et exponentiellement avec

le nombre de périodes et de trajectoires. Les calculs ont été e�ectués à l'aide du

programme d'optimisation IBM ILOG CPLEX Optimization Studio 12.8.0 sur un

ordinateur Intel Core i7-7700 3.60GHz détenant 32Go de mémoire vive.

4.2 Bases de données

La première section reprend le problème étudié dans Rockafellar et Uryasev (2000)

a�n d'explorer l'optimisation de portefeuille par rapport à une contrainte de draw-

down maximal dans un contexte un peu plus théorique. Nous passons ensuite à des

tests rétroactifs où des données historiques des marchés �nanciers sont utilisées

pour étudier le comportement de cette stratégie dans un contexte plus appliqué.

4.2.1 Base de données � Problème de Rockafellar

Les données utilisées sont inspirées des Tableaux 1 et 2 de Rockafellar et Uryasev

(2000) et sont décrites au Tableau 4.2. La ligne en pointillé vient démarquer une

optimisation à deux instruments d'une optimisation à trois instruments.



78

4.2.2 Base de données � Tests rétroactifs

Les tests rétroactifs sont e�ectués sur un panier d'instruments �nanciers dispo-

nibles sur les marchés américains, soit trois indices boursiers 2, quatre titres à

revenu �xe 3 et un produit de base 4. L'historique des prix fut extrait sur une base

quotidienne pour la période allant du 2004-11-22 au 2019-10-28 depuis le site inter-

net Barchart.com. Même s'il ne considère que 30 entreprises américaines, l'indice

boursier DOWI est surtout apprécié pour son historique remontant au 19e siècle.

L'indice SPX couvre toutefois une tranche beaucoup plus large du marché amé-

ricain, sa composition s'étendant à 500 entreprises pondérées en fonction de leurs

capitalisations boursières. L'indice NASX est quant à lui un agglomérat d'actifs

couvrant principalement les secteurs technologiques et l'industrie des services. Au

niveau des titres à revenu �xe, les marchés américains sont représentés par les

fonds d'obligations LQD et AGG, alors que les fonds PIGLX et TPINX couvrent

la scène internationale. Finalement, le fond négocié en bourse GLD nous permet

de suivre le prix de l'or. Le Tableau 4.3 fait un portrait sommaire de ce panier

d'instruments. Dans la majorité des cas, le plus grand drawdown maximal (déter-

miné à l'aide d'une fenêtre mobile d'un an) fut observé durant la crise économique

de 2008. Seuls les fonds TPINX et GLD ont subis des drawdowns maximaux plus

importants durant la période allant de 2010 à 2019.

2. Dow Jones Industrial (DOWI), S&P500 (SPX) et Nasdaq Composite (NASX).

3. iShares iBoxx USD Investment Grade Corporate Bond ETF (LQD), iShares Core U.S.

Aggregate Bond ETF (AGG), Templeton Global Bond Fund (TPINX) et PIMCO Global Bond

Opportunities Fund (PIGLX).

4. SPDR Gold Shares (GLD).



79

Tableau 4.3: Tests rétroactifs � Log-rendements moyens et matrice de variance-

covariance (base annuelle).

Instruments
�nanciers (Λ)

Drawdown maximal*
Rendements
moyens (µ)

Variance-covariance (Σ)

2004 − 09 2010 − 19 DOWI NASX SPX TPINX PIGLX LQD AGG GLD

DOWI 69.04% 20.79% 6.36% 2.96% 3.18% 3.10% 0.41% -0.15% 0.10% -0.12% 0.03%

NASX 72.76% 26.97% 9.28% 3.18% 4.06% 3.55% 0.47% -0.17% 0.12% -0.14% 0.03%

SPX 74.61% 22.04% 6.36% 3.10% 3.55% 3.40% 0.44% -0.16% 0.13% -0.12% 0.09%

TPINX 16.47% 18.44% -0.07% 0.41% 0.47% 0.44% 0.51% 0.03% 0.00% -0.02% 0.10%

PIGLX 35.22% 16.59% -1.32% -0.15% -0.17% -0.16% 0.03% 0.53% 0.16% 0.13% 0.40%

LQD 27.51% 10.49% 0.84% 0.10% 0.12% 0.13% 0.00% 0.16% 0.60% 0.23% 0.12%

AGG 15.78% 6.96% 0.60% -0.12% -0.14% -0.12% -0.02% 0.13% 0.23% 0.23% 0.13%

GLD 34.83% 40.37% 7.65% 0.03% 0.03% 0.09% 0.10% 0.40% 0.12% 0.13% 3.33%

*Représente le drawdown maximal observé sur une fenêtre mobile de 252 jours ouvrables (1 an).

4.3 Méthodologie

Un avantage de notre approche est que l'optimisation se fait indépendamment de

la modélisation des log-rendements. Ceci o�re beaucoup de �exibilité dans la sé-

lection des modèles et hypothèses de marché, le gestionnaire de risque étant libre

de choisir ceux qui lui semblent les plus adéquats pour son panier d'instruments.

Notons qu'une modélisation précise et complexe des log-rendements n'est pas un

objectif central de ce mémoire. Nous sommes beaucoup plus intéressés par la mé-

canique derrière l'optimisation et par la réponse du portefeuille optimal face aux

intempéries des marchés �nanciers. Nous cherchons essentiellement à répondre aux

questions suivantes : Les résultats obtenus correspondent-ils aux résultats atten-

dus ? Quelles sont les limites numériques de l'optimisation ? Le choix du modèle

impacte-t-il signi�cativement les résultats obtenus ? Pour le problème de Rockafel-

lar, les log-rendements sont échantillonnés à partir d'une loi normale multivariée.

Les tests rétroactifs sont e�ectués sur la base d'un mouvement brownien géomé-

trique et d'un processus autorégressif, tous deux étant discrétisés sur l'horizon de

temps pour simuler des périodes d'observation.
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4.3.1 Méthodologie � Problème de Rockafellar

Pour nous donner une intuition sur le fonctionnement de l'optimisation numérique,

nous abordons le problème de Rockafellar de façon plus manuelle. Nous débutons

par l'analyse exhaustive d'un grand nombre de combinaisons de portefeuilles vi-

sant à représenter l'ensemble des portefeuilles possibles. Pour ce faire, l'allocation

du capital est strati�ée par petits incréments sur [0,1], de sorte qu'un incrément de

0.05 produit les portefeuilles à trois instruments suivants : Λ(1) = (1.00, 0.00, 0.00),
Λ(2) = (0.95, 0.05, 0.00), Λ(3) = (0.95, 0.00, 0.05), . . . , Λ(n) = (0.00, 0.00, 1.00). Pour
chacune de ces combinaisons, le log-rendement cumulé de portefeuille attendu

Ê[ωT ] et la mesure de drawdown maximal ̂CDaRα(ω) sont évalués analytique-
ment. Ceci nous donne une vue d'ensemble des portefeuilles admissibles et met en

évidence le portefeuille optimal en fonction des contraintes de rendement ou de

risque.

Nous avons simulé 10000 trajectoires (J) de 52 périodes (N) de log-rendements à

partir d'une loi normale multivariée. Nous simulons ainsi un horizon de temps d'un

an sur une base hebdomadaire. La procédure pour générer ces log-rendements est

simple et rapide, en plus d'être implémentée par défaut dans plusieurs languages

de programmation. Nous la décrivons brièvement à l'Algorithme 1 en suivant la

procédure décrite à la Section 6.1.3 de McNeil et al. (2015).

Algorithme 1 : JN simulations d'une loi normale multivariée

1 Estimer µ et Σ, les rendements et covariances attendus sur l'horizon [t0, tN].
2 Générer L, une matrice triangulaire inférieure telle que Σ = LL⊺.
3 Simuler Z = (Z1, . . . , ZM)⊺, où Zm ∼ N (0,1) sont des variables aléatoires i.i.d.
4 Générer rjn

M= µ/N +L⊺Z
√

1/N , un vecteur de rendements corrélés.

5 Répéter les étapes 3-4 N fois pour générer rj , un scénario M ×N .

6 Répéter les étapes 3-5 J fois pour générer r, un échantillon M ×N × J .
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t0 tS tk−S tk tk+N tK

Données historiques �ltrées

Fenêtre mobile

Figure 4.1: Schéma de la fenêtre mobile

4.3.2 Méthodologie � Tests rétroactifs

Les tests appliqués sont e�ectués rétroactivement à l'aide d'une fenêtre mobile.

À chaque date de rebalancement du portefeuille, notre procédure de backtesting

consiste en

1. l'estimation des paramètres de modélisation ;

2. la simulation des log-rendements échantillonnaux ;

3. et l'optimisation du portefeuille.

L'estimation des paramètres se fait sur un sous-ensemble [tk−S, tk] des données
historiques �ltrées précédant directement la date de rebalancement tk. La simula-

tion de nouvelles trajectoires se fait pour un horizon futur [tk, tk+N], la soi-disant
fenêtre mobile. Le portefeuille optimal représente l'allocation du capital à détenir

de tk jusqu'à la prochaine date de rebalancement. Pour simpli�er la procédure,

nous considérons chaque période comme étant une date de rebalancement en soit.

Ainsi, l'allocation optimale � calculée en fonction d'un horizon de N périodes �

n'est réellement maintenue que pour la période [tk, tk+1]. L'exercice est répété en
incrémentant le tout d'une période a�n d'obtenir le portefeuille optimal au temps

tk+1, puis tk+2 et ainsi de suite jusqu'à tK , où K représente le nombre de périodes

totales des données historiques. En parallèle, les estimations des paramètres sont

e�ectuées à partir des données historiques �ltrées aux périodes [tk−S, tk], puis
[tk−S+1, tk+1] et éventuellement [tK−S, tK]. Notons que la première période de re-

balancement ne survient en fait qu'au temps tS, puisque nous avons besoin d'au
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moins S périodes pour l'estimation des paramètres. Le portefeuille optimal n'est

donc réellement dé�ni que pour l'horizon [tS, tK].

Mouvement brownien géométrique

Notre première série de tests rétroactifs se fait sur la base d'un mouvement brow-

nien géométrique. Nous décrivons brièvement la procédure à l'Algorithme 2, et

référons au Chapitre 3 de Glasserman (2004) pour plus de détails.

Algorithme 2 : JN simulations d'un mouvement brownien géométrique

1 Estimer µ, Σ et R, les log-rendements, covariances et corrélations attendus

sur l'horizon [t0, tN].
2 Générer σ =

√
Σ ⋅ IM , une matrice diagonale des volatilités.

3 Générer D = diag(σ), un vecteur de la diagonale de σ.

4 Générer L, une matrice triangulaire inférieure telle que R = LL⊺.
5 Simuler Z = (Z1, . . . , ZM)⊺, où Zm ∼ N (0,1) sont des variables aléatoires i.i.d.
6 Générer rjn

M= (µ − 1
2D

2) /N +σL⊺Z
√

1/N , un vecteur de log-rendements

corrélés.

7 Répéter les étapes 5-6 N fois pour générer rj , un scénario M ×N .

8 Répéter les étapes 5-7 J fois pour générer r, un échantillon M ×N × J .

Les log-rendements sont échantillonnés sur 52 périodes a�n de simuler des log-

rendements hebdomadaires sur un horizon d'un an. Nous �xons la période d'es-

timation des paramètres à 156 périodes (3 ans). Puisque nos données historiques

débutent en novembre 2004, la première période de rebalancement survient en no-

vembre 2007. Nous avons donc 624 périodes de rebalancement (N = 52, S = 156,

K = 780), et le portefeuille optimal est évalué pour la période du 2007-11-12 au

2019-10-28.
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Processus autorégressif

La seconde série de tests rétroactifs se fait sur la base d'un processus autorégressif.

Notre mesure du drawdown maximal étant construite à partir de séries tempo-

relles, les e�ets d'une modélisation de log-rendements autocorrélés peuvent s'avé-

rer particulièrement intéressants à étudier. Sans rentrer dans les détails, (Tsay,

2010) un processus autorégressif simple AR(p) prend la forme linéaire suivante :

rt = ψ0 +
p

∑
k=1

ψkrt−k + εt , εt ∼ N (0, σ2
ε) (4.1)

où les paramètres ψ0 (une constante) et ψk déterminent l'in�uence des rendements

passés sur le présent.

À des �ns de simplicité, nous ne contemplons que deux possibilités : un processus

AR(1) ou AR(2). Pour déterminer le modèle le plus approprié pour la modélisation

de nos instruments �nanciers, chaque instrument est ajusté à un modèle AR(0),

AR(1) et AR(2). Seul le modèle présentant le meilleur ajustement selon les critères

d'information d'Akaike (AIC) et bayésien (BIC) est conservé. Ces résultats sont

présentés au Tableau 4.4. Nous laissons tomber les instruments PIGLX et GLD

qui sont AR(0), ainsi que les instruments DOWI et NASX a�n d'éviter que la

moitié de nos instruments soient des indices boursiers du marché américain. Ainsi,

les rendements quotidiens des instruments SPX, LQD et AGG seront estimés et

modélisés par un processus AR(2), alors que l'instrument TPINX sera estimé

et modélisé par un processus AR(1). L'ajustement des modèles, l'estimation des

paramètres et la modélisation des rendements futurs sont e�ectués à travers la

fonction ARIMA de MATLAB.

Puisque l'autocorrélation des log-rendements d'actifs �nanciers tend à être plus

marquée sur une fréquence quotidienne, nous en pro�tons pour changer les pa-

ramètres de notre fenêtre mobile en conséquent. Les log-rendements sont échan-
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Tableau 4.4: Tests rétroactifs � Choix des modèles autorégressif par les critères

d'informations AIC et BIC.

AIC BIC

AR(0) AR(1) AR(2) AR(0) AR(1) AR(2)

DOWI -23349 -23379 -23392 -23343 -23367 -23373

NASX -22159 -22172 -22180 -22153 -22160 -22162

SPX -22829 -22860 -22875 -22823 -22848 -22857

TPINX -29926 -29957 -29956 -29920 -29945 -29937

PIGLX -29808 -29806 -29805 -29802 -29794 -29786

LQD -29370 -29402 -29432 -29363 -29390 -29413

AGG -32959 -33009 -33017 -32953 -32996 -32998

GLD -22910 -22910 -22908 -22904 -22898 -22890

tillonnés sur 42 périodes a�n de simuler des log-rendements quotidiens sur un

horizon de deux mois (42 jours ouvrables). Nous �xons la période d'estimation

des paramètres à 6 mois (126 périodes). Nous avons donc 3634 périodes de reba-

lancement (N = 42, S = 126, K = 3760), et le portefeuille optimal est évalué pour

la période du 2005-05-17 au 2019-10-28.

4.4 Résultats numériques

4.4.1 Problème de Rockafellar

La Figure 4.2a illustre le problème d'investissement primal (3.11) où nous cher-

chons à minimiser notre mesure du drawdown maximal sous une contrainte de

rendement minimal. Pour un niveau de con�ance α = 90% et la contrainte Θ = 8%,

les portefeuilles admissibles (en gras) sont ceux n'investissant pas plus de 58% du

capital en obligations (le résiduel étant investi en actions à faible capitalisation).
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Le portefeuille optimale est alors donné par Λ = (0.58, 0.42) et présente un risque

de ̂CDaR90%(ω) = 22%. Alternativement, le problème d'investissement dual (3.12)

illustré à la Figure 4.2b dévoile un portefeuille optimale Λ = (0.415, 0.585) cor-
respondant à un rendement attendu de Ê[ωT ] = 9.5% pour une contrainte sur la

mesure du drawdown maximal de θ = 30%.

L'exercice fut répété en incluant le troisième instrument du Tableau 4.2. Le pro-

blème primal est alors présenté à la Figure 4.2c et le dual à la Figure 4.2d. Les

graphes du bas mettent l'emphase sur les portefeuilles admissibles et la variable

d'intérêt (à minimiser ou maximiser) de chaque problème. Le portefeuille opti-

mal du problème primal est donné par Λ = (0.53, 0.25, 0.22) pour un niveau de

risque ̂CDaR90%(ω) = 19.28% (Θ = 8%). Son dual a pour portefeuille optimal

Λ = (0.23, 0.42, 0.35) avec rendement attendu Ê[ωT ] = 10.35% (θ = 30%). Ces

graphes nous permettent d'apprécier pleinement l'interaction entre les contraintes,

le portefeuille admissible et le portefeuille optimal. De plus, nous pouvons approxi-

mer la frontière e�ciente à vue d'oeil en faisant simplement varier les contraintes

Θ ou θ.

Cohérent avec la théorie moderne de portefeuille, l'allocation optimale varie en

fonction du niveau de risque toléré ou du rendement minimal requis. Nous pou-

vons observer cette caractéristique plus en détail à la Figure 4.3a. L'allocation op-

timale y passe d'un portefeuille principalement composé d'obligations (rendement

et risque faible) à un portefeuille entièrement investi dans l'actif risqué (rendement

et risque élevé) plus la contrainte de rendement minimal est sévère.

Plus classiquement, nous pouvons visualiser la relation entre risque et rendement

à l'aide de frontières e�cientes (Figure 4.3b). Plus α augmente, plus on s'intéresse

à l'extrémité de la queue de la distribution. Cela se traduit naturellement par une

mesure de risque plus élevée pour un rendement attendu donné ; conséquence de la
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Figure 4.2: Portefeuilles admissibles et optimaux (deux et trois instruments)
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Figure 4.3: Allocation optimale et frontière e�ciente (trois instruments)

propriété de monotonicité. Notons que puisque les log-rendements sont ici générés

par un modèle gaussien, l'allocation du capitale est invariante par rapport au

niveau de con�ance α ≥ 50% 5. Par exemple, le portefeuille optimal à Ê[ωT ] ≥ 10%

est le même pour un niveau de con�ance α = 50% que pour α = 99%. Cette

propriété est propre aux distributions elliptiques et ne tient pas au sens général.

4.4.2 Tests rétroactifs � Mouvement brownien géométrique

Il n'est pas toujours réaliste d'utiliser un nombre de trajectoires nécessitant plu-

sieurs minutes ou heures de calculs par période, en particulier pour des tests

rétroactifs comportant plusieurs périodes de rebalancement. Suite à des tests ex-

périmentaux, nous avons opté pour l'utilisation de seulement 1000 trajectoires

pour nos tests rétroactifs ; un juste compromis entre le niveau de précision et le

temps de calcul. Pour justi�er ce choix, nous comparons 1000 itérations d'un por-

tefeuille optimal évalué à l'aide de 1000 trajectoires à une seule itération d'un

5. Voir la Proposition 1 de Rockafellar et Uryasev (2000).
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Figure 4.4: Allocation optimale (MBG, Θ = 2%) et intervalles de con�ance à 90%

en fonction du nombre de trajectoires (Période du 2007-11-12 au 2009-10-12)

portefeuille optimal de 10000 trajectoires. Les résultats sont présentés à la Figure

4.4 où les lignes pointillées représentent l'intervalle de con�ance à 90% des porte-

feuilles à 1000 trajectoires pour la période du 2007-11-12 au 2009-10-12. Somme

toute, la perte de précision est négligeable et n'utiliser que 1000 trajectoires nous

semble donc être un compromis acceptable pour la suite des tests. Ceci fait, nous

e�ectuons l'optimisation de portefeuille pour l'ensemble des périodes à l'étude,

soit du 2007-11-12 au 2019-10-28. Nous portons tout d'abord notre attention aux

résultats du problème primal qui sont présentés aux Figures 4.5, 4.7, 4.9, 4.11,

4.13 et 4.15.

Un attrait des problèmes d'optimisation convexes est qu'ils peuvent être résolus

sans que toutes les contraintes soient strictement atteintes ; su�t qu'un ensemble

admissible existe. Cette caractéristique peut être observée au portefeuille de la

Figure 4.5 qui n'est presque jamais contraint par l'inégalité Ê[ωT ] ≥ 0%. Ceci
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est dû au fait que le portefeuille à risque minimal (par exemple, quand Θ = −∞)
renvoie à un rendement attendu strictement supérieur à 0% pour presque toute

la durée du processus. Nous pouvons généralement identi�er les périodes où une

contrainte est active par l'égalité stricte Ê[ωT ] = Θ qui survient. Le portefeuille

à risque minimal (prenons ici Θ = 0%) est toutefois un excellent point de départ

pour apprécier pleinement l'impact de la contrainte Θ quand elle est incrémentée

progressivement de 0% à 5%.

Dès que Θ passe de 0% à 2% (Figure 4.9), nous pouvons observer de subtiles chan-

gements à l'allocation du capital pour les périodes 2009, 2013 et 2016-2019. Entre

autres, la période 2018-2019 est marquée d'une baisse signi�cative des investisse-

ments au fond AGG en faveur des fonds PIGLX et GLD ayant mieux performé

sur cette période. Ces variations au niveau de l'allocation du capital sont encore

plus prononcées quand Θ atteint 4% (Figure 4.13), la contrainte étant alors active

pour toute la durée du processus à l'exception des années 2010 à 2013. Intuitive-

ment, nous savons que l'ensemble des portefeuilles admissibles rétrécit plus une

contrainte est di�cile à respecter, mais il est intéressant de voir comment cela

a�ecte le portefeuille optimal sur plusieurs périodes. Ici, cela se traduit principa-

lement par une allocation du capital beaucoup plus volatile pour un portefeuille

�risqué� (Θ = 5%) par rapport au portefeuille à risque minimal (Θ = 0%).

Évidemment, une augmentation du gain espéré est généralement accompagné

d'un risque additionnel. Il n'est donc pas surprenant que notre mesure de risquêCDaR90%(ω) soit plus élevée quand la contrainte de rendement minimal est sé-

vère. Notons justement l'explosion de notre mesure du drawdown maximal pour

une brève période en 2009 dès que la contrainte Θ atteint 3%.

Or, nous sommes surtout intéressés par les rendements et drawdowns réalisés

lorsque notre portefeuille est rebalancé selon l'allocation optimale suggérée. Tel
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qu'attendu, plus notre contrainte de rendement est élevée, plus le rendement réa-

lisé tend lui-même à être important. Par exemple, le log-rendement cumulé réalisé

passe de 15% quand Ê[ωT ] ≥ 0% (Figure 4.5) à plus de 50% quand Ê[ωT ] ≥ 5%

(Figure 4.15). À titre de comparaison, le portefeuille à variance minimale de Mar-

kowitz (1952) résulte en un portefeuille légèrement moins pro�table : 40% quand

Ê[ωT ] ≥ 5%. Cette di�érence semble principalement attribuable à l'année 2009

où le drawdown maximal de notre portefeuille fut légèrement inférieur à celui du

portefeuille à variance minimale. Le simple fait d'avoir légèrement réduit le draw-

down maximal semble donc avoir contribué à un gain non-négligeable par rapport

au portefeuille plus conventionnel de Markowitz. Il est important de noter que �

théoriquement parlant � ces deux portefeuilles sont relativement similaires au sens

où minimiser la variance tend aussi à minimiser la sévérité des drawdowns. En fait,

nous devrions même nous attendre à ce que le portefeuille à variance minimale

performe mieux de façon générale, exception faite des périodes de crises où une

optimisation en fonction du drawdown maximal devrait idéalement l'emporter.

Une analyse similaire peut être faite sur le problème dual dont les résultats sont

présentés aux Figures 4.6, 4.8, 4.10, 4.12, 4.14 et 4.16. Il est toutefois plus di�cile

d'identi�er les périodes où la contrainte est active ou inactive, car nous avons

toujours ̂CDaR90%(ω) = θ dès qu'un portefeuille admissible existe.

Il est intéressant de voir que les rendements attendus et réalisés sont signi�ca-

tivement plus importants lorsque la contrainte de drawdown maximal est moins

restrictive. Plus le risque toléré est élevé � par exemple, quand θ = 24% ou θ = 28%

�, plus le portefeuille optimal tend simplement à investir tous ses ÷ufs dans le

même panier. L'actif présentant la meilleure perspective de rendement est favorisé

sans tenir compte du risque associé. La Figure 4.16 dévoile entre autres plusieurs

périodes où les drawdowns maximaux réalisés ont atteint 20%, ainsi qu'un draw-

down maximal de 33% durant la crise de 2008.
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L'optimisation semble donc bien fonctionner dans son ensemble, le drawdown

maximal réalisé n'ayant franchi nos contraintes qu'en 2008 et 2018, deux périodes

fort volatiles. Bien que les marchés aient rapidement récupéré en 2019, le dernier

quart de 2018 fut marqué par un des pires choc �nancier depuis la crise de 2008.

À l'exception du fond GLD, l'ensemble de nos instruments ont alors perdu en

valeur, certains jusqu'à 30% en deçà de 3 mois. Évidemment, notre contrainte

n'est qu'une mesure du risque et non une garantie contre le risque. Même si on

l'interprète au sens littéral, notre mesure est basée sur le quantile (ici, 90%). Ainsi,

il n'est pas tant surprenant qu'une crise économique de l'ordre de celle de 2008

n'a pu être évitée complètement. Le simple fait que nous sommes en mesure de

réduire le drawdown maximal réalisé en 2008-2009 est une victoire en soit.

4.4.3 Tests rétroactifs � Processus autorégressif

Les résultats numériques de cette section sont regroupés à la �n du chapitre

aux Figures 4.17 à 4.22. Nous portons tout d'abord une attention particulière

au contraste qui sépare la période 2008-2009 (crise économique) des autres pé-

riodes. Les pertes signi�catives qui y surviennent nous empêchent de produire un

portefeuille optimal où la contrainte (θ ou Θ) est �active� pour des périodes de non

crise tout en admettant un portefeuille admissible durant la crise. Pour produire

un portefeuille optimal moindrement intéressant couvrant tout l'horizon étudié,

nous avons pris quelques libertés sur le choix des contraintes θ et Θ. Lorsqu'aucun

portefeuille n'est admissible à une date de recalibration spéci�que, la contrainte

est temporairement relaxée a�n de permettre à l'optimisation de trouver une so-

lution. Par exemple, le problème dual de la Figure 4.17 est résolu avec θ = 5% à

l'exception d'une brève période en �n 2008 et début 2009 où la contrainte prend

plutôt des valeurs dans l'ensemble {6.67%, 8.33%, 10%}. Outre ce compromis dans

notre approche, les résultats demeurent cohérents avec nos attentes.
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Lorsque la contrainte de drawdown du problème dual (Figures 4.17, 4.19 et 4.21)

est relaxée (de θ = 5.00% à 6.67%, puis 8.33%), le portefeuille optimal est libre de

prendre des positions plus risquées. Conformément à nos attentes, cela se traduit

par des rendements cumulatifs et des drawdowns maximaux (mesurés à l'aide

d'une fenêtre mobile de 42 jours ouvrables) plus importants.

Pareillement, relaxer la contrainte de rendement du problème primal (Figures

4.18, 4.20 et 4.22) permet au portefeuille optimal d'accéder à des positions à

plus faible risque auxquelles il n'avait pas accès auparavant. À première vue, il

peut paraître surprenant que cela résulte en des rendements réalisés supérieurs

(Voir la Figure 4.22a) alors qu'on s'attendrait intuitivement à des rendements et

drawdowns inférieurs. Or, il s'agit d'une situation (la crise de 2008) où la simple

action de limiter les pertes représente un gain en soit.

Malgré les quelques di�érences séparant la mesure de Chekhlov et al. (2005) de la

nôtre, les deux mesures ont produit des portefeuilles pratiquement équivalents. Il

serait intéressant d'explorer plus en profondeur di�érentes situations et modèles

a�n de voir si ces mesures continuent de produire des portefeuilles optimaux aussi

similaires.
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Figure 4.5: Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 0%



94

(a) Portefeuille optimal
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(c) Drawdown maximal du portefeuille
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Figure 4.6: Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 8%
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(a) Portefeuille optimal
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Figure 4.7: Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 1%
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(a) Portefeuille optimal
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(c) Drawdown maximal du portefeuille
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Figure 4.8: Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 12%
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(a) Portefeuille optimal
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(c) Drawdown maximal du portefeuille
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Figure 4.9: Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 2%
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(a) Portefeuille optimal
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Figure 4.10: Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 16%
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(a) Portefeuille optimal
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⋯⋯⋯ Portefeuille optimal par Markowitz

Figure 4.11: Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 3%
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Figure 4.12: Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 20%
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⋯⋯⋯ Portefeuille optimal par Markowitz

Figure 4.13: Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 4%
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Figure 4.14: Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 24%
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⋯⋯⋯ Portefeuille optimal par Markowitz

Figure 4.15: Modèle MBG : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ 5%
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(a) Portefeuille optimal
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Portefeuille optimal par la mesure CDaR

Figure 4.16: Modèle MBG : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 28%



105

(a) Rendement du portefeuille
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(b) Drawdown maximal du portefeuille
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Figure 4.17: Modèle AR : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 5.00%
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(a) Rendement du portefeuille
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(b) Drawdown maximal du portefeuille
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Portefeuille optimal par la mesure CDaR

⋯⋯⋯ Portefeuille optimal par la mesure de Chekhlov et al.

Figure 4.18: Modèle AR : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ −1.00%
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(a) Rendement du portefeuille
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(b) Drawdown maximal du portefeuille
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Figure 4.19: Modèle AR : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 6.67%
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(a) Rendement du portefeuille
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(b) Drawdown maximal du portefeuille

'06 '08 '10 '12 '14 '16 '18

0.05

0.10

0.15

0.20

D
ra

w
do

w
n 

m
ax

im
al

 a
tte

nd
u

'06 '08 '10 '12 '14 '16 '18

0.05

0.10

0.15

0.20

D
ra

w
do

w
n 

m
ax

im
al

 ré
al

is
é

Portefeuille optimal par la mesure CDaR

⋯⋯⋯ Portefeuille optimal par la mesure de Chekhlov et al.

Figure 4.20: Modèle AR : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ −1.50%
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(a) Rendement du portefeuille
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(b) Drawdown maximal du portefeuille
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Portefeuille optimal par la mesure CDaR

Figure 4.21: Modèle AR : max Ê[ωT ] s.c. ̂CDaR90%(ω) ≤ 8.33%
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(a) Rendement du portefeuille
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(b) Drawdown maximal du portefeuille
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Portefeuille optimal par la mesure CDaR

⋯⋯⋯ Portefeuille optimal par la mesure de Chekhlov et al.

Figure 4.22: Modèle AR : min ̂CDaR90%(ω) s.c. Ê[ωT ] ≥ −2.00%



CONCLUSION

Ce mémoire s'inscrit dans la littérature par le développement d'une mesure de

risque du drawdown maximal spéci�quement orientée vers l'application à des pro-

blèmes d'optimisation de portefeuille. En suivant une démarche similaire à celle de

Chekhlov et al. (2005), nous avons reformulé la mesure CED introduite par Gold-

berg et Mahmoud (2017) dans un problème d'optimisation convexe linéaire par

morceaux. Il s'agit donc d'une fonctionnelle ouverte à la programmation linéaire.

Nous avons démontré que notre mesure du Drawdown-Maximal-à-Risque est une

mesure de risque cohérente et convexe par rapport aux drawdowns maximaux, et

une mesure de dispersion par rapport aux log-rendements cumulés de portefeuille.

Un des principaux avantages de notre approche est qu'elle se fait indépendam-

ment de la modélisation des log-rendements sous-jacents, laissant libre choix des

hypothèses ou modèles à utiliser.

Numériquement, la procédure n'est pas particulièrement lourde et les résultats

obtenus sont précis même lorsque peu de trajectoires sont utilisées. En particulier

le nombre d'instruments n'a qu'un impact modéré sur les temps calculs. Beau-

coup plus d'actifs pourraient donc être considérés. Par des tests numériques, nous

avons démontré que le portefeuille optimal résultant est cohérent avec la théorie

moderne de portefeuille. Nous avons aussi démontré que les portefeuilles optimaux

résultant viennent bien réduire la sévérité d'un drawdown. À ce niveau, notre por-

tefeuille semble mieux performer qu'un portefeuille à variance-minimale, mais ne

se di�érencie point du portefeuille de Chekhlov et al. (2005).

Nous sommes restés assez conservateurs dans notre approche face au choix de



112

contraintes, ce qui laisse encore beaucoup d'avenues pour des travaux subséquents.

Par exemple, des frais de transaction pourraient être considérés, ou encore, le pro-

blème pourrait être retravaillé en fonction d'une mesure du risque ajusté. Une

procédure d'optimisation en deux temps pourrait aussi être explorée : Utiliser la

mesure CDaR a�n de délimiter l'espace des portefeuilles admissibles pour ensuite

appliquer une autre méthode d'optimisation parmi l'ensemble restreint. Bref, nous

sommes loin d'avoir complété l'étude de ce sujet.

�It's a wrong perception to believe that you can eliminate risk just be-

cause you can measure it.� 6 WWWW WWWW WWWW WWWW

WWWWWWWWWWWWWWWWWWWWattribué à Robert C.

Merton, 1997WWWWWWWWWWWWWWWWWWWwwwdans

Lowenstein (2000).

6. Traduction libre : �Il est futile de coire que le risque peut être éliminé simplement parce

qu'il peut être mesuré.�
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