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RÉSUMÉ

Le milieu académique possède une grande quantité d’informations disponible dans
des bases de données. Exploiter convenablement ces données pour en extraire
des informations utiles s’avère nécessaire pour améliorer l’offre des institutions
académiques. En effet, les étudiants étant la richesse des universités et de toutes
institutions académiques, améliorer leurs conditions de travail et leurs chances de
réussite est primordial.

Dans ce mémoire, nous proposons une méthode pour modéliser et accéder aux
données académiques que nous avons à disposition de manière efficace. Cette mé-
thode est l’indexation distribuée des données. Elle permet de stocker les données
d’une manière efficace, permettant la recherche et ainsi l’extraction d’informations
voulues de manière efficace et rapide.

Nous proposons par la suite plusieurs modèles pour détecter les étudiants suscep-
tibles d’échouer leur programme ou leurs cours. La prédiction de la performance
au programme se subdivise en deux tâches : une tâche consistant à prédire l’échec
dès l’inscription au programme et la deuxième consistant à suivre l’évolution de
l’étudiant en prédisant sa performance dans le programme au fil de ses trimestres
d’activités. La première se base essentiellement sur l’apprentissage automatique
(arbres de décision, forêt aléatoire, séparateurs à vaste marge (SVM), etc.) tandis
que la résolution de la deuxième problématique se base sur l’apprentissage pro-
fond, notamment sur des réseaux de neurones récurrents, les LSTM (Long Short
Term Memory).

MOTS-CLÉS : Fouille de données académique, données massives, indexation,
apprentissage automatique, réseaux de neurones, réseaux récurrents, prédiction
de la performance d’un étudiant.





INTRODUCTION

«Données Massives», «Intelligence Artificielle», «Apprentissage Automatique» ou

encore «Apprentissage Profond» sont quatre concepts ou domaines d’application

scientifique qui font rêver, qui suscitent beaucoup d’engouement et qui soulèvent

beaucoup de questions. Cependant, ils sont également entourés de mystères et

parfois de craintes quant à leur fonctionnement et surtout leur signification (Boyd

et Crawford (2012)). Une phrase de Kranzberg (1986) qui a selon nous une im-

portance significative est citée dans l’article de Boyd et Crawford (2012) (nous

donnons la traduction libre en français) :

La technologie n’est ni bonne ni mauvaise, elle n’est pas neutre non plus... l’in-
teraction de la technologie avec l’écologie sociale est telle que les développements
techniques peuvent fréquemment avoir des conséquences environnementales, so-
ciales et humaines qui vont bien au-delà des objectifs immédiats du développement
de ces techniques ainsi que leurs utilisations.

En effet, quoi que les gens disent et quelles que soient les craintes qui peuvent

être soulevées, les données massives et l’intelligence artificielle ont des effets qui

dépendent de l’utilisation que nous en faisons.

Ces dernières années ont connu une grande évolution technologique dans le do-

maine des données massives. Comme Fayyad Usama le souligne (Fayyad et al.,

1996) un véritable engouement a eu lieu pour ce domaine, et de très nombreuses

recherches y sont consacrées. Ce domaine vaste qui implique d’autres domaines

comme les mathématiques, l’informatique ou encore l’intelligence artificielle, prend

de plus en plus d’ampleur. La capacité de stockage et de calcul des machines ayant

considérablement augmenté, il devient plus aisé de collecter et de stocker de grands

volumes de données provenant de sources diverses et variées.



2

Figure 0.1 Évolution du volume total des données stockées dans le monde
(source : https ://www.eetimes.com/author.asp ?section_id=36&doc_id=1330462)

Comme nous pouvons le voir dans la Figure 0.1 le volume total des données

stockées dans le monde connaît une croissance exponentielle, passant de quelques

Exabits (milliards de Gigabits) en 2008 à plus de 30 000 Exabits en 2019 avec des

prévisions dépassant les 50 000 Exabits en 2020. La nécessité de pouvoir extraire

des informations utiles de ces données représente un grand défi.

La définition des données massives n’a cessé d’évoluer depuis l’apparition du terme

dans les années 90 (Gandomi et Haider, 2015). Ce que l’on retient aujourd’hui est,

selon les auteurs, les «3V», les «4V» ou encore les «5V» (Gandomi et Haider, 2015;

Wamba et al., 2015).

Gandomi et Haider (2015) suggèrent que le Volume des données, leur Variété et

leur Vélocité sont les trois dimensions, ou les 3V, qui caractérisent essentiellement
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Figure 0.2 Les 5V des données massives
(source : http ://monipag.com/nicolas-damie/2016/12/06/big-data/)

les données massives. Plus précisément :

- Le Volume fait référence à la taille des données collectées. Il est souvent de l’ordre

de plusieurs Térabits ou même plusieurs Pétabits (1 Pétabits = 1024 Térabits).

- La Variété fait référence à la structure des données, plus précisément à leurs

types. En effet, les données collectées peuvent être numériques, catégoriques (le

genre par exemple), du texte, du son, des images ou encore des vidéos.

- La Vélocité quant à elle fait référence à la vitesse à laquelle les données sont

générées, collectées et stockées.

À cela, certains chercheurs ajoutent une autre caractéristique qui est la Valeur

et qui constitue le quatrième V (Wamba et al., 2015). Finalement, parfois dans

la littérature, il est possible de rencontrer un cinquième V qui fait référence à

la Véracité (Wamba et al., 2015). La Figure 0.2 nous donne un récapitulatif des

caractéristiques des données massives.

Il est essentiel de développer des outils et des techniques robustes afin de pouvoir
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Figure 0.3 Quelques domaines d’application des données massives

exploiter les données massives collectées. Ces dernières constituent en effet une

véritable mine d’or, car les informations qu’il est possible d’en extraire s’avèrent

très utiles (Fayyad et al., 1996) comme par exemple dans le domaine des réseaux

sociaux, de la médecine, des médias, du divertissement, de l’éducation, etc. (Voir

Figure 0.3 pour d’autres exemples de domaines).

Dans le domaine de l’éducation, qui nous intéresse dans ce mémoire, il est pri-

mordial de réussir à faire un suivi des étudiants et d’améliorer au mieux leurs

conditions de travail. Les étudiants sont la richesse des milieux académiques, leur

réussite est essentielle au bon fonctionnement des établissements (Romero et Ven-

tura, 2013).

La Société Internationale de Fouilles de Données Académique 1 définit la fouille

1. http://educationaldatamining.org

http://educationaldatamining.org
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de données académique comme étant une discipline émergente, ayant pour but de

développer des méthodes pour explorer les données éducationnelles et d’utiliser

ces méthodes pour mieux comprendre les étudiants. Il est à noter également que la

fouille de données éducationnelles est un domaine interdisciplinaire qui comprend

entre autres, l’apprentissage automatique, les statistiques, la fouille de données,

et bien d’autres domaines encore (Dutt et al., 2017).

Ainsi, pour faire en sorte que l’université soit abordable et digne d’intérêt, il est

important de s’assurer que tous les étudiant.e.s obtiennent leur diplôme dans un

temps raisonnable. Pour cette raison, intervenir de manière précoce auprès des

étudiants en difficulté est un moyen pour leur permettre de gagner du temps et

de l’argent.

En effet, les frais de scolarité peuvent être très coûteux. Selon une étude récente

de Statistique Canada (en 2017) 2, les frais de scolarité au sein des universités

canadiennes dans un programme de premier cycle s’élèvent en moyenne à $6,571.

Par conséquent, les étudiants ont le plus souvent recours à des emprunts bancaires

pour pouvoir payer leur scolarité 3. Au Canada, en 2014-2015, $2,7 milliards de

prêts ont été distribués à environ 489 000 étudiants à temps plein 4. Aux États-

Unis, de récentes études ont montré que dans un programme de premier cycle d’une

durée normale de 4 ans, seulement 59% des étudiants obtiennent leur diplôme au

bout de six ans 5.

2. http://www.cbc.ca/news/politics/statscan-university-tuition-1.4276740

3. https://www.canada.ca/en/employment-social-development/programs/
canada-student-loans-grants/reports/statistical-review-2015.html#h2.1

4. https://www.canada.ca/en/employment-social-development/programs/
canada-student-loans-grants/reports/statistical-review-2015.html#h2.1

5. https://www.realclearpolicy.com/blog/2016/02/04/colleges_fail_two-thirds_
of_students_1542.html

http://www.cbc.ca/news/politics/statscan-university-tuition-1.4276740
https://www.canada.ca/en/employment-social-development/programs/canada-student-loans-grants/reports/statistical-review-2015.html#h2.1
https://www.canada.ca/en/employment-social-development/programs/canada-student-loans-grants/reports/statistical-review-2015.html#h2.1
https://www.canada.ca/en/employment-social-development/programs/canada-student-loans-grants/reports/statistical-review-2015.html#h2.1
https://www.canada.ca/en/employment-social-development/programs/canada-student-loans-grants/reports/statistical-review-2015.html#h2.1
https://www.realclearpolicy.com/blog/2016/02/04/colleges_fail_two-thirds_of_students_1542.html
https://www.realclearpolicy.com/blog/2016/02/04/colleges_fail_two-thirds_of_students_1542.html
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Dans ce travail, nous avons à notre disposition la base de données du Service de

Planification et de Recherche Institutionnelle (SPARI) de l’UQAM 6. Cette base

de données contient toutes les informations des étudiant.e.s depuis la création de

l’UQAM en 1969. Elle constitue une quantité considérable d’informations qui peut

être utile à l’université. Il est donc important de pouvoir exploiter ces données.

Dans ce mémoire, nous allons mettre en place des modèles de prédiction afin de

prédire la performance des étudiants (prédire si l’étudiant échouera ou non). Ce

qui nous intéresse dans ce projet est la détection des étudiants en difficultés, que

ce soit par rapport à l’ensemble de leur programme ou par rapport à des cours

spécifiques. Pour cela, afin de mener à bien ce projet, une grand partie de notre

recherche est tout d’abord consacrée au pré-traitement des données qui est une

étape cruciale de ce projet.

L’analyse de la base de données à pour but premier d’en faciliter l’accès pour

en extraire le plus rapidement et le plus efficacement possible n’importe quelle

information. Nous nous intéressons ensuite à la conception de modèles prédictifs

à partir des informations disponibles.

Les questions de recherche auxquelles nous avons tenté de répondre sont les sui-

vantes :

Q1 : Comment modéliser et accéder de manière efficace aux don-

nées du SPARI ?

Q2 : Comment détecter un.e étudiant.e en difficulté dans un pro-

gramme ou dans un cours ?

6. https://spari.uqam.ca

https://spari.uqam.ca
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Pour répondre à ces questions, nous décrivons tout d’abord la base de données du

SPARI (chapitre 1). Nous présentons et discutons ensuite des travaux connexes et

outils existants relatifs à notre domaine d’étude (chapitre 2). La troisième partie

de ce mémoire est consacrée à la présentation de nos travaux (chapitre 3). Nous y

décrivons nos différentes approches et les méthodes mises en oeuvre pour résoudre

les problématiques auxquelles nous nous sommes intéressées. Dans le chapitre 4

nous présentons les expériences menées et les résultats obtenus. Nous terminons

enfin par une conclusion qui se veut être une vue d’ensemble de ce projet et de

ses enjeux.

Dans ce mémoire, le genre masculin est utilisé comme générique, dans le seul but

de ne pas alourdir le texte.





CHAPITRE I

LA BASE DE DONNÉES DU SERVICE DE PLANIFICATION

ACADÉMIQUE ET DE RECHERCHE INSTITUTIONNELLE (SPARI)

Nous avons à notre disposition la base de données du Service de Planification

Académique et de Recherche Institutionnelle (SPARI) de l’UQAM. Cette base de

données contient les données des étudiants collectées depuis la création de l’UQAM

en 1969. C’est une base de données confidentielle. Pour y avoir accès, des clauses

de confidentialités ont été signées.

1.1 Présentation de la base de données

Les enregistrements de cette base de données correspondent aux informations des

étudiants lors de l’inscription à un cours. Ainsi, plusieurs lignes de la base de

données sont consacrées à chaque étudiant selon l’activité à laquelle il s’inscrit.

L’activité représente un cours suivit à un moment spécifique et dans un groupe spé-

cifique. Par exemple, une activité peut avoir la valeur suivante : 20191-INF1131-10

où «2019» représente l’année, le chiffre qui suit représente la session, «1» pour

hiver, «INF1131» est le sigle du cours et enfin «10» indique le groupe dans lequel

l’étudiant est inscrit. Cette base de données contient également des informations

personnelles sur les étudiants comme leur âge, leur nationalité, leur sexe etc. La

liste complète des variables (ou attributs) ainsi que leur signification est donnée
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dans l’annexe C.

Le Tableau 1.1 nous montre un exemple d’un extrait de la base de données. Dans

ce tableau, chaque ligne représente les informations d’un étudiant par rapport à

l’activité dans laquelle il est inscrit. Par exemple, la première ligne concerne l’étu-

diant 1, de sexe masculin, inscrit dans l’activité 20161-INF8000-50. Cet étudiant

est inscrit dans le programme de maîtrise en informatique. Il a obtenu une note

de A+ dans le cours et a réussi son programme (variable yn_diplomation = 1).

Tableau 1.1 Exemple de la base de données
pk_etudiant cd_sexe cd_activite_a cd_programme cd_note ... yn_diplomation
1 M 20161-INF8000-50 Msc. Informatique A+ ... 1
1 M 20161-INF7370-20 Msc. Informatique B ... 1
1 M 20163-MAT7710-10 Msc. Informatique A ... 1
1 M 20171-INF7710-30 Msc. Informatique B+ ... 1
2 F 20161-INF8000-50 Msc. Informatique A+ ... 0
2 F 20171-INF7710-30 Msc. Informatique A ... 0

La base de données brute est composée de 288 variables et de plus de 300 millions

d’enregistrements. La version «à plat» à laquelle nous avons eu accès est constituée

de 14 fichiers au format texte (.txt) pour une taille totale de 599 Gigabits. Les

attributs ont une nomenclature spécifique basée sur leur préfixe (voir le Tableau

1.2).

Tableau 1.2 Nomenclature complète des attributs
Préfixe Type d’attribut
cd_ code
de_ dénomination
dt_ date
nb_ nombre
nb_yn_ nombre de fois qque l’entité a été vérifiée
pk_ clé primaire de l’étudiant
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Dans la base de données brute, les données concernant les activités des étudiants

sont croisées. Par exemple, lorsqu’un étudiant s’inscrit dans les activités A, B et C

une matrice de croisement (voir le Tableau 1.3) se crée. Les données de l’étudiant

par rapport à la combinaison (deux à deux) des activités sont alors stockées.

Tableau 1.3 Matrice de croisement pour les activités A,B et C
A B C

A X X X
B X X
C X

Ainsi, pour chaque enregistrement, la plupart des variables sont répétées pour les

deux activités. Les variables concernant la première activité sont suffixés par «_a»

et celle de la deuxième par «_b». Cette situation est illustrée dans le Tableau 1.4

qui nous montre une partie des enregistrements correspondant à un étudiant ayant

suivit trois cours, A, B et C.

Dans cet exemple, les informations sont redondantes car les mêmes informa-

tions concernant les activités sont disponibles dans plusieurs enregistrements. Par

exemple, la note obtenue dans l’activité A se trouve dans les trois premiers enre-

gistrements.

Tableau 1.4 Portion de la base de données pour l’étudiant 1234 ayant suivit les
activités A, B et C
pk_etudiant cd_sexe cd_activite_a cd_activite_b cd_note_a cd_note_b
1234 M Activité A Activité A B B
1234 M Activité A Activité B B B+
1234 M Activité A Activité C B A-
1234 M Activité B Activité B B+ B+
1234 M Activité B Activité C B+ A-
1234 M Activité C Activité C A- A-
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1.2 Défis et enjeux

Le croisement des activités augmente considérablement la redondance.

Nous avons échangé avec la personne chargée de la collecte des données afin de

comprendre pourquoi une telle matrice de croisement fut mise en place. Ainsi, la

matrice de croisement servait a priori à pouvoir «croiser» les informations d’un

étudiant par rapport aux activités qu’il a suivies, par exemple, voir directement

quelles notes il a obtenu dans les deux activités. Une telle redondance d’informa-

tion nuit à la qualité de la base de données. Nous avons donc proposé une méthode

de pré-traitement efficace qui permet de garder l’information intacte, mais sans

redondance. Cette méthode sera présentée dans la section 3.1.

Comme le montre la description de la base données, celle-ci est difficilement exploi-

table à l’état brut. Elle contient beaucoup de redondances, de valeurs manquantes,

d’attributs qui contiennent les mêmes informations et des valeurs mal renseignées.

Il est alors très difficile de rechercher l’information voulue du fait également du

grand volume des données (et de leur répartition dans plusieurs fichiers dans notre

cas d’utilisation). En avoir un aperçu global, dans l’état actuel des choses est im-

possible.

Nous proposons donc dans ce travail des méthodes plus efficaces pour exploiter

cette base de données.



CHAPITRE II

ÉTAT DE L’ART

L’analyse des données académiques intéresse une communauté de chercheurs crois-

sante. Il s’agit d’une discipline émergente (Romero et Ventura, 2013). Elle a pour

but de mieux comprendre le comportement des étudiants dans leur parcours acadé-

mique afin de permettre aux institutions d’offrir de meilleurs services (Romero et

Ventura, 2013). Le suivi de la connaissance (Knowledge Tracing) (Corbett et An-

derson, 1994) est l’un des termes couramment utilisés pour désigner l’élaboration

de modèles permettant de faire des prédictions sur la performance des étudiants.

La littérature présente plusieurs méthodes pour prédire la performance des étu-

diants. Des techniques classiques d’apprentissage automatique ou de fouille de

données (Yadav et al., 2012; Ma et Zhou, 2018; Athani et al., 2017) sont fréquem-

ment utilisés. Des modèles probabilistes utilisant la théorie bayésienne (Bayesian

Knowledge Tracing) ainsi que des variantes sont également utilisées (Yudelson

et al., 2013). Plus récemment, une méthode utilisant des réseaux de neurones

profonds pour prédire la performance des étudiants a fait son apparition (Deep

Knowledge Tracing) (Piech et al., 2015)

Une grande partie de notre projet étant consacrée au pré-traitement des données,

nous présentons tout d’abord une revue de littérature à ce sujet. Nous examinons

ensuite des travaux existants dans le domaine de la prédiction de la performance
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des étudiants.

2.1 Pré-traitement de données massives

2.1.1 Nouveaux types de bases de données

Étant donné le grand volume de données à disposition, les solutions de stockage

ainsi que les techniques de traitement des données qui prévalaient ne sont plus

bien adaptées aux nouveaux besoins. Les bases de données les plus utilisées pour

les volumes de données modestes sont les bases de données relationnelles (ou

bases de données SQL 7). Ce sont des bases de données apparues en 1970 dans les

laboratoires d’IBM 8. Les données sont stockées sous forme de tableaux où chaque

ligne correspond à un enregistrement et les colonnes représentent les différentes

caractéristiques prises en compte, c’est-à-dire les variables ou les attributs.

Ce type de base de données souffre de plusieurs inconvénients qui le rend peu

pratique à grande échelle (Han et al., 2011). Un inconvénient majeur est le fait

que les bases de données relationnelles sont d’autant plus difficiles d’accès qu’elles

sont volumineuses. Y faire des requêtes complexes est le plus souvent probléma-

tique. Elles ont un schéma fixe qui rend statiques les données qui peuvent y être

enregistrées (ces données doivent donc avoir toujours la même structure). La né-

cessité d’utiliser souvent des jointures (associations) entres les tables composant

la base de données est aussi problématique. Ainsi, pour pouvoir accéder à des

informations croisées, plus les requêtes sont complexes, plus le temps de calcul est

important.

Pour remédier à ces inconvénients, de nouveaux paradigmes de bases de données

7. https://sql.sh/sgbd

8. https://www.lebigdata.fr/base-de-donnees

https://sql.sh/sgbd
https://www.lebigdata.fr/base-de-donnees
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ont été développés, à savoir les bases de données NoSQL (Not only SQL) (Lea-

vitt, 2010). Ce sont des bases de données spécialement conçues pour être capable

de gérer des données massives. En effet, par rapport aux bases de données rela-

tionnelles, les bases de données NoSQL sont plus rapides en termes de lecture et

écriture (Parker et al., 2013). Les recherches y sont effectuées plus rapidement et

les bases de données sont beaucoup plus flexibles quant à leur structure.

Les bases de données NoSQL reposent sur trois principes énoncés par le professeur

Brewer (2012) dans son théorème CAP. Ainsi, ces bases de données doivent être (1)

consistantes (Consistency) : les données doivent être les mêmes, à tout instant, sur

tous les nœuds d’un système. Elles doivent aussi être (2) disponibles (Availability) :

tant que le système est en marche, les données doivent être disponible. Et enfin,

elles doivent être tolérante à la partition (Partition-tolerance), ce qui permet au

système de fonctionner même si une panne (mineure) survient. Le théorème CAP

stipule également qu’une base de données ne peut pas assurer simultanément ces

trois principes. De ce fait, en pratique, les bases de données NoSQL tentent de

respecter deux des principes au détriment du troisième.

Plusieurs types de bases de données NoSQL existent. Quelques-unes de ces bases

de données sont décrites dans (Han et al., 2011), à savoir les bases de données clé-

valeur, les bases de données orientées colonnes et les bases de données orientées

documents. Nous présentons également les bases de données orientées graphes

(Gyssens et al., 1994). Ces types de bases de données ont tous des particularités

qui justifient le choix de leur utilisation dans le cas des données massives.

– Les bases de données clé-valeur font correspondre une valeur à une clé, à l’image

des tables de hachage. Avec une telle structure simple, les requêtes sont plus

rapides que dans des bases de données relationnelles (du fait de sa simplicité on

peut accéder directement et rapidement à un enregistrement grâce à sa clé qui est
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unique). Elles supportent une grande masse de données.

Cependant, elles ne supportent que quatre opérations à savoir la création d’un

couple clé-valeur, la lecture, la modification et la suppression. Elles ne permettent

pas de faire des requêtes sur le contenu des données stockées (la valeur) (McCreary

et Kelly, 2014), (Han et al., 2011).

Redis 9, Voldemort 10 et Amazon SimpleDB 11 sont des exemples de bases de don-

nées clé-valeur.

– Les bases de données orientées colonnes (Figure 2.1) peuvent être vues comme

des bases de données relationnelles qui disposent de plusieurs tables, mais sans

associations entre ces tables, ce qui permet d’éviter les jointures. Dans ces bases

de données, les colonnes sont dynamiques et de ce fait, des enregistrements d’une

même table peuvent avoir des colonnes différentes. Ces bases de données sont donc

plus flexibles que les bases de données relationnelles. Elles ont une architecture

qui permet d’éviter les doublons, et le temps de traitement en est grandement

réduit.

Cependant, elles ne sont pas adaptées aux données inter-connectées et aux données

non structurées (images, vidéos...) (McCreary et Kelly, 2014), (Abadi et al., 2006),

(Abadi et al., 2009), (Han et al., 2011). En effet, leur structure ne permet pas

de considérer les relations entre les données. Cassandra 12 et HBase 13 sont des

exemples de bases de données orientées colonnes.

9. https://redis.io

10. https://www.project-voldemort.com

11. https://aws.amazon.com/simpledb

12. https://cassandra.apache.org

13. https://hbase.apache.org

https://redis.io
https://www.project-voldemort.com
https://aws.amazon.com/simpledb
https://cassandra.apache.org
https://hbase.apache.org
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Figure 2.1 Base de données orientée colonne
(source : https ://www.illustradata.com/bases-nosql-orientees-colonnes-quest-cest/)

– Les bases de données orientées documents (Figure 2.2) ont une structure si-

milaire aux bases de données clé-valeur. Ici, la valeur est un document qui a une

structure arborescente (souvent stocké au format JSON ou XML). N’importe quel

élément dans le document peut être recherché par une requête. Ainsi, il est possible

de faire des requêtes aussi complexes que souhaitées et d’obtenir des résultats ra-

pidement contrairement au contexte relationnel qui utilise des jointures, coûteuses

en temps de traitement.
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Figure 2.2 Un exemple de stockage de «fiches clients» dans une base NoSQL
orientée document

(source : https ://www.illustradata.com/bases-nosql-documents-quest-cest/)

Cependant, ces modèles sont le plus souvent complexes à mettre en place et ne

sont pas très adaptées aux données non structurées (McCreary et Kelly, 2014),

(Abadi et al., 2009).

CouchDB 14 et MongoDB 15 sont des exemples de bases de données orientées docu-

ments. Il est également possible de considérer, dans cette catégorie, Lucene 16 qui

n’est pas une base de données mais un moteur d’indexation qui stocke les données

selon une façon s’apparentant à ce paradigme.

– Les bases de données orientées graphe (Figure 2.3) stockent les données en se

basant sur la théorie des graphes. Ainsi, les données sont représentées notamment

sous forme de nœuds, avec des relations entre les nœuds. Les requêtes sont ba-

14. https://couchdb.apache.org

15. https://www.mongodb.com

16. https://lucene.apache.org

https://couchdb.apache.org
https://www.mongodb.com
https://lucene.apache.org
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sées sur le parcours de graphe. Ces bases de données sont adaptées aux données

organisées en réseaux et ayant de fortes relations entres elles.

Figure 2.3 Base de données orientée graphe
(source : http ://www.illustradata.com/bases-nosql-orientees-graphes-a-quoi-servent/)

Elles sont idéales et adaptées pour traiter des données fortement connectées. (Mc-

Creary et Kelly, 2014), (Gyssens et al., 1994).

Neo4J 17, InfoGrid 18 et Infinite Graph 19 sont des exemples de bases de données

orientées graphe.

Pour accéder de manière efficace aux données du SPARI dont nous disposons,

nous avons finalement choisis de les indexer, comme exposé dans la section 3.1.

17. https://neo4j.com

18. https://infogrid.org

19. https://www.objectivity.com/products/infinitegraph

https://neo4j.com
https://infogrid.org
https://www.objectivity.com/products/infinitegraph
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Nous allons donc définir ci-après le procédé d’indexation dans notre contexte.

2.1.2 Indexation et calcul distribué

Indexation

Faire une indexation d’une base de données consiste à créer une liste inversée avec

les informations de cette base. Cette liste inversée fait correspondre aux valeurs des

attributs tous les enregistrements qui les contiennent. Le tableau 2.1 nous montre

un extrait d’une base de données conventionnelle (relationnelle) de joueurs de la

NBA (National Basket Association) et le tableau 2.2 nous montre le résultat d’une

indexation de ces données.

Tableau 2.1 Base de données des joueurs de la NBA

Nom Équipe Poste
L. James Lakers Ailier
S. Curry Warriors Meneur
L. Stenphenson Lakers Ailier
K. Leonard Toronto Ailier
Cousins Warriors Pivot

Tableau 2.2 Table d’indexation des joueurs de la NBA (un exemple)

Valeur des attributs Enregistrement correspondant
Lakers L. James, L. Stenphenson
Warriors S. Curry, D. Cousins
Ailier L. James, K. Leonard, L. Stenphenson
Meneur S.Curry
Ailier + Lakers L.James, L. Stenphenson

L’une des meilleures solutions disponibles pour indexer une grande quantité de

données est le moteur d’indexation Apache Lucene (Białecki et al., 2012). Lucene

utilise des documents (fichiers) qui sont des ensembles de paires {champs : valeur}
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Figure 2.4 Aperçu de l’interface de Solr

pour identifier les éléments et procède à la construction d’une liste inversée qui

est stockée dans une structure de fichier spécifique.

Pour rechercher et extraire des informations dans les index, il faut utiliser un

moteur de recherche. Apache Solr 20 et Elasticsearch 21 sont les deux moteurs de

recherches les plus populaires. Ils sont tous les deux basés sur Lucene. Solr est un

logiciel libre tandis qu’Elasticsearch est partiellement propriétaire.

Nous avons donc choisi d’utiliser Solr dans nos travaux par soucis de reproducti-

bilité et de transparence.

Solr dispose d’une interface assez intuitive qui constitue un moyen simplifié pour

faire des requêtes et voir les données. La figure 2.4 nous montre un aperçu de

l’interface de Solr.

Cependant, les données sont volumineuse et pour les traiter dans un laps de temps

20. https://lucene.apache.org/solr

21. https://www.elastic.co

https://lucene.apache.org/solr
https://www.elastic.co
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raisonnable, il faut utiliser du calcul parallèle ou distribué. Il est nécessaire éga-

lement d’utiliser tous les outils et artefacts possibles pour réduire le temps de

calcul.

Calcul parallèle et distribué

Le calcul parallèle consiste à diviser le programme et à le faire exécuter plusieurs

fois simultanément sur la même machine. Plus le processeur est puissant (possède

un grand nombre de coeurs et est rapide), plus la parallélisation est efficace. Pour

mieux comprendre cela, prenons l’exemple d’une tâche consistant à compter le

nombre de cartes dans un jeu de cartes. Le faire de manière classique (séquentielle)

serait de laisser la tâche à une seule personne. D’un point de vue «parallèle», le

jeu de cartes peut être divisé par exemple en trois, on donne chaque partie à trois

personnes différentes afin de les compter simultanément et enfin, on additionne

le résultat de chacun. Il est alors évident que la méthode parallèle sera beaucoup

plus rapide mais nécessitera plus de ressources.

Le calcul distribué repose sur le même principe. Cependant, les différentes parties

du programme ne sont pas exécutées simultanément sur la même machine mais

sur des machine différentes.

Le calcul parallèle peut être implémenté directement dans le code, chaque lan-

gage ayant ses spécificités. Pour faire du calcul distribué, on utilise des outils

(frameworks) tels que MapReduce 22 ou Apache Spark 23.

Concernant le stockage des données ou de fichier, il existe également des systèmes

de stockages permettant de les stocker de manière distribuée. Hadoop Distributed

22. https://hadoop.apache.org/docs/r1.2.1/mapred_tutorial.html

23. https://spark.apache.org

https://hadoop.apache.org/docs/r1.2.1/mapred_tutorial.html
https://spark.apache.org
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File System (HDFS) (Borthakur, 2007) est spécialement conçu pour stocker de

manière fiable des données massives. Très utilisé, HDFS permet le traitement de

manière rapide et efficace.

Minio 24 est un autre système de stockage distribué (Factor et al., 2005; Mesnier

et al., 2003). Minio stocke les fichiers sous forme d’objets qui sont constitués des

données elles-mêmes et de méta-données les décrivant (type, description, numéro

d’identification etc). Les systèmes de stockage objets sont plus efficaces que les sys-

tèmes de stockage de fichiers classique en terme de sécurité et de lecture/écriture

(Factor et al., 2005).

Il est également possible d’accélérer le processus d’accès aux données en utilisant

un framework tel que Alluxio 25 (originellement appelé Tachyon) (Li et al., 2013).

Alluxio est le premier système de stockage virtuel distribué à la vitesse de la

mémoire (les données sont chargées le plus possible dans la mémoire vive ce qui

permet d’y accéder très rapidement). Alluxio a plusieurs utilités, dont le fait de

faire un lien entre les infrastructures de calcul et les systèmes de stockage. Du fait

de son architecture spécifique centrée sur la mémoire, Alluxio permet un accès

aux données plus rapide que les solutions présentées précédemment. Facebook 26 a

commencé récemment le développement d’une technologie assez semblable nommé

Akkio 27 qu’il sera intéressant de surveiller à l’avenir.

Il est à noter que dans tout système distribué (il existe cependant des exceptions),

on doit avoir un maître qui distribue les tâches et des travailleurs qui exécutent

24. https://min.io/

25. https://www.alluxio.io

26. https://www.facebook.com

27. https://code.fb.com/core-data/akkio

https://min.io/
https://www.alluxio.io
https://www.facebook.com
https://code.fb.com/core-data/akkio
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les tâches.

En général, et dans notre cas, les données sont à plusieurs dimensions (la dimen-

sion est le nombre d’attributs, 288 dans notre cas) et sont hétérogènes. Notre base

de données contient plusieurs types d’attributs. Ces attributs sont numériques

(entiers et décimales) et catégoriques. Une bonne analyse de ce type de données

nécessite donc une phase de pré-traitement qui consiste à en réduire la dimension,

c’est-à-dire réduire le nombre d’attributs pour n’en garder que les plus impor-

tantes. Ce processus permet aussi d’éliminer le bruit (des attributs qui nuisent à

l’analyse des données).

Nous présentons ci-après les principales techniques à l’état de l’art que nous avons

étudiées dans le cadre de ce travail

2.1.3 Réduction de dimension

L’article de Weng et Young (2017) et celui de Yang et Pedersen (1997) présentent

des techniques de réduction de dimension intéressantes.

Pour réduire la dimension de l’ensemble de données, on doit identifier les attributs

les plus pertinents, c’est-à-dire ceux qui ont une forte corrélation avec ce que l’on

souhaite prédire (la diplomation dans notre cas).

L’une des techniques de réduction de dimension très utilisée, bien qu’ancienne, est

l’analyse en composante principale (Wold et al., 1987). Le but de cette technique

est de transformer les variables en «composantes principales», c’est à dire en va-

riables linéairement indépendantes. Cette technique est très utilisée par exemple

en reconnaissance d’image ou dans l’analyse de profils biologiques. Cependant,

cette technique ne s’applique que sur des données numériques.

D’autres techniques se sont donc développées, formant une famille appelée tech-



25

niques de réduction de dimensions suffisantes (Weng et Young, 2017).

Weng et Young (2017) font mention de quelques techniques de réduction de dimen-

sion suffisante dont le Sliced Inverse Regression (SIR) et le Partial Sliced Inverse

Regression. La première s’applique lorsque toutes les variables sont continues et

consiste à faire une régression inverse et diviser l’échelle de réponse en H inter-

valles qui ne se chevauchent pas. La seconde technique est une version de SIR qui

s’applique quand le vecteur de prédicteurs X comporte des variables continues et

catégoriques.

Parmi les techniques de réduction de dimension applicables sur un jeu de données

comportant des attributs mixtes, le gain d’information (Yang et Pedersen, 1997)

et l’incertitude symétrique (Kannan et Ramaraj, 2010) sont particulièrement effi-

caces.

Le gain d’information nécessite le calcul de l’entropie du jeu de données S :

Entropie(S) = −
c∑

i=1

pi × log2(pi)

où c est le nombre de classes (dans notre cas, deux classes : succès ou échec) et pi

est la probabilité qu’un enregistrement appartienne à la classe i. En pratique, on

utilise les fréquences relatives d’apparition dans cette classe. L’entropie mesure le

niveau de désordre dans la base de données. Le gain d’information de l’attribut A

est obtenu comme suit :

Gain(S,A) = Entropie(S)−
∑

v∈valeurs(A)

|Sv|
|S|
× Entropie(Sv)

où Sv représente les différentes valeurs de l’attribut en question.

L’incertitude symétrique permet également de quantifier la corrélation entre deux
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attributs. Elle est obtenue en calculant au préalable l’information mutuelle des

deux attributs en question X et Y, I(X;Y ) :

I(X;Y ) =
∑
y∈Y

∑
x∈X

p(x, y)log(
p(x, y)

p(x)p(y)
)

où p(x) est la probabilité de x et p(x, y) est la probabilité conjointe de x et y. Ces

probabilités proviennent également des fréquences d’apparitions.

L’incertitude symétrique U(X;Y ) s’obtient ensuite par :

U(X;Y ) = 2× I(X;Y )

Entropie(X) + Entropie(Y )

Ayant analysé les différentes options disponibles actuellement pour le stockage

et la mise en place d’infrastructures propre aux données massives ainsi que les

solutions existantes pour les traiter, il convient à présent de discuter des moyens

et méthodes pour analyser les données et d’en extraire des informations utiles.

Dans ce contexte de fouille de données éducationnelles, différentes méthodes sont

employées pour l’analyse et la prédiction. Ces méthodes se basent généralement

sur l’apprentissage automatique.

Nous passons ci-après en revue les algorithmes les plus performants et les plus

utilisés avant de présenter les travaux existantes dans le domaine de l’éducation.

2.2 Apprentissage automatique

En apprentissage automatique, on distingue l’apprentissage supervisé de l’appren-

tissage non supervisé.

En apprentissage supervisé, les données à disposition sont annotées. La tâche
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consiste à apprendre la relation qu’il y a entre les différentes données et leur an-

notation respective, dans le but de pouvoir annoter automatiquement de nouvelles

données.

En apprentissage non supervisé, les données ne sont pas annotées. Il n’y a aucune

information concernant la classe à laquelle appartient une donnée. Le but est de

trouver des relations entre les données afin par exemple, de les séparer en différents

groupes selon des caractéristiques communes.

Dans ce projet, nous utilisons l’apprentissage supervisé car les données que nous

avons sont annotées. Nous savons si un étudiant a réussi ou non ses cours et son

programme.

De plus, en apprentissage automatique, il faut faire attention au sur-apprentissage.

Un sur-apprentissage est le fait qu’un modèle se focalise trop sur les données

d’entraînement en y apprenant toutes ses spécificités (y compris le bruit), un

peu comme lorsque l’on apprend parfaitement par coeur une chose au lieu de la

comprendre. Le modèle sur-apprend alors dans ce cas. Un tel modèle aura de

bonnes performances sur les données d’entraînement mais aura un faible pouvoir

de généralisation (mauvaise performance sur les données de test).

Nous présentons ci-après les algorithmes les plus utilisés en apprentissage automa-

tiques et les plus pertinents dans notre domaine. Ces algorithmes sont les k-plus

proches voisins, le séparateur à vaste marge, l’arbre de décisions, la forêt aléatoire,

Adaboost et les réseaux de neurones.

2.2.1 k-plus proches voisins (k-NN)

L’algorithme des k-plus proches voisins (Cover et Hart, 1967) ou k-Nearest Neigh-

bors (k-NN) en anglais est un algorithme qui classifie les nouvelles données en
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fonction de leur proximité avec les données déjà présentes. Pour classifier un nou-

vel élément, l’algorithme considère les k éléments les plus proches de lui (selon

une mesure de distance bien définie) et classifie ce nouvel élément comme faisant

partie de la classe majoritaire parmi les k plus proches voisins.

La Figure 2.5 nous illustre le fonctionnement du k-NN. Dans cette figure, la tâche

consiste à classifier le nouvel élément (en rouge), soit dans la classe A ou dans la

classe B. Si ce sont les trois plus proches voisins qui sont considérés (k = 3), parmi

les trois éléments qui lui sont le plus proche, la classe majoritaire est la classe B.

Le nouvel élément sera donc, dans ce cas, classé dans la classe B. Dans le cas où

k = 6, l’élément sera classé dans la classe A.

Figure 2.5 Fonctionnement du k-NN

Cet algorithme est robuste par rapport aux valeur aberrantes et son concept reste

simple. Cependant, le coût de calcul est élevé et la détermination du nombre de

voisins optimal à considérer constitue un inconvénient 28.

28. https://www.fromthegenesis.com/pros-and-cons-of-k-nearest-neighbors/

https://www.fromthegenesis.com/pros-and-cons-of-k-nearest-neighbors/
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Figure 2.6 Fonctionnement du SVM
(source : https ://towardsdatascience.com/support-vector-machine-vs-logistic-regression-94cc2975433f)

2.2.2 Séparateur à Vaste Marge (SVM)

Pour expliquer simplement le fonctionnement du SVM (Hearst et al., 1998), pla-

çons nous dans le cas d’un problème de classification en deux classes.

La partie gauche de la Figure 2.6 présente plusieurs façons différentes de séparer

les données des deux classes. Le SVM fournit un séparateur qui maximise la marge

(la distance) entre les éléments des deux classes les plus proches tel que montré à

droite de la Figure 2.6.

Le SVM est bien adapté à la prédiction d’une variable binaire et repose sur une

théorie mathématique solide. Cependant, son entraînement est très coûteux en

temps ce qui constitue un inconvénient important lorsque le jeu de données est

très grand 29.

29. analyticsvidhya.com/blog/2017/09/understaing-support-vector-machine-example-code

analyticsvidhya.com/blog/2017/09/understaing-support-vector-machine-example-code
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Figure 2.7 Fonctionnement de l’arbre de décision

2.2.3 Arbre de décision

L’arbre de décision (Safavian et Landgrebe, 1991) est un modèle à base de règles.

Pour aboutir à une décision, des conditions sont testées sur les différents attributs

jusqu’à pouvoir classer convenablement l’élément. L’attribut le plus important est

déterminé au début en utilisant le plus souvent le gain d’information ou l’indice

de Gini (Raileanu et Stoffel, 2004). Selon la réponse à la question posée sur cet

attribut, on se déplace suivant l’une ou l’autre des branches de l’arbre. Le même

procédé est répété sur les attributs restants jusqu’à obtenir une réponse sans

ambiguïté.

La Figure 2.7 montre un exemple d’un arbre de décision où la tâche consiste à

classifier l’acceptation d’une offre en «oui» ou «non».

L’arbre de décision est efficace sur les grands jeu de données, procède à une sélec-
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tion implicite des attributs et le modèle est simple à comprendre et à interpréter.

Cependant, cet algorithme peut souffrir de sur-apprentissage (bonne performance

sur les données d’entraînement et mauvaise performance sur les données de test)

et n’est pas incrémental. Il est nécessaire de reconstruire le modèle pour chaque

nouvelle données 30 31.

2.2.4 Forêt aléatoire

La forêt aléatoire (Breiman, 2001) est un modèle composé de plusieurs arbres

de décision. Chacun de ces arbres est entraîné sur un sous-échantillon du jeu

de données original où les attributs sont sélectionnés aléatoirement. Ainsi, les

différents arbres sont entraînés sur des jeux de données différents. La décision

finale de la classification d’un nouvel élément, est un vote majoritaire entre les

décisions des différents arbres.

La Figure 2.8 illustre le fonctionnement (simplifié) de la forêt aléatoire.

La forêt aléatoire permet d’éviter le sur-apprentissage, a de bons résultats en

général et est adaptée aux jeu de données de grande dimension. Cependant, le

modèle résultant est difficilement interprétable et la détermination du nombre

optimal d’arbres à utiliser constitue également une difficulté 32.

30. https://media.ed.ac.uk/media/Pros+and+cons+of+decision+trees/1_p4gyge5m

31. https://github.com/ctufts/Cheat_Sheets/wiki/Classification-Model-Pros-and-Cons

32. https://www.oreilly.com/library/view/hands-on-machine-learning/
9781789346411/e17de38e-421e-4577-afc3-efdd4e02a468.xhtml

https://media.ed.ac.uk/media/Pros+and+cons+of+decision+trees/1_p4gyge5m
https://github.com/ctufts/Cheat_Sheets/wiki/Classification-Model-Pros-and-Cons
https://www.oreilly.com/library/view/hands-on-machine-learning/9781789346411/e17de38e-421e-4577-afc3-efdd4e02a468.xhtml
https://www.oreilly.com/library/view/hands-on-machine-learning/9781789346411/e17de38e-421e-4577-afc3-efdd4e02a468.xhtml
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Figure 2.8 Fonctionnement de la forêt aléatoire

2.2.5 Adaboost

Adaboost (Freund et Schapire, 1997) est un modèle ensembliste. Il se base sur la

décision de plusieurs sous-modèles, un peu comme la forêt aléatoire. Il fait partie

de la famille des algorithmes d’apprentissage par ensemble dit Boosting (Freund

et Schapire, 1997). Adaboost consiste à entraîner d’abord un modèle, par exemple

un arbre de décision sur le jeu de données et ensuite à entraîner un autre modèle

(de même nature, donc un arbre de décision dans notre cas) sur le même jeu

de données, en assignant des poids importants aux données mal classées par le

premier modèle et ainsi de suite, jusqu’au nombre de sous-modèles souhaité. Cela

permet aux modèles suivants de mieux se focaliser sur les données mal classées

par les modèles précédents. Le modèle final est une combinaison de ces différents

sous-modèles.

La Figure 2.9 illustre le fonctionnement d’Adaboost.

Adaboost est efficace sur les grands jeux de données et sa mise en oeuvre est simple.

Par contre, cet algorithme est sensible au bruit (données erronées, données non
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Figure 2.9 Fonctionnement de Adaboost
(source : https ://www.researchgate.net/figure/Training-of-an-AdaBoost-classifier

-The-first-classifier-trains-on-unweighted-data-then_fig3_306054843)

pertinentes ou encore données qui ne veulent rien dire) et aux valeurs aberrantes 33.

2.2.6 Réseaux de neurones

Les réseaux de neurones artificiels standards (Sarle, 1994) sont des modèles d’ap-

prentissage automatique ayant pour but d’imiter les réseaux de neurones naturels

du cerveau humain. Ils peuvent être très complexes avec plusieurs couches de neu-

rones les unes à la suite des autres. Le réseau de neurones artificiel le plus simple

est le perceptron (Rosenblatt, 1958).

Le perceptron est composé d’un seul neurone (bloc de calcul) qui reçoit des entrées

auxquelles sont associées des poids et qui selon une fonction d’activation bien

définie, produit une valeur de sortie.

Figure 2.10 Un exemple de perceptron

33. http://user.ceng.metu.edu.tr/~tcan/ceng734_f1112/Schedule/adaboost.pdf

http://user.ceng.metu.edu.tr/~tcan/ceng734_f1112/Schedule/adaboost.pdf
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Figure 2.11 Traitement à l’intérieur du neurone

Dans la Figure 2.10 le perceptron (représenté par un cercle) prend en entrée des

données x1, x2 et x3 et produit une valeur de sortie.

Le neurone exécute deux opérations. La première fait la somme pondérée des

informations reçues (la somme des valeurs d’entrées multipliées par leur poids

respectifs). Ensuite, une fonction appelée fonction d’activation, est appliquée à

cette somme. Selon la valeur obtenue, le neurone s’active et produit une valeur en

sortie comme illustré dans la Figure 2.11.

Les fonctions d’activation qui peuvent être utilisées sont nombreuses. Un exemple

simple peut être une fonction d’activation «signe». Cette fonction retourne 0

lorsque la somme est négative et 1 lorsqu’elle est positive.

Un réseau de neurones est composé de plusieurs perceptrons, donc de plusieurs

neurones et de plusieurs couches de neurones. Pour avoir une valeur de sortie

dans un réseau de neurones, l’information entre par la couche d’entrée et chaque

neurone de chaque couche produit une valeur qui est passée aux neurones des

couches suivantes. Ainsi de suite jusqu’à la dernière couche (composée d’un ou de

plusieurs neurones) qui fournit la valeur de sortie (Figure 2.12). Les couches de
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Figure 2.12 Un exemple de réseau de neurones à quatre couches dont deux couches
cachées

neurones intermédiaires sont appelées couches cachées.

Le but de l’entraînement d’un réseau de neurones est de déterminer les meilleurs

poids à appliquer entre les neurones de façon itérative.

2.2.7 Réseaux de neurones récurrents (RNN)

Les réseaux de neurones récurrents sont spécialement conçus pour traiter des

données séquentielles. Un bel exemple d’utilité des RNNs est cité dans le blog de

Christopher Olah 34 :

Les humains ne commencent pas leur réflexion de zéro à chaque instant. Lorsque
nous lisons, nous comprenons chaque mot selon notre compréhension des mots
précédents.

Les réseaux de neurones présentés dans la partie précédente, ne peuvent modéliser

des problèmes nécessitant l’utilisation d’informations passées. En revanche, les

34. http://colah.github.io/posts/2015-08-Understanding-LSTMs

http://colah.github.io/posts/2015-08-Understanding-LSTMs
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RNN par contre sont particulièrement adaptés à cela.

Les RNN sont des réseaux de neurones avec des boucles permettant aux informa-

tions passées d’être prises en compte.

Un RNN peut être considéré comme la combinaisaon de plusieurs réseaux de

neurones tels que chaque réseau envoie sa sortie aux réseaux suivants pour consi-

dération. Le RNN peut être «déroulé» comme dans la Figure 2.13. Ainsi, chaque

réseau de neurones A prend en entrée un vecteur d’entrée xt, produit une valeur

de sortie ht et envoie également une information au réseau suivant qui l’utilise,

combinée à la valeur d’entrée, pour faire des prédictions.

Figure 2.13 Un réseaux de neurones récurrent déroulé
(source : http ://colah.github.io/posts/2015-08-Understanding-LSTMs/)

Les RNN sont entraînés par la rétro-propagation (Backpropagation) comme les

réseaux de neurones simples. La rétro-propagation consiste à propager à travers le

réseau de neurones (de la fin vers le début) la différence entre le résultat attendu

(valeur réelle) et le résultat produit par le réseau de neurones (valeur prédite),

appelée gradient d’erreur et notée ∆, afin de mettre à jour efficacement les para-

mètres. Lorsque le réseau est grand, il se produit le phénomène de la disparition

du gradient (vanishing gradient) (Hochreiter, 1998). Le RNN n’arrive plus alors

à apprendre efficacement. Les paramètres au début du réseau ne sont plus mis à

jour efficacement car le gradient d’erreur disparaît du fait de multiples opérations
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qui le diminue peu à peu. Plus précisément, le RNN n’arrive pas à capturer les

dépendances à long terme.

Pour pallier ce problème, un nouveau type de RNN fut développé : le LSTM (Long

Short Term Memory) (Hochreiter et Schmidhuber, 1997). Les LSTM arrivent à

capturer les dépendances à long terme et à se servir des informations passées grâce

à une cellule mémoire qui passe par tout le réseau et est mise à jour au besoin.

À la différence du RNN, dont la structure des différentes composantes (cellules)

comporte une seule couche, celle du LSTM est plus complexe avec quatre couches

de neurones (en jaune dans la Figure 2.14).

Figure 2.14 Cellule d’un LSTM
(source : http ://colah.github.io/posts/2015-08-Understanding-LSTMs/)

L’élément principal du LSTM est la cellule mémoire, nommée Ct. Cette cellule

peut être mise à jour au besoin. Il est possible d’y ajouter ou de retirer cer-

taines informations au moyen de structures appelées des portes. Ces portes sont

au nombres de trois : la porte «oublie» (ft), la porte «mise à jour» (it) et la porte

«sortie» (ot). Lorsqu’une entrée est prise en considération par une cellule LSTM,

grâce à la porte «oublie», certaines informations du passé sont retirées et certaines

sont gardées. Cette porte «oublie» prend donc en considération l’information pas-

sée ht−1 et le vecteur d’entrée xt et produit une valeur entre 0 et 1 pour chaque

information dans la cellule mémoire précédente. Ici, une valeur de 0 signifie retirer
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complètement l’information et 1 signifie garder l’information.

Concernant la porte «mise à jour» et la porte «sortie», le principe est le même,

le LSTM décide pour chaque information, respectivement, lesquelles ajouter à la

cellule mémoire et lesquelles seront passées à la cellule LSTM suivante. Des détails

plus précis sont fournis dans l’article de Hochreiter et Schmidhuber (1997).

Nous présentons ci-après les travaux relatif à la prédiction de la performance des

étudiants.

2.3 Prédiction de la performance des étudiants

2.3.1 Approches classiques

Nous nous intéressons dans notre travail à prédire la performance des étudiants

(inspirée du Knowledge Tracing (Yudelson et al., 2013; Piech et al., 2015)). C’est

une tâche importante du fait des impacts potentiels dans l’éducation. Cependant,

prédire la performance des étudiants est par nature difficile, car l’apprentissage

humain est enraciné dans la complexité du cerveau et des connaissances humaines

(Piech et al., 2015). Plus formellement, prédire la performance des étudiants peut

se formuler de la manière suivante : soient x0...xt, des informations sur un étudiant,

où xt = {qt, at} avec qt = exercice et at = réussis ou non. Avec ces informations,

prédire xt+1, à savoir si l’étudiant réussira ou non l’exercice qt+1 (Piech et al.,

2015).

Yadav et al. (2012) utilisent des arbres de décision pour prédire la réussite des

étudiants dans un cours. Ils utilisent trois types d’algorithmes d’arbres de décision :

ID3, C4.5 et CART (Singh et Gupta, 2014). Ils montrent que l’algorithme CART

obtient les meilleurs résultats. Quant à Ma et Zhou (2018), ils utilisent en plus

des arbres de décision, des modèles prédictifs basés sur des SVM pour également
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prédire la réussite dans un cours. Leur article montre que l’arbre de décision a

de meilleures performances que le SVM dans leur contexte. Dans Athani et al.

(2017), les auteurs ne s’intéressent pas uniquement à la réussite à un cours, mais

essayent de prédire la note que l’étudiant aura (A, B, C, D et E). Pour cela, ils

utilisent des SVM à classes multiples.

Certains chercheurs se penchent sur des méthodes qui prennent en compte la pro-

gression des étudiants. Ces méthodes, contrairement aux méthodes statiques pré-

sentées précédemment (considérant toutes les informations en même temps), ont

pour but de modéliser l’évolution de l’étudiant le long de son parcours académique

afin de mieux effectuer la prédiction de réussite (Xu et al., 2017). Ils proposent

une méthode de prédiction qui prend en compte la manière dont l’étudiant évolue

durant le programme. Leur méthode se base essentiellement sur l’utilisation de

modèles spécifiques pour chacun des trimestres de l’étudiant. La prédiction finale

est basée sur la combinaison des résultats des modèles spécifiques.

Cette méthode, bien que très intéressante, se heurte à plusieurs limites surtout

dans le cadre de la problématique traitée dans ce mémoire. En effet, la mé-

thode proposée s’applique exclusivement dans un programme où tous les étu-

diants suivent exactement le même nombre de cours à chaque trimestre et ont

suivi le même nombre de trimestres à la fin de leur programme. De plus, ce mo-

dèle progressif est seulement intéressant lorsqu’il y a une certaine hiérarchie de

difficulté inter-trimestres. Dans un contexte où les étudiants sont libres de prendre

un nombre de cours variable par trimestre et où il n’y a pas vraiment de hiérar-

chie de difficulté entre les trimestres 35, ce modèle tel que proposé dans l’article ne

s’applique pas.

Il est intéressant aussi de considérer les modèles personnalisés pour chaque étu-

35. https://etudier.uqam.ca/programme?code=3281#bloc_presentation

https://etudier.uqam.ca/programme?code=3281#bloc_presentation


40

diant (Thai-Nghe et al., 2011). Les auteurs ont proposé un modèle personnalisé

pour prédire la performance d’un étudiant à une tâche spécifique. Ils justifient

l’utilisation d’une méthode personnalisée par cet exemple :

Marie est une élève intelligente. Sa performance est toujours supérieure à celles des
autres élèves. Ainsi, utiliser les données issues de ses performances pour prédire la
performance des autres ne sera pas adapté et nous devons utiliser les informations
d’une même personne pour prédire la performance de cette même personne.

Ce type de modèle vise à établir le profil de chaque étudiant individuellement pour

fournir une prédiction basée sur les performances propre à l’étudiant considéré.

Ces articles susmentionnés sont tous intéressants et permettent d’obtenir des ré-

sultats acceptables en utilisant des algorithmes classiques d’apprentissage automa-

tique. Cependant, d’autres méthode, présentées ci-après, peuvent être plus adap-

tées selon les contextes envisagées.

2.3.2 Approches probabilistes

L’une des méthodes les plus populaires pour prédire la performance d’un étudiant

est une métode probabiliste utilisant la théorie bayésienne (Corbett et Anderson,

1994; Yudelson et al., 2013). Il s’agit d’une méthode largement utilisée dans le

domaine des systèmes tutoriels intelligents et qui fournit de bons résultats en

général. La méthode représente la connaissance comme un ensemble de variables

binaires (1 pour acquis 0 sinon). Les observations sont également binaires, les

exercices ou tâches à accomplir étant soit réussis ou soit échoués. De plus, le

modèle suppose qu’une compétence apprise n’est jamais oubliée.

Dans cette méthode, quatre types de paramètres sont utilisés :

— P-Init : probabilité a priori de connaître la compétence requise, p(L0)

— P-Transit : probabilité d’apprendre une nouvelle compétence après l’avoir

rencontrée, p(T)
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— P-Slip : probabilité de faire une erreur en maîtrisant la compétence requise,

p(S)

— P-Guess : probabilité de réussir une tâche sans avoir la compétence requise,

p(G)

Finalement, la probabilité p(Ct+1)
k
u qu’un étudiant u réussisse une tâche nécessi-

tant la compétence k est donnée par l’équation suivante : p(Ct+1)
k
u = p(Lt+1)

k
u ·

(1−p(S)k)+(1−p(Lt+1)
k
u) ·p(G)k. Cette équation montre que la probabilité qu’un

étudiant réussisse une tâche nécessitant la compétence k dépend alors du fait de

maîtriser la compétence tout en l’appliquant correctement (p(Lt+1)
k
u · (1−p(S)k)),

mais aussi du fait de ne pas posséder la compétence requise, mais de pouvoir

l’appliquer quand même, la deviner ((1− p(Lt+1)
k
u) · p(G)k).

Certains chercheurs tentent de rendre le BKT plus individualisé en changeant

la manière d’estimer les paramètres (Pardos et Heffernan, 2010; Yudelson et al.,

2013), tandis que d’autres tentent d’améliorer uniquement les probabilités p(S),

faire une erreur en connaissant la compétence et p(G), de réussir la tâche sans

avoir la compétence requise, (Baker et al., 2008).

Aucune de ces tentatives d’amélioration ne comble l’inconvénient majeur du BKT

qui est la représentation binaire de la connaissance. Ce type de représentation est

insuffisant comme souligné dans (Piech et al., 2015).

2.3.3 Approche utilisant l’apprentissage profond

Au vu des limites de l’approche probabiliste détaillée à la section précédente, Piech

et al. (2015) proposent un modèle basé sur l’apprentissage profond qu’ils appellent

Deep Knowledge Tracing ou DKT. Selon eux :

L’apprentissage humain est régi par de nombreuses propriétés différentes (matière,
contexte, déroulement des cours et surtout, la personne concernée) dont beaucoup
sont difficiles à quantifier [...].
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Ils utilisent des RNN ainsi que des LSTM et montrent que leur méthode a de

meilleures performances que les approches bayésiennes.

2.4 Métriques d’évaluation

Tous nos modèles sont des modèles de prédiction binaire, qui visent à prédire

le succès ou l’échec (il est à noter que les abandons sont considérés comme des

échecs). La métrique utilisée est la F-mesure ou F1-score (Sasaki et al., 2007).

C’est une métrique qui est robuste à la répartition des classes dans le jeux de

données (nombre de succès et nombre d’échecs dans notre cas). La F-mesure est

basée sur la précision (Buckland et Gey, 1994) et le rappel (Buckland et Gey,

1994).

La précision mesure le pourcentage d’éléments pertinents retrouvés parmi tous

les autres éléments retrouvés par le classifieur. Le rappel mesure le pourcentage

d’éléments pertinents retrouvés parmi tous les éléments pertinents de la base de

données. La Figure 2.15 illustre la définition des deux mesures. Finalement, la

F-mesure est la moyenne harmonique de ces deux métriques.

Ainsi soit un classifieur binaire dont les classes sont «positif» et «négatif». Les vrais

positifs (VP) sont les éléments estimés par le classifieur comme étant positifs et

qui le sont réellement. Les faux positifs (FP) sont ceux estimés positifs mais étant

en réalité négatifs. Les faux négatifs (FN) sont les éléments estimés négatifs mais

qui sont positifs. Et finalement, les vrais négatifs (VN) sont les éléments estimés

négatifs tout en l’étant réellement. Avec ces différentes quantités résumées dans le

Tableau 2.3, les formules pour la précision, le rappel et la F-mesure sont :

— Précision = V P
V P+FP

— Rappel = V P
V P+FN

— F-mesure = 2×Precision×Rappel
Precision+Rappel
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Figure 2.15 Précision et rappel
(source : https ://fr.wikipedia.org/wiki/Pr%C3%A9cision_et_rappel)

Tableau 2.3 Répartition générale des éléments classés à l’aide d’un classifieur
Classe réelle
+ -

Classe
estimée

+ VP FP
- FN VN

Nous avons à présent tous les outils permettant d’expliquer nos travaux. Dans le

chapitre suivant, nous parlons de l’indexation que nous avons effectuée sur nos

données et nous présentons nos modèles prédictifs.





CHAPITRE III

INDEXATION ET MODÈLES PRÉDICTIFS

3.1 Indexation

Pour répondre à notre première problématique qui consiste à trouver un moyen ef-

ficace d’accéder aux données du SPARI, nous avons choisi de faire une indexation

des données. L’indexation (présentée dans 2.1.2) permet la recherche et l’extrac-

tion de n’importe quelle information de façon efficace et rapide.

3.1.1 Moteur d’indexation utilisé et accès aux données indexées : Lucene et
Solr

Pour procéder à l’indexation, nous avons choisi d’utiliser le moteur d’indexation

Lucene (présenté dans 2.1.2). De par son efficacité éprouvée et de par le fait que

plusieurs moteurs de recherche se basent sur lui, Lucene est un choix intéressant

pour nous et répond à nos besoins.

Pour accéder aux données indexées via Lucene, nous utilisons Solr (présenté dans

2.1.2). Car, en plus d’être un moteur de recherche qui est basé sur Lucene, Solr

est un logiciel libre. L’indexation a alors été faite en utilisant l’API (interface

de programmation applicative ou Application Programming Interface en anglais )

SolrJ de Solr. C’est une API utilisable dans le langage de programmation Java.
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Grâce à l’indexation, il est possible d’effectuer des requêtes pour chercher des

informations rapidement. Ces requêtes peuvent être aussi complexes que souhaité.

De plus, Solr est utilisable avec plusieurs langages de programmation comme R,

Python et Java.

3.1.2 Mise en oeuvre

Pour mener à bien l’indexation, la première étape consista à sélectionner parmi

les activités, celles ayant le suffixe «_a» et non celles ayant le suffixe «_b». Cette

étape permet d’éviter la redondance et de ne pas indexer la «matrice de croise-

ment» (voir 1.1). Cela permet également une première réduction du nombre d’at-

tributs (ou dimension). En effet, les données ainsi obtenues ne comportent plus

que 160 attributs sans aucune perte d’information, car nous n’avons éliminé que

les attributs contenant des informations redondantes (ceux entraînant la création

de cette «matrice de croisement»).

Avant de débuter une indexation avec Solr, ou généralement n’importe quelle

indexation, il faut avoir une connaissance précise des contenus à traiter pour

déterminer quelles informations indexer. En effet, la méthode d’indexation choisie

nécessite d’abord la définition d’un schéma d’indexation. Ce schéma contient les

informations des variables/attributs à indexer. Ainsi, nous avons dû au préalable

parcourir toute la base de données, comprendre la signification de chacune des

variables et prendre des décisions pour chacune d’elle.

Dans le schéma d’indexation, qui est au format XML, des paramètres doivent être

définis pour les variables, à savoir, parmi les plus importants, leur nom, leur type,

si on l’indexe ou non (si oui, il sera possible de faire des requêtes impliquant cette

variable) ou si on la garde ou non (si oui, on pourra avoir accès au contenu de la
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Figure 3.1 Aperçu du schéma d’indexation

variable) (voir la documentation de Solr 36 pour plus de précision).

La Figure 3.1 nous donne un aperçu de notre schéma d’indexation. Par exemple,

pour la variable «cd_local_a» (première ligne de la Figure 3.1), nous déclarons

son type qui est un string (chaîne de caractère), nous choisissons de l’indexer

(indexed="true") et de la stocker (stored="true"). Ainsi, nous pouvons faire des

requêtes impliquant la variable «cd_local_a» et avoir accès à son contenu. De

plus, nous spécifions que cette variable n’est pas requise. Un enregistrement sans

une valeur pour cette variable peut alors être indexé.

Étant donné la taille importante des données du SPARI, pour pouvoir effectuer

l’indexation le plus efficacement possible, nous avons décidé d’utiliser le framework

Spark qui permet de faire du calcul distribué et parallèle (Zaharia et al., 2016) pour

pouvoir «distribuer» (partager) l’exécution du programme sur plusieurs machines

différentes. Cela permet d’augmenter considérablement la vitesse d’indexation. En

effet, le programme est divisé en plusieurs parties différentes qui sont exécutées

en même temps sur différentes machines.

Nous avons utilisé Solr en mode «cloud» ce qui permet d’avoir plusieurs ins-

tances Solr pour pouvoir gérer l’index de manière distribuée. Pour coordonner les

différentes instances de Solr, il faut utiliser Zookeeper (voir 2.1.2) qui permet de

36. https://lucene.apache.org/solr/guide/7_2/field-type-definitions-and-properties.
html

https://lucene.apache.org/solr/guide/7_2/field-type-definitions-and-properties.html
https://lucene.apache.org/solr/guide/7_2/field-type-definitions-and-properties.html
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communiquer avec les différentes instances Solr (celles-ci ne peuvent communiquer

entre elles).

Les données brutes sont stockées dans Minio (voir 2.1.2). Nous avons choisi Minio

notamment pour la protection et la disponibilité des données contre des pannes

de système, que ce soient des pannes de matériel ou des pannes logiciels.

Les données stockées dans Minio ont été au préalable compressées en utilisant

l’algorithme pbzip2 (Gilchrist, 2004) qui est la version parallèle de l’algorithme

bzip2 très connu pour la compression des données (Seward, 1996). Cela nous

permit de réduire la taille totale de la base de données qui était de 599 Gigabits

à environ 15 Gigabits.

Finalement, nous avons eu recours à Alluxio (voir 2.1.2) pour accéder aux données

qui sont dans Minio depuis notre application d’indexation dans le but d’accélérer

encore plus tout le processus d’indexation.

L’infrastructure globale de notre application d’indexation est décrite dans la Fi-

gure 3.2. Ainsi, au début, notre application de calcul (ou d’indexation) codée en

Java en utilisant le framework Spark accède aux données stockées dans Minio

via Alluxio. Le processus d’indexation est distribué sur deux machines différentes.

Puis, pour envoyer les documents indexés sur les différents nœuds (instances) Solr,

les données sont d’abord envoyées à Zookeeper qui redistribue les documents aux

instances Solr de façon optimale (par exemple en priorisant l’instance la moins

occupée). De plus, étant en mode «cluster» ou «cloud», chaque framework se doit

d’avoir un «maître» qui coordonne les autres framework du même type qui eux

sont les «travailleurs».

De ce fait, le Spark maître distribue le calcul aux Spark travailleurs (Spark 01

et Spark 02 sur la Figure 3.2). De même, parmi les trois instances Zookeeper, il
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Figure 3.2 Infrastructure globale du processus d’indexation

y a également un maître et trois travailleurs (le maître peut également être un

travailleur).

Pour mettre en place toute cette infrastructure, nous avons utilisé 6 machines

virtuelles (VM) dont les spécifications sont décrites dans le Tableau 3.1. Le détail

des différentes installations sur les machines virtuelles est décrit dans le Tableau

3.2. Minio quant à lui est sur un serveur de stockage distinct de tous les autres

dont la capacité est de 1 Térabyte.

3.1.3 Valeur ajoutée de l’indexation distribuée

Une tentative d’indexation fut d’abord faite sans utiliser du calcul distribué. Ce-

pendant, cette indexation dura plus d’une semaine et fut incomplète. L’indexation

distribuée que nous avons effectuée ne dura que 21 heures en tout. Cela démontre
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Tableau 3.1 Spécifications des machines virtuelles utilisées
Machine Virtuelle Stockage (Gigabytes) Mémoire (Gigabytes) CPU (Nombre de coeurs)
1 100 6 4
2 100 6 4
3 100 6 4
4 100 6 4
5 79 8 4
6 80 8 4

Tableau 3.2 Contenu des machines virtuelles utilisées
Machine Virtuelle Contenu
1 Solr + Zookeeper
2 Solr + Zookeeper
3 Solr + Zookeeper
4 Solr + Alluxio
5 Spark + Alluxio
6 Spark + Alluxio

bien la nécessité de procéder à une indexation distribuée. Le temps gagné est

considérable.

3.2 Modèles prédictifs

La base de données du SPARI étant exploitable et accessible de manière efficace,

nous pouvons nous concentrer sur l’étape suivante qui est l’extraction d’informa-

tions utiles de cette base de données, autrement dit, prédire si un étudiant échouera

ou non son programme ou le cours dans lequel il est inscrit. Nous avons consi-

déré plusieurs modèles de prédictions afin de détecter les étudiants susceptibles

d’échouer leur programme, au début de leur inscription (prédiction à l’entrée),

et durant leur parcours académique. Nous présentons également un modèle plus

spécifique qui vise à prédire si un étudiant réussira ou non un cours.
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Tableau 3.3 Attributs statiques pour la prédiction de la réussite à l’entrée (sélec-
tion manuelle)

nb_cote_r de_ville
de_statut_legal cd_sexe de_citoyennete
cd_postal_actuel cd_postal_original cd_programme
cd_rang_choix cd_trimestre_debut de_base_admission
de_base_admission_groupe de_categorie_financiere de_cycle_programme
de_localisation_programme de_programme de_programme_admission
de_programme_collegial_famille de_programme_collegial_type de_regime_debut
de_type_programme nb_age_debut nb_moyenne_acad_admission
nb_credits_diplomation_programme yn_temps_complet_debut_inscription yn_temps_partiel_debut_inscription

3.2.1 Prédiction de la performance à l’entrée du programme

Donner la possibilité à chaque étudiant d’estimer ses chances de réussite dans un

programme pourra l’aider à mieux définir son orientation académique. Il est alors

intéressant de savoir si un étudiant pourra potentiellement réussir un programme

dès son inscription dans celui ci.

Pour concevoir ce modèle, nous avons décidé de considérer uniquement des at-

tributs qui sont indépendants du parcours dans le programme, des attributs sta-

tiques qui sont spécifiques à chacun et qui sont mesurables lors de l’inscription.

Par exemple, nous avons sélectionné le statut de l’étudiant (résident, étranger,

citoyen), le cycle du programme, l’âge au début du programme, etc. Ces attributs

sont décrits au complet dans le Tableau 3.3. Cependant, parmi ces attributs, il y

en a qui sont commun à tous les étudiants du programme (code du programme

ou encore nombre de crédits requis) ou sont similaires entre eux. Nous ne sélec-

tionnons donc pas ces attributs pour l’entraînement du modèle.

De ce fait, nous considérons pour chaque programme, les attributs pré-cités sur

lesquels nous faisons une réduction de dimension. Cette étape nous permettra

de ne retenir que les attributs les plus importants et d’éliminer le bruit. Pour la

réduction de dimension, nous avons utilisé le gain d’information et l’incertitude

symétrique (définis dans 2.1.3), car ces deux méthodes fonctionnent bien sur des
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données mixtes (attributs numériques et catégoriques).

Chaque programme étant unique, les mêmes attributs peuvent avoir des impor-

tances différentes d’un programme à l’autre. Pour chaque programme considéré,

nous donnons plus de détails dans le chapitre 4 sur les attributs sélectionnés.

Pour entraîner les modèles, nous utilisons les algorithmes classiques d’apprentis-

sage automatiques présentes dans l’état de l’art (voir 2).

3.2.2 Prédiction de la performance au programme entamé

Notre modèle proposé est un modèle «temporel» car il a pour but de capturer

la corrélation temporelle du parcours des étudiants (relation entre les différents

trimestres d’activité de l’étudiant) afin d’être capable d’apprendre leur évolution

pour en faire une prédiction. Ce modèle s’inspire du modèle des travaux de Piech

et al. (2015). Comme présenté dans la revue de littérature, ces derniers utilisent

des RNN et des LSTM (voir sous-section 2.2.7) pour faire des prédictions quant

à la réussite des étudiants.

Néanmoins, contrairement à eux, nous n’utiliserons que des LSTM dans notre

modèle. En effet, étant donné la capacité des LSTM à apprendre de plus longues

dépendances que les RNN traditionnels, en plus du fait de pouvoir traiter des

données séquentielles, nous optons pour un modèle à base de LSTM. De plus,

nos données peuvent être considérer comme des suites de séquences d’interactions

avec l’environnement (cours) au fil du parcours des étudiants. Ces séquences sont

les différents trimestres durant lesquels sont inscrits les étudiants et peuvent être

plus ou moins longues selon le programme et les étudiants.
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Préparation des données

Comme nous l’avons vu, les informations présentes dans la base de données du

SPARI forment un ensemble très hétérogène. Cependant, il faut entraîner le mo-

dèle et l’évaluer sur un ensemble le plus homogène possible pour avoir de bonnes

performances. Nous considérons donc pour chaque modèle, les étudiants d’un

même programme.

Cependant, même les étudiants d’un même programme ont souvent des parcours

différents (choix de cours, nombre de trimestres, etc). Par conséquent, le nombre de

séquences des étudiants sont de tailles différentes. Pour notre modèle un trimestre

correspond à une séquence. En théorie, les LSTM peuvent accepter des entrées

avec un nombre différent de séquences. En pratique, cependant, il faut user de

quelques astuces pour que les LSTM acceptent des entrées avec avec un nombre

différent de séquences. Les LSTM acceptent une matrice de séquences, ce qui

oblige toutes les suites de séquences à avoir la même dimension (même nombre de

séquences pour chaque entrée). Pour y remédier, trois possibilités se présentent :

1- Augmenter ou précéder les séquences de 0 (ces 0 seront ignorés lors de l’ap-

prentissage)

2- Considérer chaque séquence une à une pour l’apprentissage (faire des lots com-

posés d’une seule séquence)

3- Grouper les séquences de même nombre dans des lots

Nous avons utilisé la première solution (augmenter les séquences de 0) car elle

ne nécessite pas de regrouper des informations, ce qui pourrait éventuellement

conduire à un biais. Par exemple si on considère un programme P et en prenant

dix comme nombre maximal des séquences, tous les étudiants doivent avoir un

nombre de séquences égale à dix. Si un étudiant n’a complété que sept trimestres,
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il aura une suite de dix trimestres dont les sept premiers correspondent à ses sept

trimestres et les trois derniers seront remplis de 0.

Le nombre maximal de séquences est le nombre de trimestre total le plus grand

parmi les étudiants.

Formulation du problème

Prédire si un étudiant réussira ou non son programme est un problème qui peut

être vu comme une classification binaire où le résultat attendu y pour une infor-

mation X est tel que y ∈ {0, 1} (0 = échec ; 1 = réussite).

Architecture du modèle et entraînement

Notre modèle est un modèle composé d’un réseau de LSTM qui accepte des sé-

quences d’entrées d’une taille prédéfinie à l’avance.

À titre d’exemple, nous décrivons l’architecture utilisée pour la prédiction de réus-

site au programme de maîtrise en informatique. Les autres modèles pour les autres

programmes que nous avons considérés sont assez semblables. Nous décrivons le

modèle utilisé pour chaque programme considéré dans le chapitre 4.

Ainsi, pour le programme de maîtrise en informatique, le réseau LSTM, prend

en entrée une suite de séquence de taille neuf (neuf étant le nombre de trimestre

total le plus grand) et retourne une séquence de valeurs comme résultat. La suite

représente une amélioration par rapport au travaux de (Piech et al., 2015). En

effet, nous allons plus loin car nous avons voulu expérimenter une combinaison des

LSTM avec des réseaux de neurones traditionnels. Par conséquent, la séquence de

valeurs sortie par le réseau LSTM est transformée en un format adéquat (flattened)

et envoyée à un réseau de neurones à quatre couches. La première couche possède
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Figure 3.3 Architecture du modèle de prédiction de réussite au programme de
maîtrise en informatique

neuf neurones, la deuxième cinq neurones, la troisième trois neurones et la dernière

un seul neurone qui est le neurone de sortie. Ces neurones utilisent tous la fonction

d’activation tanh :

tanh(x) =
1− e−2x

1 + e−2x

Cette fonction d’activation est largement utilisée pour des tâches de classification

en deux classes (Sibi et al., 2013). L’architecture du modèle est présentée dans la

Figure 3.3.

Nous avons entraîné le modèle en utilisant des lots de taille 10 (des groupes de 10

séquences sont envoyés tour à tour au réseau de neurones pour l’apprentissage)

et un nombre total d’itérations de 1000. En effet, l’entraînement d’un réseau de

neurones peut se poursuivre jusqu’à la convergence des poids entre les neurones

(les poids ne changent plus). Cela est très coûteux et en pratique, on limite le

nombre d’itérations (nombre d’étapes), qui est de 1000 dans notre cas. Le modèle
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est entraîné en utilisant la fonction d’optimisation Adam (adaptative moment es-

timation). Adam est un algorithme d’optimisation pour la descente de gradient

stochastique (Kingma et Ba, 2014) qui est utilisée pour mettre à jour les para-

mètres du réseau de neurones.

Ce modèle nous permettra alors de déterminer pour chaque étudiant, à la fin de

chaque trimestre, si il ou elle réussira son programme. Si notre modèle prédit

un échec, il sera alors intéressant d’en comprendre les raisons et d’essayer de

déterminer quels cours sont susceptibles d’être échoués.

3.2.3 Prédiction de la performance à un cours

Dans cette section, nous nous intéressons à la prédiction concernant la performance

aux cours. En effet, que faire si notre modèle de performance au programme pré-

dit l’échec d’un étudiant à son programme ? Il sera alors intéressant dans ce cas,

de creuser en profondeur la raison de ce résultat en analysant les cours indivi-

duellement. Ainsi, nous tentons de répondre à cette question : si l’étudiant A va

échouer dans son programme selon notre modèle de prédiction, est-ce parce qu’il

va échouer aux cours qu’il a pris (aller jusqu’au bout du cours et obtenir la note

E = échec) ? Si oui, quels sont ces cours ? Sinon, il sera possible de conseiller aux

personnes responsables de s’entretenir avec l’étudiant pour identifier un éventuel

problème (abandon de programme, difficultés familiale ou financière, etc). Nous

proposons alors un modèle de prédiction spécifique aux cours qui nous aidera dans

ce contexte.

Pour prédire la performance d’un étudiant à un cours, il nous semble pertinent de

s’intéresser à des modèles personnalisés qui prennent en compte le plus possible

le parcours spécifique de chaque étudiant

De plus, le système de notation utilisé ne permet pas, selon nous, de modéliser
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fidèlement la performance des étudiants (et ce problème s’appliquent à tous les

système de notation équivalents). En effet, cela tient d’une remarque personnelle

que nous jugeons utile de détailler ici.

Considérons deux étudiants Hayat et Khalid dans le programme de maîtrise en

informatique. Hayat commence son programme en automne tandis que Khalid

commence l’hiver suivant.

Hayat prend deux cours (jugés difficiles à sa première session) puis trois cours à

la session d’hiver suivante dont deux de ces cours, C1 et C2, sont les mêmes que

Khalid a pris et qui constituent pour lui, ses deux seuls cours de la session.

Hayat et Khalid obtiennent la même note aux cours C1 et C2. De plus, Hayat a

également une note équivalente à celle obtenue à C1 à son troisième cours de la

session. Pour plus de clarté, cette situation est illustrée dans la Figure 3.4

Cependant, à cause de ses cours difficiles pris à l’automne, sa moyenne cumulative

ou GPA est inférieur à celle de Khalid. C’est logique car le GPA ne prend en

compte que la note obtenue et aucun autre critère. Il est à noter, par exemple, que

le GPA est souvent le principal critère considéré lors de l’attribution de bourses.

Par conséquent, Hayat se voit refuser une bourse d’excellence qui est obtenue par

Khalid.

Cet exemple démontre bien que pour modéliser au mieux la performance des

étudiants, il est nécessaire et plus juste de considérer d’autres facteurs en plus de

la note obtenue, comme le nombre de cours et la difficulté des cours par exemple.

Pour cela, nous partons sur la même idée que Thai-Nghe et al. (2011) pour notre

système de prédiction concernant la performance aux cours. Nous tentons de maxi-

miser la personnalisation pour apprécier au mieux la performance individuelle de

chaque étudiant. Étant donnée que chaque étudiant suit un certain nombre de
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Figure 3.4 Illustration des cours pris par Hayat et Khalid

cours n’ayant pas tous le même niveau de difficulté et du fait que chaque étudiant

a des capacités spécifiques, l’idée générale est la suivante : regrouper les cours

par difficultés similaires puis leur attribuer un poids en fonction de la difficulté.

Ensuite, avec une fonction exponentielle (que nous présentons dans la sous-section

suivante), nous assignons un poids à chaque cours que l’étudiant a suivit. La fonc-

tion exponentielle est utilisée car elle permet de donner une grande importance

aux cours difficiles et une importance moindre aux cours faciles. De plus, nous

assignons également un score à chaque étudiant en fonction du nombre de cours

suivis, de la difficulté des cours, et des différentes notes obtenues.

Modèle proposé - Préliminaires

Afin de présenter l’algorithme et donc le modèle dans les meilleurs conditions,

nous explicitons plus en profondeur l’idée générale.

Pour l’assignation des poids aux cours selon leur difficulté, nous prenons une

échelle dont les bornes sont les poids des cours «extrêmement» faciles et ceux des

cours «extrêmement» difficiles. Nous attribuons arbitrairement et intuitivement
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les poids ainsi : les cours «extrêmement» faciles, un poids de 0,5 et les cours «ex-

trêmement» difficiles, un poids de deux. À noter qu’ici, un cours «extrêmement»

difficile est quatre fois plus compliqué qu’un cours «extrêmement» facile. Le choix

des poids pourra être amélioré dans une prochaine phase de ces travaux.

En analysant le système de notation de l’UQAM 37, nous classons un cours «ex-

trêmement» facile comme étant un cours où la moyenne des notes obtenues par

tout les étudiants se situe entre A (4,0) et A+ (4,3). Par le même principe, nous

classons un cours «extrêmement» difficile comme étant un cours où la moyenne

des notes obtenues par tous les étudiants se situe entre D (1,0) et D+ (1,3). Ainsi,

pour les cours «extrêmement» faciles, pour la suite nous considérons une moyenne

de 4,15 et pour les cours «extrêmement» difficiles, une moyenne de 1,15.

Pour pouvoir assigner un poids à un cours selon la moyenne obtenue, nous devons

considérer une fonction paramétrée qui prendra en entrée cette moyenne et nous

donnera en sortie le poids associé en respectant les bornes établies précédemment

(deux pour les cours les plus difficiles et 0,5 pour les cours les plus faciles). La

fonction doit également être décroissante, c’est à dire que si l’entrée (la moyenne)

croît, la sortie (le poids) doit nécessairement décroître.

Ainsi, soit la fonction exponentielle β × exp (−αx) où β et α sont des paramètres

à déterminer, et x est la moyenne des notes obtenues par les étudiants ayant pris

le cours. Pour estimer les paramètres β et α, nous nous servons des bornes que

nous avons fixées (2 pour un cours d’une moyenne de 1,15 et 0,5 pour un cours

d’une moyenne de 4,15) et avec cela, nous devons résoudre le système d’équation

suivant :  β × exp (−1, 15α) = 2

β × exp (−4, 15α) = 0, 5

37. https://etudier.uqam.ca/legende-releve-notes

https://etudier.uqam.ca/legende-releve-notes
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La résolution de ce système d’équations nous donne les valeurs suivantes :

α =
ln(4)

3
et β = 2 exp (

1, 15 ln(4)

3
)

Nous attribuons également un score à chaque étudiant de la façon suivante :

nous considérons tous les cours pris par l’étudiant ainsi que la note obtenue et

la moyenne des notes dans les cours respectifs puis nous calculons le score avec

la même fonction exponentielle décrite précédemment, pondérée par la note de

l’étudiant. Le score relatif de l’étudiant pour chaque cours i est donc : Si =

ni × β × exp (−αmi) avec ni, la note de l’étudiant au cours i et mi, la moyenne

des notes obtenues par tout les étudiants ayant pris le cours i. Le score total de

l’étudiant S est la moyenne des Si.

Nous présentons à présent l’algorithme créant un jeu de données qui contient,

pour chaque étudiant, son score ainsi que le poids du cours auquel on s’intéresse

pour la prédiction. Il est à noter que pour chaque cours, la moyenne des notes

obtenues par tous les étudiants ayant suivi ce cours est évaluée avant d’exécuter

l’algorithme 1.

Cet algorithme prend en entrée les informations sur le cours cible et les informa-

tions sur tous les étudiants ayant pris ce cours.

À partir de l’algorithme 1, nous obtenons alors pour chaque étudiant, son score

ainsi que le poids du cours auquel on s’intéresse. Pour l’apprentissage, il faut alors

ajouter un troisième attribut qui est la réussite ou non au cours auquel on s’in-

téresse. Nous ajoutons également comme attribut le taux de réussite globale au

cours cible.
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Algoritme 1
1: α← ln(4)

3

2: β ← 2 exp (1,15 ln(4)
3

)
3: Pour chaque étudiant ayant pris le cours A :
4: Pour chacun des cours i pris avant le cours A :
5: Soit mi, la moyenne des notes obtenues par tout les étudiants ayant pris

le cours i
6: Soit ni, la note de l’étudiant au cours i
7: Calculer le score de l’étudiant au cours i : Si = ni × β × exp (−αmi)
8: Fin Pour
9: Calculer score totale de l’étudiant : S = moyenne des Si

10: Fin Pour
11: Calculer le poids du cours A : PA = β × exp (−αmA) où mA est la moyenne

des notes obtenues par tous les étudiant ayant pris le cours A

Dans le chapitre suivant, nous présentons nos expérimentations ainsi que les ré-

sultats obtenus.





CHAPITRE IV

EXPÉRIMENTATIONS ET RÉSULTATS

Nous décrivons à présent nos expérimentations pour chaque modèle, suivis des

résultats obtenus.

Le choix des ensembles d’entraînement et de test dans toutes nos expérimentations

utilise la validation croisée : on découpe le jeu de données en k morceaux (k = 10

dans nos expériences) et on entraîne le modèle sur tous les morceaux sauf le

premier que l’on utilise pour le test. On recommence en entraînant à nouveau le

même modèle mais sur tous les morceaux sauf le deuxième qui est utilisé par le

test et ainsi de suite. Le résultat final est une moyenne des différents résultats

obtenus.

Comme indiqué précédemment, les métriques d’évaluation prises en compte sont

le rappel, la précision et la F-mesure (voir partie 2.4).

Il est à noter également que tout le pré-traitement des données a été effectué avec

le langage de programmation R et l’implémentation des modèles prédictifs avec le

langage de programmation Python.

Le taux d’échec dans chacun des programmes que nous examinons peut sembler

élevé. Cela est dû au fait que nous considérons les abandons comme échecs. De

plus, du fait de l’état des données (données manquantes, bruits, erreurs), une très
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grande partie des enregistrements est inexploitable. Les erreurs que nous avons

rencontrées dans la base de données sont des erreurs relatives à la valeur de certains

attributs dans certains enregistrements. Par exemple, il arrive que la note d’un

étudiant soit incohérente (note plus grande que 4.3), ou que le genre ne soit ni

homme ni femme mais hiver par exemple. Pour détecter ces erreurs il faut explorer

attentivement chaque attribut et voir quelles sont toutes les valeurs qu’il contient.

4.1 Modèles pour la prédiction de l’échec à l’entrée

Dans cette section, nous présentons nos différentes expérimentations ainsi que les

résultats obtenus pour chaque expérimentation.

4.1.1 Expérimentations

Nous avons évalué notre approche pour la prédiction à l’entrée sur les programmes

suivants : Baccalauréat en Informatique, Maîtrise en Informatique, Baccalauréat

en Administration (Finance), Baccalauréat en Droit et Baccalauréat en Psycho-

logie.

Nous avons choisi ces programmes car ce sont ceux qui sont les plus exploitables

(données les plus complètes après pré-traitement).

Pour chacun de ces programmes, nous avons considéré en premier lieu les mêmes

attributs au début de la modélisation (ceux présentés dans la partie 3.2.1). Par la

suite, nous avons sélectionné tous les attributs suivants qui sont présents à l’entrée

dans le programme :

— de_programme_collegial_famille

— yn_temps_complet_debut_inscription

— de_statut_legal
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— de_citoyennete

— cd_sexe

— nb_cote_r

— cd_rang_choix

— cd_trimestre_debut

— de_base_admission

— de_programme_admission

— de_programme_admission_groupe

— nb_age_debut

— nb_moyenne_acad_admission

— de_programme_collegial_type

Il semble que le service d’admission ne puisse pas considérer le rang dans les diffé-

rents choix qu’un candidat indique dans sa demande d’admission, du fait que cette

donnée n’est pas disponible. Or on trouve dans les données du SPARI l’attribut

cd_rang_choix (numéro du choix lors de la candidature au programme). Il se peut

alors que cette information ne soit pas transmise au service d’admission pour ne

pas biaiser l’étude des dossiers.

Il est à noter que pour les étudiants étrangers, la moyenne académique n’est pas

présente.

Finalement, nous avons utilisé les deux algorithmes de réduction de dimension, à

savoir le gain d’information et l’incertitude symétrique (voir en 2.1.3) sur chaque

jeu de données afin de déterminer les attributs les plus pertinents. Les résultats

de la réduction de dimension pour chaque modèle sont présentés dans l’annexe A.

La question posée aux différents classifieurs que nous utilisons est la suivante :

Est-ce que l’étudiant auquel nous nous intéressons ne complétera pas (échec ou

abandon) son programme ?



66

Nous avons utilisé les techniques d’apprentissage automatique décrites dans lapar-

tie 2.2 sur les différents jeux de données pour prédire la performance des étudiants.

Ces algorithmes sont donc les suivants : l’arbre de décision, les k-plus proches voi-

sins, le séparateur à vaste marge (SVM), la forêt aléatoire, les réseaux de neurones

et un modèle d’apprentissage par ensemble (adaboost).

Baccalauréat en informatique

Pour le programme du baccalauréat en informatique, les données disponibles dans

la base de données sont celles des années comprises entre 1996 et 2017 et com-

portent 3577 étudiants. Après pré-traitement (retrait des étudiants dont l’infor-

mation concernant la réussite ou l’échec est manquante, retrait des données avec

des erreurs) et réduction de dimension, nous obtenons un jeu de données avec

3369 étudiants dont 798 ayant réussi le programme et 2571 ayant échoué (échecs

et abandons). Ce jeu de données est composé de 7 attributs qui sont les plus signi-

ficatifs (attributs ayant le plus grand score vis à vis des techniques de réduction de

dimensions). De plus nous obtenons les meilleurs résultats avec cette combinaison

d’attributs. Ces attributs sont :

— cd_rang_choix (numéro du choix lors de la candidature au programme)

— de_base_admission (base d’admission dans le programme)

— de_citoyennete (citoyenneté)

— de_programme_admission (programme présenté pour l’admission)

— de_statut_legal (statut légal au Québec)

— nb_cote_r (cote r)

— de_programme_collegial_famille (programme collégial présenté pour l’ad-

mission)

Les résultats sont donnés dans le tableau 4.1.
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Tableau 4.1 Résultats d’évaluation du système de prédiction de l’échec à l’entrée
du baccalauréat en informatique

Baccalauréat informatique
Algorithme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 74,86 93,89 83,26
Arbre de décision 76,21 93,23 84,27
Adaboost 75,63 98,85 85,69
k-NN 75,95 96,35 84,93
Forêt aléatoire 80,17 84,74 82,29
SVM 78,50 96,58 86,56

Maîtrise en informatique

Pour le programme de la maîtrise en informatique, les données disponibles dans la

base de données sont celles des années comprises entre 2004 et 2016, comportant

304 étudiants dont 102 ayant réussi le programme et 202 ayant échoué (échecs et

abandons). Ce jeu de données est composé de 7 attributs qui sont les plus signifi-

catifs (attributs ayant le plus grand score vis à vis des techniques de réduction de

dimensions). De plus nous obtenons les meilleurs résultats avec cette combinaison

d’attributs. Ces 7 attributs sont :

— cd_rang_choix (numéro du choix lors de la candidature au programme)

— de_base_admission (base d’admission dans le programme)

— de_citoyennete (citoyenneté)

— de_programme_admission (programme présenté pour l’admission)

— de_statut_legal (statut légal au Québec)

— nb_cote_r (cote r)

— nb_moyenne_acad_admission (moyenne académique dans le programme

présenté à l’admission du programme considéré)

Bien que le programme considéré est une maîtrise et qu’à la maîtrise, on admet
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sur la base d’un baccalauréat, la côte R de l’étudiant est tout de même disponible.

Les résultats sont donnés dans le tableau 4.2 ci-après.

Tableau 4.2 Résultats d’évaluation du système de prédiction de l’échec à l’entrée
de la maîtrise en informatique

Maîtrise informatique
Algorithme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 64,67 91,62 75,79
Arbre de décision 72,23 66,90 68,99
Adaboost 66,91 98,10 79,52
k-NN 67,60 91,52 77,62
Forêt aléatoire 70,73 78,24 74,00
SVM 65.00 90,18 75,38

Baccalauréat en administration (finance)

Pour le programme du baccalauréat en administration option finance, les données

disponibles dans la base de données sont celles des années comprises entre 2008 et

2016, comportant 2177 étudiants. Après pré-traitement (retrait des étudiants dont

l’information concernant la réussite ou l’échec est manquante, retrait des données

avec des erreurs) et réduction de dimension, nous obtenons un jeu de données

avec 1980 étudiants dont 706 ayant réussi le programme et 1274 ayant échoué

(échecs et abandons). Ce jeu de données est composé de 8 attributs qui sont les

plus significatifs (attributs ayant le plus grand score vis à vis des techniques de

réduction de dimensions). De plus nous obtenons les meilleurs résultats avec cette

combinaison d’attributs. Ces 8 attributs sont :

— de_base_admission (base d’admission dans le programme)

— de_citoyennete (citoyenneté)

— de_programme_admission (programme présenté pour l’admission)

— de_statut_legal (statut légal au Québec)
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— de_programme_collegial_famille (programme collégial présenté pour l’ad-

mission)

— nb_moyenne_acad_admission_a (moyenne académique dans le programme

présenté à l’admission du programme considéré)

— nb_age_debut_a (âge de l’étudiant au début du programme)

— nb_cote_r (cote r)

Les résultats sont donnés dans le tableau 4.3 ci-après.

Tableau 4.3 Résultats d’évaluation du système de prédiction de l’échec à l’entrée
du baccalauréat en administration (finance)

Baccalauréat administration (finance)
Algorithme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 62,50 91,44 74,23
Arbre de décision 62,86 82,73 71.27
Adaboost 62,37 98,20 76,23
k-NN 64,67 82,58 72,26
Forêt aléatoire 63,41 83,26 71,87
SVM 62,73 91,75 74,36

Baccalauréat en droit

Pour le programme du baccalauréat en droit, les données disponibles sont com-

prises entre les années 2009 et 2016 avec 1659 étudiants Après pré-traitement

(retrait des étudiants dont l’information concernant la réussite ou l’échec est man-

quante, retrait des données avec des erreurs) et réduction de dimension, nous ob-

tenons un jeu de données avec 1575 étudiants dont 568 ayant réussis le programme

et 1007 ayant échoué (échecs et abandons). Ce jeu de données est composé de 5

attributs qui sont les plus significatifs (attributs ayant le plus grand score vis à vis

des techniques de réduction de dimensions). De plus nous obtenons les meilleurs

résultats avec cette combinaison d’attributs. Ces 5 attributs sont :
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— de_base_admission (base d’admission dans le programme)

— de_citoyennete (citoyenneté)

— de_programme_admission (programme présenté pour l’admission)

— de_statut_legal (statut légal au Québec)

— de_programme_collegial_famille (programme collégial présenté pour l’ad-

mission)

Les résultats sont donnés dans le tableau 4.4 ci-après.

Tableau 4.4 Résultats d’évaluation du système de prédiction de l’échec à l’entrée
du baccalauréat en droit

Baccalauréat en droit
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 63,18 97,90 76,80
Arbre de décision 66,35 72,95 64,40
Adaboost 63,48 99,43 77,64
k-NN 65,57 82,08 72,88
Forêt aléatoire 72,05 75,05 74,49
SVM 67,37 90,86 77,35

Baccalauréat en psychologie

Pour le programme du baccalauréat en psychologie, les données disponibles sont

comprises entre les années 1987 et 2016 avec 6049 étudiants dont 3051 ayant réussi

le programme et 2998 ayant échoué (échecs et abandons). Ce jeu de données est

composé de 10 attributs qui sont les plus significatifs (attributs ayant le plus grand

score vis à vis des techniques de réduction de dimensions). De plus nous obtenons

les meilleurs résultats avec cette combinaison d’attributs.. Ces 10 attributs sont :

— cd_rang_choix (numéro du choix lors de la candidature au programme)

— de_base_admission (base d’admission dans le programme)

— de_citoyennete (citoyenneté)
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— de_programme_admission (programme présenté pour l’admission)

— de_programme_collegial_famille (programme collégial présenté pour l’ad-

mission)

— de_statut_legal (statut légal au Québec)

— nb_age_debut_a (âge de l’étudiant au début du programme)

— nb_cote_r (cote r)

— trimestre_debut (trimestre du début du programme (hiver, été ou au-

tomne))

— nb_moyenne_acad_admission (moyenne académique dans le programme

présenté à l’admission du programme considéré)

Les résultats sont donnés dans le tableau 4.5 ci-après.

Tableau 4.5 Résultats d’évaluation du système de prédiction de l’échec à l’entrée
baccalauréat en psychologie

Baccalauréat en psychologie
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 60,03 62,41 60,07
Arbre de décision 67,11 62,57 64,03
Adaboost 68,96 62,84 65,14
k-NN 67,83 63,41 65,30
Forêt aléatoire 63,96 63,07 63,08
SVM 66,73 78,49 71,80

Les résultats montrent qu’il est possible de détecter certains étudiants suscep-

tibles d’être en difficulté dès leur inscription au programme. De plus, il n’y a pas

d’algorithme meilleur que tous les autres. En effet, il n’y a aucun algorithme qui

surpasse les autres dans toutes nos expérimentations. Cependant, nous pouvons

remarquer qu’en moyenne Adabost est celui qui obtient les meilleurs résultats,

suivi du SVM. La forêt aléatoire a en moyenne les moins bonnes performances.
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4.2 Modèles pour la prédiction de la performance le long du programme

Dans cette section, nous présentons l’expérimentation de notre approche pour

prédire la performance de l’étudiant le long de ses trimestres d’activités. Nous

comparons notre modèle avec la méthode de Piech et al. (2015) qui, pour rappel,

utilise uniquement des RNN et des LSTM.

4.2.1 Expérimentations

Pour expérimenter notre modèle temporel visant à prédire à chaque étape (tri-

mestre) l’échec de l’étudiant, nous avons considéré les mêmes programmes que

dans la section précédente, à savoir : baccalauréat en informatique, maîtrise en

informatique, baccalauréat en administration (finance), baccalauréat en droit et

baccalauréat en psychologie.

Les architecture que nous présentons sont celles qui donnent les meilleurs perfor-

mances. Les différentes architectures des modèles sont les suivantes :

— Baccalauréat en informatique : une couche de LSTM de taille 12 combinée

à un réseau de neurones à 2 couches, avec 3 neurones dans la première

couche et 1 neurone dans la deuxième couche.

— Maîtrise en informatique : une couche de LSTM de taille 9 combinée à un

réseau de neurones à 4 couches, avec 9 neurones dans la première couche,

5 dans la deuxième, 3 dans la troisième et 1 dans la quatrième (voir 3.2.2).

— Baccalauréat en administration (finance) : une couche de LSTM de taille

12 combinée à un réseau de neurones à 3 couches, avec 5 neurones dans la

première couche, 3 neurones dans la deuxième couche et 1 neurone dans la
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troisième couche.

— Baccalauréat en droit : ne couche de LSTM de taille 12 combinée à un

réseau de neurones à 4 couches, avec 9 neurones dans la première couche, 5

neurones dans la deuxième, 3 neurones dans la troisième et 1 neurone dans

la quatrième couche.

— Baccalauréat en psychologie : deux couches de LSTM de taille 12 combinée

à un réseau de neurones à 5 couches, avec 7 neurones dans la première

couche, 5 neurones dans la deuxième, 3 neurones dans la troisième, 2 neu-

rones dans la quatrième et 1 neurone dans la dernière couche.

Pour rappel, la question posée aux classifieurs est la suivante : En considérant les

informations actuelles (du 1er trimestre ou du 1er et du 2e trimestre par exemple),

est-ce que l’étudiant en question réussira son programme ou non ? Ici, l’intérêt est

de pouvoir utiliser les modèles le plus tôt possible (par exemple dès le deuxième

trimestre)

4.2.2 Résultats

Nous présentons les résultats obtenus avec nos différentes architectures et les com-

parons avec les résultats obtenus en utilisant uniquement des LSTM comme décrit

dans les travaux de Piech et al. (2015). Nous avons implémenté leur méthode pour

la comparaison.

Les résultats décrivent l’évolution de la prédiction de la performance (échec ou

non) en considérant la F-mesure au fil des trimestres d’activités des étudiants.

Afin de mieux visualiser la différence entre les deux méthodes, nous présentons
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ici les résultats sous forme de graphiques. Les résultats détaillés (sous forme de

tableaux) sont décrits dans l’annexe B.2.

Baccalauréat en informatique

Les résultats obtenus pour le programme du baccalauréat en informatique sont

présentés dans la Figure 4.1. La courbe verte montre le résultat obtenu en utilisant

notre approche (notre architecture combinant les LSTM et les réseaux de neurones

traditionnels). La courbe bleue montre le résultat obtenu en utilisant la méthode

de Piech et al. (2015).

Figure 4.1 Résultat de la prédiction de l’échec au baccalauréat en informatique
avec notre architecture (en vert) et avec la méthode de Piech et al. (2015) (en
bleu)

Maîtrise en informatique

Les résultats obtenus pour le programme de la maîtrise en informatique sont

présentés dans la Figure 4.2. La courbe verte montre le résultat obtenu en utilisant

notre approche (notre architecture combinant les LSTM et les réseaux de neurones

traditionnels). La courbe bleue montre le résultat obtenu en utilisant la méthode
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Figure 4.2 Résultat de la prédiction de l’échec à la maîtrise en informatique avec
notre architecture (en vert) et avec la méthode de Piech et al. (2015) (en bleu)

de Piech et al. (2015).

Baccalauréat en administration (finance)

Les résultats obtenus pour le programme du baccalauréat en administration sont

présentés dans la Figure 4.3. La courbe verte montre le résultat obtenu en utilisant

notre approche (notre architecture combinant les LSTM et les réseaux de neurones

traditionnels). La courbe bleue montre le résultat obtenu en utilisant la méthode

de Piech et al. (2015).

Baccalauréat en droit

Les résultats obtenus pour le programme du baccalauréat en droit sont présentés

dans la Figure 4.4. La courbe verte montre le résultat obtenu en utilisant notre

approche (notre architecture combinant les LSTM et les réseaux de neurones tra-

ditionnels). La courbe bleue montre le résultat obtenu en utilisant la méthode de

Piech et al. (2015).
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Figure 4.3 Résultat de la prédiction de l’échec au baccalauréat en administration
avec notre architecture (en vert) et avec la méthode de Piech et al. (2015) (en
bleu)

Figure 4.4 Résultat de la prédiction de l’échec au baccalauréat en droit avec notre
architecture (en vert) et avec la méthode de Piech et al. (2015) (en bleu)

Baccalauréat en psychologie

Les résultats obtenus pour le programme du baccalauréat en psychologie sont

présentés dans la Figure 4.5. La courbe verte montre le résultat obtenu en utilisant

notre approche (notre architecture combinant les LSTM et les réseaux de neurones
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traditionnels). La courbe bleue montre le résultat obtenu en utilisant la méthode

de Piech et al. (2015).

Figure 4.5 Résultat de la prédiction de l’échec au baccalauréat en psychologie avec
notre architecture (en vert) et avec la méthode de Piech et al. (2015) (en bleu)

Les résultats obtenus montrent que les LSTM arrivent à apprendre les corrélations

entres les différents trimestres d’activités des étudiants (les courbes des résultats

sont croissantes). C’est ce qui est attendu. Ce qui est pertinent avec ces résultats

est que nous parvenons à obtenir de bonnes performances, dans la majorité des cas

dès le deuxième trimestre. De plus nos résultats sont meilleurs que ceux obtenus en

utilisant la méthode de Piech et al. (2015). Notre approche prouve alors qu’il est

plus pertinent et plus efficace de combiner des LSTM et des réseaux de neurones

standards dans ce cas précis, qu’utiliser uniquement des LSTM.

4.3 Modèle pour la prédiction aux cours

Dans cette section, nous présentons nos expérimentations ainsi que les résultats

respectifs dans le cadre de la prédiction de l’échec à un cours d’un étudiant donné.
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4.3.1 Expérimentations

Pour évaluer notre algorithme pour prédire l’échec au cours, nous avons considéré

des cours qui sont dans les programmes sur lesquels nous avons expérimentés nos

modèles de prédiction de l’échec au programme (voir 4.1.1). Nous considérons

alors les dix cours suivants :

— MAT2480 : 16314 étudiants dont 15526 succès et 788 échecs

— MAT2080 : 6483 étudiants dont 5256 succès et 1227 échecs

— MKG3300 : 4854 étudiants dont 4503 succès et 351 échecs

— ADM3500 : 2671 étudiants dont 2126 succès et 545 échecs

— FIN3500 : 3472 étudiants dont 3154 succès et 312 échecs

— SCO3443 : 2503 étudiants dont 2178 succès et 325 échecs

— INF2120 : 472 étudiants dont 356 succès et 116 échecs

— POL4701 : 198 étudiants dont 171 succès et 27 échecs

— ECO2012 : 318 étudiants dont 240 succès et 78 échecs

— DSR2010 : 1858 étudiants dont 1803 succès et 55 échecs

La question posée à nos modèles est la suivante : Est-ce que l’étudiant en question

échouera le cours ?

Le choix des ensembles d’entraînement et de test dans toutes nos expérimentations

utilise la validation croisée (décrit dans 4).

4.3.2 Résultats

Nous présentons les résultats obtenus avec les différents algorithmes d’apprentis-

sage automatique pour chaque cours. Nous comparons nos résultats avec ceux

obtenus en utilisant la méthode directe (naïve) qui est d’utiliser uniquement les

variables relatives au cours et à l’étudiant présentes dans la base de données. C’est
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la méthode utilisée le plus souvent dans la littérature.

Ces variables sont : de_base_admission, de_citoyennete, de_programme_admission,

de_statut_legal, de_programme_collegial_type, nb_age_debut, nb_cote_r, cd_sexe,

nb_credits_activite_cumul et nb_moyenne_acad_programme.

Par soucis de clarté, nous présentons ici uniquement les résultats pour les cours

MAT2080, MKG33000, ADM3500, INF2120 et SCO3443 (nous obtenons les per-

formances les plus intéressantes avec ces cours). L’ensemble des résultats est pré-

senté dans l’annexe B.

Cours MAT2080

Pour le cours MAT2080, les résultats obtenus sont donnés dans le Tableau B.25.

Tableau 4.6 Résultats prédiction de l’échec au cours MAT2080
MAT2080

Algorithme Méthode naïve Notre méthode
F-mesure(%) F-mesure(%)

Réseau de neurones 32,87 68,47
Arbre de décision 44,37 66,37
Adaboost 45,70 69,57
k-NN 37,07 64,31
Forêt aléatoire 47,36 58,30
SVM 27,81 62,75

Cours MKG3300

Pour le cours MKG3300, les résultats sont donnés dans le Tableau 4.7.
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Tableau 4.7 Résultats prédiction de l’échec au cours MKG3300
MKG3300

Algorithme Méthode naïve Notre méthode
F-mesure(%) F-mesure(%)

Réseau de neurones 10,73 57,47
Arbre de décision 51,34 55,02
Adaboost 50,60 56,62
k-NN 38,08 58,01
Forêt aléatoire 50,04 46,95
SVM 15,81 53,78

Cours ADM3500

Pour le cours ADM3500, les résultats obtenus sont donnés dans le Tableau 4.8.

Tableau 4.8 Résultats prédiction de l’échec au cours ADM3500
ADM3500

Algorithme Méthode naïve Notre méthode
F-mesure(%) F-mesure(%)

Réseau de neurones 12,68 32,47
Arbre de décision 35,42 59,64
Adaboost 34,56 57,05
k-NN 19,44 52,98
Forêt aléatoire 32,73 50,82
SVM 25,52 46,54

Cours SCO3443

Pour le cours SCO3443, les résultats sont donnés dans le Tableau 4.9.
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Tableau 4.9 Résultats prédiction de l’échec au cours SCO3443
SCO3443

Algorithme Méthode naïve Notre méthode
F-mesure(%) F-mesure(%)

Réseau de neurones 28,32 43,01
Arbre de décision 44,36 56,17
Adaboost 49,08 56,37
k-NN 36,68 54,53
Forêt aléatoire 44,47 45,31
SVM 38,36 37,51

Cours INF2120

Pour le cours INF2120, les résultats sont donnés dans le Tableau 4.10.

Tableau 4.10 Résultats prédiction de l’échec au cours INF2120
INF2120

Algorithme Méthode naïve Notre méthode
F-mesure(%) F-mesure(%)

Réseau de neurones 29,94 64,99
Arbre de décision 55,44 64,49
Adaboost 58,23 63,16
k-NN 52,39 64,15
Forêt aléatoire 52,99 56,68
SVM 46,02 66,50

Notre méthode surpasse dans la majorité des cas (9 fois sur 10) la méthode directe

ou naïve qui consiste à utiliser uniquement les variables relatives au cours et à

l’étudiant présentes dans la base de données (méthode utilisée le plus souvent

dans la littérature). Malgré le fait qu’il y ait moins d’échec que de réussite dans

les cours considérés, notre méthode arrive à en détecter un grand nombre (nous

parlons d’échec car ce qui nous intéresse est de savoir si un étudiant échouera

un cours). En effet, lorsque la répartition des enregistrements dans les différentes
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classes est inégale, il est souvent difficile d’avoir de bonnes performances sur la

classe minoritaire. Par conséquent, le fait qu’il y ait moins d’échecs que de réussites

dans les cours considérés rend cette prédiction difficile.

Notre approche prouve alors la nécessité de considérer plusieurs aspects dont no-

tamment la difficulté des cours pris et d’attribuer un score aux étudiants qui tente

de quantifier à quel point ils sont performants.

Tout comme nous l’avons vu pour nos modèles de prédiction à l’entrée, les résultats

montrent qu’il n’y a pas d’algorithme meilleur que tous les autres (dans toutes les

situations). Ici, en moyenne, Adaboost à les meilleures performances, suivis des

arbres de décision. Le SVM a en moyenne les moins bonnes performances.

Dans les sous-sections suivantes, les limitations et des pistes d’améliorations sont

présentées.

4.4 Discussion et Limitations

4.4.1 Limitations

Du fait du temps imparti et des moyens à dispositions, nos différents modèles se

heurtent à certaines limitations.

La principale limitation est la base de données en elle-même. En effet, il manque

des données essentielles qui permettraient sans doute d’améliorer nos modèles et

ainsi de fournir de meilleurs résultats. Pour des étudiants internationaux (n’ayant

pas fait leur scolarité au Québec) par exemple, il n’y a pratiquement pas d’infor-

mations a priori. Nous ne disposons pas de leurs informations passées, à savoir

leur université de provenance (ou même le lieu d’étude avant l’UQAM), les notes

obtenues, etc. Ce sont des informations essentielles qui amélioreraient certaine-
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ment nos modèles de prédiction de réussite dès l’entrée à l’UQAM ainsi que tous

nos autres modèles. Il faudrait donc identifier toutes les informations pertinentes

qui peuvent être obtenues et les enregistrer dans la base de données.

De plus, une grande partie des enregistrements est inexploitable car il y a des

données manquantes, des données mal renseignées et beaucoup d’erreurs. Pour

les identifier il faut parcourir très attentivement la base de données et prendre

connaissance de toutes les variables aisni que leur signification. Cela est handica-

pant car même si la base de données est volumineuse, elle est en grande partie

inutilisable.

Concernant notre approche de prédiction de l’échec le long du programme, elle ne

prend pas en compte la prédiction effectuée concernant l’échec ou non dès l’entrée.

Il peut alors être intéressant de trouver un moyen efficace de l’intégrer au modèle.

Quant à l’approche de prédiction de l’échec aux cours, elle n’est fonctionnelle qu’à

partir du deuxième cours pris par l’étudiant. En effet, par maque d’information sur

le passé de l’étudiant, notre modèle, se servant principalement des informations

passées du parcours de l’étudiant pour faire la prédiction, ne sera pas en mesure

de faire des prédictions sur le tout premier cours pris par l’étudiant.

4.4.2 Travaux futurs

Suite aux limitations dont nous avons fait mention, notre projet pourrait être

amélioré. Une première idée est de fusionner notre modèle de prédiction à l’entrée

avec le modèle de prédiction au programme entamé afin que ce dernier prenne

en considération la prédiction effectuée par le modèle de prédiction de l’échec à

l’entrée du programme. Cela pourra certainement améliorer le modèle.

Il serait également intéressant de combiner les modèles du type Baysian Knowledge
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Tracing (BKT) (Yudelson et al., 2013) avec le Deep Knowledge Tracing (DKT)

(Piech et al., 2015). En effet, comme nous l’avons vu dans l’état de l’art, le BKT

évalue les connaissances de façon binaire, ce qui n’est pas le cas du DKT. Or il

peut y avoir des connaissances ou compétences qui méritent d’être évaluées de

façon binaire et d’autres pas. Combiner les deux méthodes pourrait obtenir de

bons résultats et mériterait une certaine attention.

Toujours dans le but d’optimiser les modèles de prédiction, il serait intéressant

de faire soit du sur-échantillonage ou du sous-échantillonage sur les données afin

d’avoir une répartition équitable du nombre de succès et d’échecs. Une méthode

intéressante pour y remédier est d’utiliser SMOTE (Chawla et al., 2002). SMOTE

est un algorithme de sur-échantillonage très connu. Il parcourt tout les éléments

de la classe minoritaire, cherche ses k plus proches voisins et génère aléatoirement

de nouvelles données qui se situent entre les éléments et leurs voisins.

De plus, étant donné le fait qu’il y ai moins de données sur les étudiants n’ayant

pas fait leur scolarité au Québec, il serait intéressant de tester les modèles avec

seulement la population étudiante ayant fait sa scolarité antérieure au Québec, et

seulement ceux l’ayant fait à l’extérieur, et de comparer la performance.

Dans le but d’améliorer continuellement l’expérience des étudiants au cours de

leur parcours académique, il est intéressant de pouvoir les aider dans leur choix

de cours. En effet, il n’est pas rare de rencontrer des étudiants très hésitants quant

à leur parcours. Pouvoir proposer alors un parcours optimal à un étudiant, qui lui

permettra d’avoir son diplôme dans les temps lui sera très bénéfique car cela lui

permettra de gagner du temps et de l’argent.

Le système de recommandation est alors une suite logique à nos modèles de pré-

diction. En effet, plusieurs choix s’offrent dans ce contexte (proposition de choix

de parcours dès l’entrée, proposition de cours à prendre au fur et à mesure de
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son parcours, etc.) et chacun de ces choix mériterait une recherche approfondie.

Il serait alors très intéressant de développer un système de recommandation qui

pourra aider les étudiants dans leurs choix de cours.

Les systèmes de recommandation sont largement utilisés de nos jours. Les algo-

rithmes utilisées sont souvent les mêmes et ce base principalement sur du filtrage

collaboratif (Su et Khoshgoftaar, 2009) ou la recherche de règles d’associations

(Agrawal et al., 1994). Par exemple, dans (Bendakir et Aïmeur, 2006), les auteurs

visent à recommander des cours aux étudiants en utilisant les règles d’associations,

de même que (Aher et Lobo, 2013) et (Vialardi et al., 2009).

Pour mettre en place le système de recommandation il serait alors intéressant de

tester par exemple des modèles basés sur du filtrage collaboratif ou sur des règles

d’associations ou encore des modèles combinant les deux techniques.





CONCLUSION

Dans ce mémoire, nous nous sommes intéressés à deux principales problématiques

à savoir l’accessibilité aux données et l’extraction d’informations utiles de ces

données.

Nous avons consacré une grande partie de ce projet à rendre les données acces-

sibles. Comme discuté tout au long de ce mémoire, l’état des données brutes em-

pêchait toute exploitation. Il est impossible de charger des centaines de Gigabits

de données sur une machine afin de les explorer. Nous avons donc dû nettoyer ces

données et ainsi aboutir à une infrastructure optimale permettant de les exploiter.

La solution que nous avons employée pour pré-traiter les données est l’indexation

distribuée. Cette méthode nécessita beaucoup de temps et d’effort pour être mise

en place. Cela en valu largement la peine car ce temps «perdu» pour indexer

les données est rapidement comblé par la vitesse d’extraction des informations

indexées. Les requêtes les plus complexes trouvent des réponses bien plus rapide-

ment que d’une autre manière.

Pour mener à bien cette indexation, nous avons utilisé Solr qui est basé sur le

moteur d’indexation Lucene. Pour accélérer le processus, nous avons fait de l’in-

dexation distribuée en utilisant le framework Spark et des frameworks connexes

facilitant la distribution et permettant d’accélérer tout le processus et de le réa-

liser dans des conditions optimales, tels que Minio, Alluxio ou encore Zookeeper.

L’indexation représente une étape très importante car après cela les données sont

accessibles et la phase d’extraction d’informations utiles peut se passer dans de

bonnes conditions.
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Une fois les données indexées, nous avons considéré trois modèles de prédiction qui

se complètent les uns les autres. Nous avons construit des modèles pour prédire la

performance des étudiants dès l’entrée dans leur programme, nous avons mis en

place des modèles permettant de suivre l’évolution des étudiants le long de leur

parcours académique en faisant des prédictions (échec ou non) au fur et à mesure

de leur parcours. En dernier lieu, nous avons élaboré un modèle de prédiction

qui vise à prédire si un étudiant échouera ou non un cours donné. Ces différents

modèles peuvent s’utiliser indépendamment ou conjointement et permettraient

aux étudiants et responsables académiques d’estimer les chances de réussite et

ainsi d’agir en conséquences pour éviter un éventuel échec. Ces différents modèles

de prédiction ont tous de bonnes performances en considérant la F-mesure.

Notre solution pour prédire la performance au fil des trimestres d’activité de l’étu-

diant et celle pour prédire la performance de l’étudiant dans un cours surpassent

dans la majorité des cas les méthodes discutées dans la revue de littérature.

Globalement, ce projet met en lumière les défis et possibilités que nous pouvons

rencontrer/avoir dans le domaine de la science des données et de l’intelligence

artificielle, notamment l’apprentissage automatique et l’apprentissage profond. En

effet, il est essentiel de bien étudier les données préalablement pour arriver à faire

des modélisations performantes basées sur différentes méthodes d’apprentissage

automatique.



APPENDICE A

RÉDUCTION DE DIMENSION - RÉSULTAT

Dans cette annexe, nous présentons les résultats des différentes réductions de

dimension.

A.1 Baccalauréat en Informatique

Figure A.1 Résultat gain d’in-
formation Baccalauréat en Infor-
matique

Figure A.2 Résultat incertitude
symétrique Baccalauréat en In-
formatique
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A.2 Maîtrise en Informatique

Figure A.3 Résultat gain d’infor-
mation Maîtrise en Informatique

Figure A.4 Résultat incertitude
symétrique Maîtrise en Informa-
tique

A.3 Baccalauréat Administration (finance)

Figure A.5 Résultat gain d’infor-
mation Baccalauréat Adminis-
tration

Figure A.6 Résultat incertitude
symétrique Baccalauréat Admi-
nistration
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A.4 Baccalauréat en Droit

Figure A.7 Résultat gain d’infor-
mation Baccalauréat en Droit

Figure A.8 Résultat incerti-
tude symétrique Baccalauréat en
Droit

A.5 Baccalauréat en Psychologie

Figure A.9 Résultat gain d’infor-
mation Baccalauréat en Psycho-
logie

Figure A.10 Résultat incertitude
symétrique Baccalauréat en Psy-
chologie





APPENDICE B

COMPLÉMENTS DES RÉSULTATS DES MODÈLES DE PRÉDICTIONS

B.1 Prédiction de la performance à un cours

B.1.1 Cours MAT2080

Pour le cours MAT2080, les résultats obtenus avec notre méthode sont données

dans le Tableau B.1. Le Tableau B.2 donne les résultats obtenus avec la méthode

naïve.

Tableau B.1 Résultats de la prédiction de l’échec au cours MAT2080 (notre mé-
thode)

MAT2080 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 70,82 66,41 68,47
Arbre de décision 73,58 60,88 66,37
Adaboost 64,34 75,87 69,57
k-NN 72,00 58,27 64,31
Forêt aléatoire 59,27 57,21 58,30
SVM 79,54 51,92 62,75
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Tableau B.2 Résultats de la prédiction de l’échec au cours MAT2080 (méthode
naïve)

MAT2080 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 56,64 26,34 32,87
Arbre de décision 75,31 31,58 44,37
Adaboost 73,09 33,32 45,70
k-NN 60,54 26,77 37,07
Forêt aléatoire 66.07 36,35 47,36
SVM 58,79 18,21 27,81

B.1.2 Cours MAT2480

Pour le cours MAT2480, les résultats obtenus avec notre méthode sont données

dans le Tableau B.3. Le Tableau B.4 donne les résultats obtenus avec la méthode

naïve.

Tableau B.3 Résultats de la prédiction de l’échec au cours MAT2480 (notre mé-
thode)

MAT2480 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 79,62 26,62 37,50
Arbre de décision 70,60 30,60 42,33
Adaboost 54,87 46,07 49,86
k-NN 73,96 27,67 40,84
Forêt aléatoire 36,85 34,26 36,70
SVM 19,92 31,93
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Tableau B.4 Résultats de la prédiction de l’échec au cours MAT2480 (méthode
naïve)

MAT2480 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 57,77 10,56 17,65
Arbre de décision 74,36 15,00 24,29
Adaboost 51,47 31,22 38,73
k-NN 45,80 17,70 25,51
Forêt aléatoire 55,99 22,93 33,11
SVM 48,53 15,93 23,97

B.1.3 Cours MKG3300

Pour le cours MKG3300, les résultats obtenus avec notre méthode sont données

dans le Tableau B.5. Le Tableau B.6 donne les résultats obtenus avec la méthode

naïve.

Tableau B.5 Résultats de la prédiction de l’échec au cours MKG3300 (notre mé-
thode)

MKG3300 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 76,56 46,99 57,47
Arbre de décision 70,15 46,17 55,02
Adaboost 69,79 48,97 56,62
k-NN 73,74 48,43 58,01
Forêt aléatoire 47,19 47,57 46,95
SVM 83,12 40,16 53,78
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Tableau B.6 Résultats de la prédiction de l’échec au cours MKG3300 (méthode
naïve)

MKG3300 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 24,40 12,75 10,73
Arbre de décision 80,88 37,87 51,34
Adaboost 84,26 36,38 50,60
k-NN 65,35 27,07 38,08
Forêt aléatoire 79,98 35,53 50,04
SVM 35,80 10,20 15,81

B.1.4 Cours ADM3500

Pour le cours ADM3500, les résultats obtenus avec notre méthode sont données

dans le Tableau B.7. Le Tableau B.8 donne les résultats obtenus avec la méthode

naïve.

Tableau B.7 Résultats de la prédiction de l’échec au cours ADM3500 (notre mé-
thode)

ADM3500 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 77,46 22,23 32,47
Arbre de décision 61,01 59,26 59,64
Adaboost 62,96 52,87 57,05
k-NN 62,66 46,25 52,98
Forêt aléatoire 50,28 52,29 50,82
SVM 74,00 33,95 46,54
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Tableau B.8 Résultats de la prédiction de l’échec au cours ADM3500 (méthode
naïve)

ADM3500 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 34,98 13,18 12,68
Arbre de décision 66,05 24,04 35,42
Adaboost 63,71 23,94 34,56
k-NN 60,80 11,62 19,44
Forêt aléatoire 65,42 23,05 32,73
SVM 47,97 17,38 25,52

B.1.5 Cours FIN3500

Pour le cours FIN3500, les résultats obtenus avec notre méthode sont données

dans le Tableau B.9. Le Tableau B.10 donne les résultats obtenus avec la méthode

naïve.

Tableau B.9 Résultats de la prédiction de l’échec au cours FIN3500 (notre mé-
thode)

FIN3500 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 78,15 32,07 44,46
Arbre de décision 65,96 35,91 43,60
Adaboost 56,48 59,80 57,66
k-NN 73,01 38,37 49,42
Forêt aléatoire 42,83 40,88 41,63
SVM 79,17 21,38 32,93
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Tableau B.10 Résultats de la prédiction de l’échec au cours FIN3500 (méthode
naïve)

FIN3500 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 44,25 18,14 21,60
Arbre de décision 65,62 17,08 25,42
Adaboost 64,00 25,09 35,59
k-NN 25,93 24,14 24,91
Forêt aléatoire 59,55 22,88 32,32
SVM 42,62 14,66 21,81

Cours SCO3443

Pour le cours SCO3443, les résultats obtenus avec notre méthode sont données

dans le Tableau B.11. Le Tableau B.12 donne les résultats obtenus avec la méthode

naïve.

Tableau B.11 Résultats de la prédiction de l’échec au cours SCO3443 (notre mé-
thode)

SCO3443 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 71,50 31,66 43,01
Arbre de décision 63,22 51,02 56,17
Adaboost 63,63 51,02 56,37
k-NN 67,82 46,10 54,53
Forêt aléatoire 47,00 45,12 45,31
SVM 76,28 25,49 37,51
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Tableau B.12 Résultats de la prédiction de l’échec au cours SCO3443 (méthode
naïve)

SCO3443 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 53,02 22,87 28,32
Arbre de décision 68,81 33,59 44,36
Adaboost 59,25 42,62 49,08
k-NN 47,01 30,30 36,68
Forêt aléatoire 64,40 35,41 44,47
SVM 54,91 29,50 38,36

Cours INF2120

Pour le cours INF2120, les résultats obtenus avec notre méthode sont données

dans le Tableau B.13. Le Tableau B.14 donne les résultats obtenus avec la méthode

naïve.

Tableau B.13 Résultats de la prédiction de l’échec au cours INF2120 (notre mé-
thode)

INF2120 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 74,24 58,86 64,99
Arbre de décision 85,71 52,58 64,49
Adaboost 83,82 51,67 63,16
k-NN 68,93 62,27 64,15
Forêt aléatoire 60,77 54,31 56,68
SVM 74,51 61,21 66,50
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Tableau B.14 Résultats de la prédiction de l’échec au cours INF2120 (méthode
naïve)

INF2120 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 47,80 23,92 29,94
Arbre de décision 70,99 48,95 55,44
Adaboost 68,13 51,18 58,23
k-NN 59,51 47,18 52,39
Forêt aléatoire 73,47 40,87 52,99
SVM 57,41 38,59 46,02

Cours POL4701

Pour le cours POL4701, les résultats obtenus avec notre méthode sont données

dans le Tableau B.15. Le Tableau B.16 donne les résultats obtenus avec la méthode

naïve.

Tableau B.15 Résultats de la prédiction de l’échec au cours POL4701 (notre mé-
thode)

POL4701 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 87,5 18,41 30,00
Arbre de décision 66,67 52,47 54,03
Adaboost 55,00 50,00 52,38
k-NN 59,57 48,90 46,05
Forêt aléatoire 57,40 42,00 48,51
SVM 33,33 15,38 21,05
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Tableau B.16 Résultats de la prédiction de l’échec au cours POL4701 (méthode
naïve)

POL4701 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 47,79 18,48 25,84
Arbre de décision 84,55 33,19 47,54
Adaboost 74,41 31,75 43,49
k-NN 64,47 28,94 39,71
Forêt aléatoire 71,44 30,35 46,17
SVM 42,50 33,18 37,25

Cours ECO2012

Pour le cours ECO2012, les résultats obtenus avec notre méthode sont données

dans le Tableau B.17. Le Tableau B.18 donne les résultats obtenus avec la méthode

naïve.

Tableau B.17 Résultats de la prédiction de l’échec au cours ECO2012 (notre mé-
thode)

ECO2012 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 67,41 46,61 53,10
Arbre de décision 53,87 53,21 52,34
Adaboost 54,54 53,21 52,73
k-NN 66,19 40,18 48,03
Forêt aléatoire 37,86 39,74 38,90
SVM 82,86 25,83 38,62
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Tableau B.18 Résultats de la prédiction de l’échec au cours ECO2012 (méthode
naïve)

ECO2012 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 46,78 20,80 28,14
Arbre de décision 53,27 37,5 44,01
Adaboost 60,82 38,71 56,58
k-NN 46,21 30,73 36,48
Forêt aléatoire 63,38 36,68 45,73
SVM 53,37 32,68 40,49

Cours DSR2010

Pour le cours DSR2010, les résultats obtenus avec notre méthode sont données

dans le Tableau B.19. Le Tableau B.20 donne les résultats obtenus avec la méthode

naïve.

Tableau B.19 Résultats de la prédiction de l’échec au cours DSR2010 (notre mé-
thode)

DSR2010 (notre méthode)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 75,00 21,67 32,98
Arbre de décision 91,67 19,81 31,78
Adaboost 53,04 42,67 45,80
k-NN 27 43 33
Forêt aléatoire 55,00 25,00 34,13
SVM 92,86 19,97 32,77
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Tableau B.20 Résultats de la prédiction de l’échec au cours DSR2010 (méthode
naïve)

DSR2010 (méthode naïve)
Algortihme Précision (%) Rappel (%) F-mesure (%)
Réseau de neurones 10,93 9,77 10,24
Arbre de décision 73,42 29,09 41,42
Adaboost 71,84 30,59 42,56
k-NN 46,24 15,55 23,17
Forêt aléatoire 80,06 22,50 36,29
SVM 38,53 16,89 23,38

B.2 Prédiction de la performance le long des trimestres d’activités - résultats
détaillés

Tableau B.21 Résultats prédiction de l’échec Baccalauréat en Informatique
Baccalauréat en Informatique

Trimestre Méthode de Piech et al. (2015) Notre méthode
F-mesure(%) F-mesure(%)

1 0,00 38,63
2 5,66 47,04
3 28,7 56,87
4 30,25 59,34
5 45,18 60,76
6 51,83 60,28
7 54,21 60,54
8 56,81 61,17
9 55,45 60,53
10 57,17 59,77
11 55,41 58,86
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Tableau B.22 Résultats prédiction de l’échec Maîtrise en Informatique
Maîtrise en Informatique

Trimestre Méthode de Piech et al. (2015) Notre méthode
F-mesure(%) F-mesure(%)

1 0,00 31,86
2 8,71 64,75
3 23,05 67,70
4 23,05 69,97
5 27,50 68,57
6 29,02 71,29
7 29,02 71,29
8 29,02 71,29

Tableau B.23 Résultats prédiction de l’échec Baccalauréat en Administration (fi-
nance)

Baccalauréat en Administration (finance)

Trimestre Méthode de Piech et al. (2015) Notre méthode
F-mesure(%) F-mesure(%)

1 0,00 23,49
2 36,68 32,77
3 43,47 55,53
4 49,85 59,95
5 51,65 63,15
6 56,91 64,62
7 55,82 64,93
8 55,11 65,73
9 54,03 65,92
10 53,64 65,68
11 53,62 65,48
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Tableau B.24 Résultats prédiction de l’échec Baccalauréat en Droit
Baccalauréat en Droit

Trimestre Méthode de Piech et al. (2015) Notre méthode
F-mesure(%) F-mesure(%)

1 23,24 41,09
2 45,10 44,74
3 47,85 47,88
4 62,29 61,15
5 67,03 65,11
6 69,87 66,18
7 70,40 66,50
8 69,58 66,26
9 69,79 66,26
10 69,79 65,89
11 69,79 65,89

Tableau B.25 Résultats prédiction de l’échec Baccalauréat en Psychologie
Baccalauréat en Psychologie

Trimestre Méthode de Piech et al. (2015) Notre méthode
F-mesure(%) F-mesure(%)

1 0,79 13,92
2 26,90 45,06
3 45,64 54,15
4 54,76 67,26
5 55,15 66,56
6 50,60 67,63
7 57,83 68,93
8 60,44 70,04
9 60,82 67,68
10 61,62 67,24
11 62,45 67,18





APPENDICE C

SPARI - DICTIONNAIRE DES VARIABLES

Pour une lecture facilitée, les variables ont été classées selon l’objet auquel elles

font allusion : étudiant, programme, trimestre ou activité.

Tableau C.1: Variables propres à l’étudiant

Nom de la variable Signification

cd_postal_actuel Code postal actuel de l’étudiant (au Québec un

code postal correspond à un pâté de maison)

cd_postal_original Code postal original de l’étudiant (champ souvent

vide)

de_citoyennete Citoyenneté

de_sexe Sexe

de_statut_legal Statut légal au Canada

de_statut_legal_detail Statut légal (détaillé) au Canada

de_ville Ville de l’adresse la plus récente de l’étudiant

nb_cote_r

pk_etudiant Clé primaire de l’étudiant. Nous ne possédons pas

le nom ni le prénom de l’étudiant. Il est identifié

de manière unique par cette variable.
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Tableau C.2: Variables propres au programme dans lequel

s’inscrit l’activité

Nom de la variable Signification

cd_icode Code de l’état du programme

cd_inscription_indice Numero du programme (dansd

l’ordre chronologique) lorsque l’étu-

diant en a suivi plusieurs

cd_programme Code du programme

cd_programme_cumul_deuxieme Code du deuxième programme si

baccalauréat par cumul

cd_programme_cumul_premier Code du premier programme si bac-

calauréat par cumul

cd_programme_cumul_troisieme Code du troisième programme si

baccalauréat par cumul

cd_puqam_diplomation code PUQAM de la diplomation

cd_puqam_premier code PUQAM de la première ins-

cription dans le niveau de regrou-

pement

cd_rang_choix Numéro du choix lors de la candi-

dature au programme

cd_trimestre_debut Code du premier trimestre du pro-

gramme

cd_trimestre_debut_inscription Code du premier trimestre d’ins-

cription au programme

cd_trimestre_demande Code du trimestre où la demande

d’accès au programme a été faite
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cd_trimestre_fin Code du dernier trimestre du pro-

gramme

cd_trimestre_premiere_diplomation Code du trimestre de la première

diplomation

de_base_admission base d’admission dans le pro-

gramme

de_base_admission_groupe Même variable que précédemment

mais plus générale

de_categorie_financiere Catégorie financière du programme

(A = cours, B = recherche, Mul-

tiple = les deux)

de_cycle Cycle académique du programme

de_cycle_programme Même variable que précédemment

de_faculte Faculté de rattachement du pro-

gramme

de_icode Dénomination de l’état du pro-

gramme (similaire à cd_icode_a)

de_localisation_programme Endroit où est offert le programme
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de_niveau_agregation Niveau de regroupement (PUQAM

= inscription la plus élémentaire

dans le programme, historique =

même programme mais qui change

de nom, regroupe = changement

de spécialité dans le même pro-

gramme, total = le même bacca-

lauréat peut se décliner en version

courte (90 cr) ou longue (120 cr)

de_programme Dénomination du programme

de_programme_admission Programme présenté pour l’admis-

sion

de_programme_collegial_famille Programme collégial présenté pour

l’admission (programme du secon-

daire)

de_programme_collegial_type Type du programme collégial pré-

senté pour l’admission

de_programme_cumul_deuxieme Dénomination du deuxième pro-

gramme utilisé pour la composition

du baccalauréat

de_programme_cumul_premier Dénomination du premier pro-

gramme utilisé pour la composition

du baccalauréat

de_programme_cumul_troisieme Dénomination du troisième pro-

gramme utilisé pour la composition

du baccalauréat
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de_rang_choix Dénomination du choix lors de la

candidature au programme (simi-

laire à cd_rang_choix)

de_regime_debut Régime enregistré au début du pro-

gramme

de_saison_debut Saison du début du programme

de_saison_demande Saison de la demande d’entrée au

programme

de_type_programme Type de programme

de_type_programme_groupe Groupe du type de programme

de_unite Unité administrative profession-

nelle du programme

dt_diplomation Date de dernier changement du

icode (en général date de la diplo-

mation)

nb_age_debut Age de l’étudiant au début du pro-

gramme

nb_credits_activite_cumul Nombre de crédits d’activité dans

le programme accumulés au mo-

ment considéré

nb_credits_activite_programme Nombre de crédits d’activité au to-

tal dans le programme

nb_credits_diplomation_cumul Nombre de crédits servant à la di-

plomation accumulés au moment

considéré. Disponible peu importe

s’il y a diplomation
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nb_credits_diplomation_programme Nombre de crédits servant à la di-

plomation au total dans le pro-

gramme

nb_credits_inscription_cumul Nombre de crédits d’inscription

dans le programme accumulés au

moment considéré

nb_credits_inscription_programme Nombre de crédits d’inscription au

total dans le programme

nb_credits_k_cumul Nombre de crédits d’équivalence

dans le programme accumulés au

moment considéré. Cours ayant la

note «K»

nb_credits_k_programme Nombre de crédits d’équivalence au

total dans le programme. Cours

ayant la note «K»

nb_credits_programme Même variable que

nb_credits_activite_programme

nb_credits_q_cumul Nombre de crédits d’intégration

dans le programme accumulés au

moment considéré. Cours ayant la

note «Q»

nb_credits_q_programme Nombre de crédits d’intégration au

total dans le programme. Cours

ayant la note «Q»

nb_credits_r_programme Nombre de crédits reportés au total

dans le programme
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nb_credits_t_programme Nombre de crédits transférés au to-

tal dans le programme

nb_diplomations Nombre de diplomations dans le ni-

veau de regroupement considéré

nb_moyenne_acad_admission Moyenne académique dans le pro-

gramme présenté à l’admission du

programme considéré

nb_moyenne_acad_diplomation Moyenne académique de la pre-

mière diplomation dans le niveau

de regroupement (info disponible

seulement si diplomation)

nb_moyenne_acad_programme Moyenne académique actuelle dans

le programme

nb_puqams Nombre de puqams dans lesquels

l’étudiant a été inscrit dans le ni-

veau de regroupement

nb_score_type_programme Score-type de l’étudiant dans le

programme ou la concentration

nb_trimestre Nombre de trimestres entre la fin et

le début de l’étudiant dans le pro-

gramme

nb_trimestres_temps_complet Nombre de trimestres à temps com-

plet de l’étudiant dans le pro-

gramme ou la concentration
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nb_trimestres_temps_partiel Nombre de trimestres à temps par-

tiel de l’étudiant dans le pro-

gramme ou la concentration

nb_yn_activite_trimestre_programme Nombre de trimestres d’activité

dans le programme

nb_yn_changement_regime_cumul Nombre de changements de régime

dans le programme, accumulés au

moment considéré

nb_yn_changement_regime_programme Nombre de changements de régime

au total dans le programme

nb_yn_inscription_trimestre_cumul Nombre de trimestres d’inscription

dans le programme accumulés au

moment considéré

nb_yn_inscription_trimestre_programme Nombre de trimestres d’inscription

au total dans le programme

nb_yn_temps_complet_cumul Nombre de trimestres d’inscription

à temps complet cumulés dans le

programme ou la concentration jus-

qu’au moment considéré

nb_yn_temps_partiel_cumul Nombre de trimestres d’inscription

à temps partiel cumulés dans le

programme ou la concentration jus-

qu’au moment considéré

yn_abandon_implicite 1 si l’étudiant n’a pas été inscrit

à un cours pendant plus de 3 tri-

mestres, 0 sinon
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yn_diplomation 1 si le programme a conduit à une

diplomation, 0 sinon

yn_temps_complet_debut_inscription 1 si le régime au début du pro-

gramme était complet, 0 sinon

yn_temps_partiel_debut_inscription 1 si le régime au début du pro-

gramme était partiel, 0 sinon

Tableau C.3: Variables propres au trimestre dans lequel

s’inscrit l’activité

Nom de la variable Signification

cd_trimestre Code du trimestre considéré

cd_trimestre_indice Numéro séquentiel du trimestre

considéré pour un étudiant dans

un programme (calculé à partir

du premier trimestre dans le pro-

gramme)

de_regime_trimestre Régime pendant le trimestre

de_saison_trimestre Saison du trimestre considéré

nb_activite_trimestre Nombre d’activité vraiment suivies

dans le trimestre

nb_age_trimestre Age de l’étudiant au trimestre cou-

rant
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nb_credits_AAAR_cumul Nombre de crédits d’inscription au

début du trimestre (avant aban-

dons avec remboursement - AX),

accumulés dans le programme jus-

qu’au moment considéré

nb_credits_aaar_programme Nombre de crédits d’inscription au

début du trimestre (avant aban-

dons avec remboursement - AX),

au total dans le programme

nb_credits_aaar_trimestre Nombre de crédits d’inscription au

début du trimestre (avant aban-

dons avec remboursement - AX),

pour le trimestre seulement

nb_credits_activite_trimestre Nombre de crédits d’activité au tri-

mestre seulement

nb_credits_diplomation_cumul_precedent Nombre de crédits servant à la di-

plomation accumulés au début du

trimestre (disponible peu importe

si diplomation ou non)

nb_credits_inscrption_trimestre Nombre de crédits d’inscription au

trimestre seulement

nb_credits_k_trimestre Nombre de crédits d’équivalence

au trimestre seulement

nb_credits_q_trimestre Nombre de crédits d’intégration au

trimestre seulement
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nb_moyenne_acad_cumul Moyenne académique à la fin du

trimestre considéré pour tout le

programme ou la concentration

jusqu’à ce moment

nb_yn_activite_trimestre_cumul Nombre de trimestres d’activité

dans le programme accumulés au

trimestre considéré

yn_activite 1 si l’étudiant suit au moins une

activité pendant le trimestre, 0 si-

non

yn_activite_trimestre Même signification que la variable

précédente

yn_changement_regime 1 s’il y a eu changement de ré-

gime par rapport au trimestre pré-

cédent, 0 sinon

yn_inscription_trimestre si l’étudiant a saisi une inscription

au trimestre courant, 0 sinon

Tableau C.4: Variables propres à l’activité

Nom de la variable Signification

cd_activite Code de l’activité

cd_annuel Si l’activité se déroule sur plusieurs tri-

mestres (0 : l’activité ne dure qu’un tri-

mestre, 12 : première partie de l’activité

sur 2 trimestres, 22 : deuxième partie de

l’activité sur 2 trimestres)
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cd_clarder Code CLARDER de l’activité

cd_clarder_famille Famille CLARDER de l’activité

cd_cours Code du cours suivi dans l’activité

cd_groupe Groupe cours de l’activité

cd_incipit Trois premières lettres du sigle du cours

(renvoie à la discipline enseignée)

cd_local Local où l’activité est dispensée

cd_note Note de l’étudiant à l’activité

cd_note_numerique Note numérique correspondant à cd_note

cd_programme_transfert_report Programme duquel l’activité a été reportée

cd_transfert_report Code de transfert ou de report

cd_trimestre_strc Pour les activités transférées ou reportées :

code du trimestre où a réellement eu lieu

l’activité

cd_unite_activite Code du département qui donne le cours

de_clarder Dénomination CLARDER de l’activité

de_clarder_famille Dénomination famille CLARDER de l’acti-

vité

de_cycle_activite Cycle académique de l’activité

de_etablissement_activite Etablissement où a lieu l’activité

de_faculte_activite Faculté de l’activité

de_jour_semaine Jour de la semaine où est dispensée l’acti-

vité

de_localisation_activite Endroit où l’activité est dispensée

de_nom_cours Nom du cours offert dans l’activité

de_note Libellé de la note obtenue à l’activité
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de_note_groupe Statut de l’activité pour l’étudiant

de_pavillon Pavillon où a lieu l’activité

de_periode_jour Période du jour où a lieu l’activité (une ac-

tivité est dispensée toujours au même ho-

raire de la semaine)

de_type_activite Type d’activité

de_type_cours Type du cours

de_unite_activite Département de rattachement de l’activité

de_ville_activite Ville où a lieu l’activité (vide si l’activité à

lieu à l’UQAM)

dt_annulation Date de l’annulation de l’activité (vide si

elle n’a pas été annulée)

nb_clarder_ponderation Pondération Clarder pour les cours

nb_credits_cours Nombre de crédits associés au cours

nb_score_type_activite Score-type de l’activité de l’étudiant. Ex-

clut les groupes-cours de moins de cinq étu-

diants

yn_annulation 1 si l’activité a été annulée, 0 sinon

yn_equivalence_activite 1 si l’activité a été validée par équivalence,

0 sinon

yn_hors_campus 1 si l’activité est dispensée sur un campus

hors centre-ville, 0 sinon

yn_hors_programme_activite 1 si l’activité est hors-programme, 0 sinon

yn_inscription_activite 1 si l’étudiant est inscrit à l’activité, 0 sinon

yn_integration_activite 1 si l’activité a été donnée en intégration, 0

sinon
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yn_lecon_individuelle_musique 1 si l’activité est une leçon individuelle de

musique, 0 sinon

yn_recon_acquis_activite 1 si l’activité a été donnée en reconnais-

sance d’acquis, 0 sinon

yn_reussi_activite 1 si l’activité a été réussie, 0 sinon
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