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RESUME

Beaucoup de données du monde réel peuvent étre représentées par des graphes
hétérogénes qui sont composés de plus d’un type de noeuds et de liens. A titre
d’exemple de graphes hétérogénes, on trouve les graphes bipartis. Contrairement
a la représentation standard de graphes ou les nceuds et les liens sont de méme
type, les graphes bipartis sont, caractérisés par la présence de deux types de nceuds
reliés par un seul type de liens. L’analyse des graphes bipartis est I’'un des nou-
veaux défis apparus en forage de données. Parmi les problématiques fondamen-
tales étudiées dans ce domaine, on trouve la détection de communautés dont le
but consiste a identifier des groupes de noeuds densément connectés entre eux et
faiblement liés avec les nceuds d’autres groupes. Ces communautés ont souvent des
caractéristiques similaires, ou des centres d’intérét commun non connus & priori.

La problématique de détection de communautés a été bien étudiée dans le cadre
des graphes homogénes. Cependant, dans le contexte des graphes bipartis, cette
problématique demeure une question de recherche ouverte. Cela est dii, d’une part,
au fait que la structure topologique du graphe biparti est différente de celle du
graphe ordinaire/homogeéne, et d’autre part, ’absence d’une définition universel-
lement acceptée quant & la notion de communauté dans les graphes bipartis. Un
certain nombre d’approches a été proposé afin d’identifier des communautés dans
les graphes bipartis. Toutefois, ces travaux existants souffrent d’au moins un des
problémes suivants : (1) la perte d’information a la suite de la transformation du
graphe biparti en graphes homogeénes (2) la sensibilité a la présence des nceuds
non discriminants qui cachent la structure de communautés (3) la nécessité de
spécifier manuellement le nombre de communautés ainsi que la restriction liée au

fait que les deux types de nceuds du graphe biparti doivent avoir le méme nombre
de communautés.

Afin de pallier les limites des approches existantes (mentionnées ci-dessus), nous
présentons dans le cadre de ce mémoire, une nouvelle approche de détection de
communautés dans les graphes bipartis. L’approche proposée se base sur une stra-
tégie de détection de communautés qui relate la pertinence des nceuds combinée a
une heuristique d’optimisation de la modularité bipartie afin d’identifier les struc-
tures de communautés finales. L’efficacité de I’approche proposée est comparée a
d’autres méthodes récemment présentées sur des réseaux autant réels que synthé-
tiques. Les résultats de cette comparaison montrent que notre approche offre une
performance meilleure et parfois compétitive par rapport aux autres approches.

Mots clés : Graphes bipartis, Détection de communautés, Clustering.



CHAPITRE I

INTRODUCTION

1.1 Mise en contexte

Un réseau d’information est un graphe! dont les nceuds sont des entités et
les arcs sont des liens qui les relient. De nos jours, on trouve ce type de réseaux
dans différents domaines d’applications, tels que les réseaux sociaux comme Face-
book et les réseaux de publications comme DBLP. Motivé par la grande quantité
de données générées par ces applications, le forage de réseaux d’informations fait
I’'objet d’un intérét croissant dans les milieux académiques et industriels. La dé-
tection d’anomalies, l'identification de communautés et 1’étude de I’évolution du
réseau dans le temps sont quelques exemples de problémes étudiés dans ’analyse
de réseaux d’informations. Dans le cadre de ce mémoire, nous nous intéressons a

la détection de communautés.

La détection de communautés (aussi appelée clustering de graphe) est une tache
de regroupement de nceuds en plusieurs groupes (ou clusters) en tenant compte
des relations qui existent entre les noeuds dans le graphe. Les noeuds d’une méme

communauté doivent étre densément connectés entre eux et faiblement liés avec

1. Dans ce mémoire, les termes réseau et graphe sont utilisés de fagon interchangeable pour

désigner le méme concept.



les noeuds qui forment les autres communautés du graphe (Newman, 2004a) (Lan-
cichinetti et Fortunato, 2009). Ces communautés ont souvent, d’une part, des
affinités particuliéres, ou d’autre part, des caractéristiques similaires, ou encore,
des centres d’intérét commun non connus & priori. Les structures de communautés
existent dans de nombreux réseaux réels et, dans la plupart du temps, portent une
signification concréte en terme d’organisation. A titre d’exemple, dans les réseaux
d’interactions protéine-protéine, les communautés correspondent généralement a
des ensembles de protéines qui collaborent & une méme fonction cellulaire. De ce
fait, les algorithmes de détection de communautés présentent un outil précieux
qui permet de prédire des fonctions cellulaires pour de nombreuses protéines au-
trement non caractérisées ((Brun et al., 2003) (Brun et al., 2004)). Dans le Web,
les groupes de pages ou de sites fortement connectés traitent souvent des thémes
similaires (Kleinberg et Lawrence, 2001). Dans les réseaux sociaux, les commu-
nautés peuvent représenter des groupes d’individus ayant des intéréts communs
ou des activités communes (Moody et White, 2003). Dans les systémes de recom-
mandation, la structure de communautés peut étre exploitée pour recommander
& une personne les produits les mieux évalués par les membres de sa communauté.
Ces produits peuvent étre également regroupés en communautés selon les motifs
de leurs achats, ce qui permet & nouveau de recommander & un client des pro-
duits similaires & ce qu’il a consommé dans le passé. Pour des fins d’illustration,
la figure 1.1 montre un petit réseau constitué de trois communautés. Notons que
la densité des nceuds dans chaque communauté est plus élevée par rapport a la

densité externe entre les communautés.

La plupart des études existantes sur la détection des communautés (Blondel
et al., 2008) ; (Raghavan et al., 2007) ; (Pons et Latapy, 2005) et (Newman, 2004b)

se concentrent principalement sur les graphes homogénes qui ne contiennent qu’un



seul type de noeuds et de liens (cf. figure 1.1). Or, plusieurs systémes du monde réel
sont naturellement décrits comme des graphes hétérogénes avec plusieurs types de
neceuds et de liens. Comme exemple de graphes hétérogénes, on trouve les graphes
bipartis qui contiennent deux types de nceuds et un seul type de liens. En effet,
les graphes bipartis peuvent étre utilisés pour modéliser plusieurs applications
telles que le site de vente de produits Amazon. Les nceuds dans ce réseau sont
des utilisateurs et des produits, alors que les liens (entre utilisateurs et produits)

relatent les opérations d’achat.

Figure 1.1: Exemple d’un réseau homogéne avec trois communautés.

Cette représentation (c.-a-d., en forme de graphe biparti) pose des défis & la tache
de détection de communautés, car la représentation standard (c.-a-d., par des
graphes homogeénes) est incapable de modéliser les différents types de noeuds et
de liens du graphe biparti. En outre, plusieurs méthodes de détection de com-
munautés existantes sont inadéquates pour ce genre de graphes, puisqu’elles ne
prennent pas en compte la diversité des nceuds et des liens dans le graphe. Pour
pallier ce point, nous nous intéressons, dans le cadre de ce mémoire, a la détection

de communautés dans les graphes bipartis.



En théorie des graphes, un graphe est dit biparti si on peut diviser son en-
semble de nceuds en deux parties V) et V5, de sorte qu’il n’y ait aucun lien entre
les éléments de V] et aucun lien entre les éléments de V5. Autrement dit, les nceuds
ayant le méme type ne sont jamais connectés et les liens existent seulement entre
les nceuds de différents types. La figure 1.2 montre un exemple simple d’un graphe
biparti. Dans cette figure, les nceuds de type V) représentent les utilisateurs, alors
que les nceuds de type V5 représentent les produits. Les liens dans ce graphe
désignent 1'opération d’achat de produits par les utilisateurs. A noter que 1'uti-
lisation des graphes bipartis n’est pas limitée a relater les interactions d’achats
utilisateurs-produits. Un graphe biparti est une modélisation graphique riche qui
peut représenter les interactions entre différentes entités (par exemple : les re-
lations de publications co-auteurs-livres dans les réseaux de publications comme
DBLP, les relations d’annotations/tags usagers-photos dans les sites de partage

de photos et vidéos comme Flickr, etc.).

Figure 1.2: Un exemple simple d'un graphe biparti.

La détection de communautés dans les graphes bipartis a retenu une attention
remarquable dans la derniére décennie. Toutefois, il convient de noter qu’'une défi-
nition universellement acceptée quant a la notion de communauté dans un graphe
biparti est loin d’étre établie. Un certain nombre de travaux adoptent simplement

la définition standard d’une communauté dans un graphe simple (un graphe homo-



géne), et ce, dans le contexte des graphes bipartis. Par exemple, Melamed (2014) ;
Alzahrani et Horadam (2016) simplifient la tache de détection en projetant un
graphe biparti vers des graphes homogénes. Puis, ils appliquent les algorithmes
traditionnels (Louvain (Blondel et al., 2008) ; Label Propagation (Raghavan et al.,
2007); Walktrap (Pons et Latapy, 2005) et Fast Greedy (Newman, 2004b)) pour
identifier des structures de communautés. Quelques travaux ((Barber, 2007) ; (Liu
et Murata, 2010a) et (Liu et Murata, 2010b)) exploitent les graphes bipartis avec
leurs formats de base, c.-a-d., sans 'utilisation de la projection, mais définissent
toujours une communauté dans un graphe biparti comme celle dans un graphe
simple, & savoir, un groupe de nceuds densément connectés entre eux et faible-
ment liés avec les noeuds des autres groupes. Cette définition implique que chaque
communauté détectée se compose par les deux types de nceuds. En outre, il y a
une seule correspondance entre les communautés, c.-a-d., chaque communauté de
type V] doit étre connectée avec une et une seule communauté de type V; et vice

versa.

D’autres travaux (Suzuki et Wakita, 2009); (Murata, 2009) et (Pesantez et
Kalyanaraman, 2017) ont défini une communauté dans un graphe biparti comme
un ensemble de nceuds de méme type qui ont un intérét commun. Autrement
dit, un groupe de nceuds de type Vi qui se connecte d’'une maniére dense et
similaire avec d’autres groupes de nceuds de type Vs. A partir de cette définition,
les auteurs ont proposé des extensions/généralisations d’approches de détection
de communautés dans les graphes homogénes pour les adapter au contexte des

graphes bipartis.



{a) Un graphe biparti. {b} La partition bipartite.

Figure 1.3: Un exemple de partitionnement d’un graphe biparti en communautés.

La figure 1.3(a) présente un exemple simple d’un graphe biparti. Tel qu’illustré
dans la figure 1.3(b), ce graphe est divisé en quatre communautés, a savoir, C; =
{A,B,C}; Cy = {D,E,F}; C3 = {1,2} et Cy = {3,4,5}. Les nceuds de la
communauté C; sont densément connectés avec les nocuds de sa communauté
correspondante C3 et vice versa. De méme, les nceuds de la communauté Cy sont
densément connectés avec les noceuds de sa communauté correspondante Cy et vice
versa. Il convient de noter ici que la communauté correspondante (appelée aussi
le co— cluster) d’une communauté C; de type V; est une communauté Cy de type

V3 de sorte que C; partage le nombre maximum de liens avec Cs.

Comme mentionné ci-dessus, le graphe de la figure 1.3 présente un simple
exemple d’un graphe biparti avec une structure de communautés relativement
claire. Toutefois, dans certaines applications et selon la topologie du graphe sous
investigation, les structures de communautés risquent d’étre difficilement identi-

fiables. En effet, les graphes bipartis peuvent étre caractérisés par la présence de



deux types de neceuds : (1) nceuds discriminants et (2) nceuds non discriminants
pour la détection de communautés. Par nceuds discrirhinants, nous faisons réfé-
rence aux neceuds qui contribuent a la formation des communautés. Les nosuds non
discriminants, ce sont les nceuds qui ne contribuent pas a distinguer les différentes

communautés qui existent dans le graphe.

Figure 1.4: Un graphe biparti divisé en quatre communautés.

Pour des fins de clarification, la figure 1.4 illustre un graphe biparti qui relate les
interactions d’achats utilisateurs-produits. Dans ce graphe, nous remarquons que
'utilisateur C achéte tous les produits existants, alors que le produit 7 a été acheté
par tous les utilisateurs existants. Ces deux nceuds, c.-a-d. les nceuds C et 7, sont
normalement considérés comme moins - importants dans la phase de clustering,
car ils sont densément connectés avec toutes les communautés, donc, ils ne nous
aident pas a discriminer entre les communautés dans le graphe. En outre, on
trouve que 'utilisateur G achéte un seul produit et le produit 2 a été acheté par

un seul utilisateur. Ces deux noeuds, c.-a-d. les nceuds G et 2, sont aussi considérés



comme moins importants pour la phase de détection de communautés, puisqu’ils
relatent des connexions éparses et ils ne nous aident pas & distinguer entre les
communautés. En revanche, les nceuds A, B, D, E, F, 1, 3, 4, 5, 6 et 8 sont des
noeuds pertinents pour la détection de communautés, parce qu’ils sont densément

connectés seulement avec les membres de leur communauté correspondante.

1.2 Motivations

La détection de communautés est une problématique qui a été bien étudiée
dans le contexte des réseaux homogénes caractérisés par la présence de liens et
de nceuds de méme type (Fortunato, 2010). Toutefois, dans le cadre des graphes
bipartis, cette problématique reste ouverte, étant donné que les liens existent
seulement entre les nceuds de différents types et, par conséquent, la définition
classique de la communauté (Newman et Girvan, 2004) ne s’applique pas direc-
tement. Comme discuté dans la section précédente, la détection de communautés
dans les graphes bipartis s’avére donc une tache difficile pour laquelle un certain
nombre de méthodes ont été proposées (Barber, 2007) ; (Liu et Murata, 2010b) et
(Liu et Murata, 2010a). En dépit de ces travaux existants, la détection de com-
munautés dans les graphes bipartis continue de défier les approches existantes. En
effet, chacune des méthodes existantes souffre d’une ou de plusieurs des limitations

suivantes :

1. Certaines approches exigent que I'utilisateur spécifie & 'avance le nombre de
communautés dans le graphe biparti. Or, en pratique, il est rarement pos-
sible pour l'utilisateur de fournir le nombre exact de communautés. Spécifier
le nombre de communautés comme paramétre d’entrées d’un algorithme re-
quiert des connaissances a priori sur le graphe sous investigation. En réalité,

de telles connaissances ne sont pas toujours disponibles. En outre, de nom-



breuses approches exigent que les deux types de noeuds d’un graphe biparti
doivent avoir le méme nombre de communautés. Ce scénario s’avére, cepen-
dant, irréaliste, car dans plusieurs cas, les deux types de nceuds peuvent

avoir un nombre de communautés différent.

2. La vaste majorité des approches existantes traitent les nceuds du réseau
d’une maniére similaire sans prendre en compte 'importance et la contri-
bution de chaque nceud & la formation de sa communauté. Cette démarche
affecte le processus de détection de communautés, étant donné que, comme
illustré par la figure 1.4, les graphes bipartis sont caractérisés par la pré-
sence de nceuds discriminants et non discriminants. En effet, une présence
significative des nceuds non discriminants (principalement les nceuds qui se
connectent massivement aux autres noeuds du graphe et les nceuds avec des
connexions éparses) affecte les caractéristiques topologiques du réseau sous

investigation, ce qui rend la tache de clustering plus difficile.

3. Quelques approches utilisent des techniques de projection qui consistent a
transformer un graphe biparti en un graphe simple dans le but de simplifier
la tache de détection de communautés et de pouvoir, par la méme occasion,
utiliser les algorithmes standards de détection de communautés. Cependant,
cette stratégie de transformation risque d’entrainer une perte substantielle
d’informations, étant donné que les caractéristiques structurelles du graphe

biparti original sont altérées par le processus de projection/transformation.

1.3 Contributions

Afin de pallier les limitations mentionnées précédemment, nous proposons dans
le cadre de ce mémoire une nouvelle approche de détection de communautés dans

les graphes bipartis. L’approche proposée vise 4 identifier des structures de com-
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munautés d’une facon automatique et sans aucune connaissance a prior: telle que

le nombre de communautés. Dans ce cadre, la contribution de notre travail est

marquée par les éléments suivants :

1.4

1. Nous traitons le probléme de détection de communautés dans les graphes

bipartis comme un probléme de clustering de données transactionnelles. Spé-
cifiquement, nous représentons les interconnexions entre les nceuds comme
des transactions. A partir de cette représentation, nous élaborons une stra-
tégie de clustering de données transactionnelles combinée & une heuristique

d’optimisation de la modularité bipartie afin d’identifier les communautés.

L’approche proposée est apte a détecter des communautés automatique-
ment et ne nécessite pas de paramétrage a spécifier par I'utilisateur, tel que
le nombre de communautés. En outre, ’approche proposée dispose d’un mé-
canisme de pondération (scoring), incorporé dans une fonction objective,
qui lui permet de distinguer les nceuds discriminants des nceuds non discri-

minants lors du processus de clustering.

. Nous présentons une évaluation expérimentale de notre approche sur des

graphes autant réels que synthétiques et en comparaison avec d’autres tech-
niques récentes déja existantes dans la littérature. Les résultats de cette
évaluation montrent que notre approche offre une performance compétitive

et parfois meilleure par rapport aux autres approches.

Organisation du mémoire

Ce mémoire est organisé comme suit : le chapitre 2 expose une revue des

principaux algorithmes de détection de communautés dans les graphes bipartis.

D’un point de vue spécifique, nous présentons les trois familles d’algorithmes avec
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des approches existantes et nous discutons de leurs avantagés et inconvénients.
Le chapitre 3 décrit 'approche proposée d’une maniere détaillée. Spécifiquement,
dans ce chapitre, nous commencons par introduire la stratégie de traitement qui
relate la pertinence des nceuds dans le graphe biparti. Ensuite, nous décrivons
notre approche de modélisation en données transactionnelles ainsi que la procé-
dure d’optimisation par le biais d’un algorithme de clustering pour I’identification
des communautés dans les graphes bipartis. Le chapitre 4 présente une évaluation
empirique de notre approche proposée. Précisément, dans ce chapitre, nous pré-
sentons des comparaisons de notre approche avec d’autres approches récentes sur

des réseaux réels et synthétiques. Finalement, le chapitre 5 conclut ce mémoire.



CHAPITRE II

REVUE DE LA LITTERATURE

Ce chapitre présente une revue sur les approches de détection de communautés
dans les graphes bipartis. Plus spécifiquement, il illustre les différentes techniques
qui traitent cette problématique avec des exemples illustratifs de quelques ap-

proches récemment proposées, ainsi que leurs avantages et limites.

En général, les travaux qui abordent la problématique de détection de commu-
nautés dans les graphes bipartis peuvent étre divisés en trois grandes familles : (1)
les approches basées sur la projection (2) les approches fondées sur les graphes ho-
mogeénes et (3) les approches fondées sur le modeéle de liaison similaire. Dans ce qui

suit, nous présentons les travaux représentatifs de chaque famille d’algorithmes.

2.1 Les approches basées sur la projection

Les approches basées sur la projection sont des approches naives dont le but
consiste principalement & simplifier la tiche de clustering en procédant & une
transformation du graphe biparti vers des graphes homogénes, de sorte que chaque
graphe généré contient des noeuds de méme type. D’une maniére spécifique, soit le
graphe biparti G = (V,UVs, E), tel que Vi, V; représentent les deux sous-ensembles

de neeuds et E désigne I'ensemble de liens dans G. V| est défini par V] = {us,
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Us,. .., Up}, tandis que V5 est donné par Vo = {vy, vs,..., v4}. Supposons que le
neeud v; est connecté A la fois avec uj et ug. La projection est une transformation
d’une connexion (u; - v; - uy ) en une connexion (u; - ug ) ' de sorte que le graphe
obtenu contient seulement des nceuds ayant le type V). Par la suite, un algorithme
de détection de communautés dans les graphes homogénes est appliqué sur la
nouvelle représentation obtenue pour identifier les structures de communautés.
En effet, la projection du graphe G peut se faire de deux différentes maniéres, &

savoir, (1) la projection pondérée et (2) la projection non pondérée.
2.1.1 La projection pondérée

Dans cette stratégie d’approches, les graphes générés (suite a la projection
du graphe biparti) sont pondérés par un poids d;'ms chaque lien. Autrement dit,
cette stratégie tient en compte le nombre de voisins en commun partagés entre les
nceuds dans le graphe biparti initial. Spécifiquement, la projection pondérée du
graphe biparti G sur le sous-ensemble de nceuds Vi est un graphe homogéne Gy,
= (Vi, Eyy, w), tel que Ey, représente l'ensemble de liens et w désigne le poids
de chaque lien dans Gy. En effet, ce poids (w) est mesuré en fonction du nombre
de voisins en commun partagés entre chaque paire de nceuds ayant le méme type
dans G. Notons ici que deux nceuds de type V; sont connectés par le biais d’un
lien dans Ey; si et seulement s’ils partagent au moins un nceud commun de type

V3 dans le graphe biparti original G.

La projection pondérée est généralement considérée comme plus représentative de
Pinformation des liens dans le graphe biparti compte tenu du fait que deux nceuds

de méme type sont plus susceptibles d’étre dans la méme communauté s’ils ont de

1. Rappelons que, dans le graphe biparti original, les nceuds ayant le méme type ne sont pas

connectés entre eux.
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nombreux voisins communs dans le graphe biparti original, et cette information

est conservée par le poids w.

A titre illustratif, soit le graphe biparti présenté par la figure 2.1(a). La projection
pondérée de ce graphe sur les deux sous-ensembles de noeuds Vi et V; est illustrée
par les deux figures 2.1(b) et 2.1(c), respectivement. Ici, il convient de noter que
les deux graphes générés (cf. figure 2.1(b) et figure 2.1(c)) peuvent étre analysés

par le biais d'un algorithme de clustering des graphes homogénes pondérés.

~\

(b) La projection sur V1 (¢) La projection sur V2

Figure 2.1: Un exemple illustratif de la projection pondérée.
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2.1.2 La projection non pondérée

Cette stratégie d’approches est semblable aux techniques basées sur la projec-
tion pondérée dans le sens ol les graphes générés contiennent des nbeuds de méme
type. Toutefois, la différence réside dans le fait que les liens dans ces graphes
(les graphes générés) ne sont pas pondérés. Autrement dit, le nombre de voisins
communs partagé entre deux nceuds dans le graphe biparti original n’est pas pris
en considération. D’une maniére spécifique, la projection non pondérée du graphe
biparti G sur le sous-ensemble de nceuds V; est un graphe homogéne Gy = (],
Ey1), ot chaque deux neeuds dans Gy sont connectés par le biais d’un lien dans

Ey 1 si et seulement s'ils partagent au moins un nceud de type V; dans G.

Projection sur V2

~\

(b} [B]

Figure 2.2: Un exemple illustratif de la projection non pondérée.

Prenons le graphe biparti de la figure 2.2(a) comme exemple. La projection non

pondérée de ce graphe sur les deux sous-ensembles de noeuds Vi et V5 est illus-
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trée par les deux figures (2.2(b) et 2.2(c)), respectivement. Les communautés ici
peuvent étre identifiées en utilisant un algorithme de clustering des graphes ho-

mogeénes non pondérés sur les projections obtenues.

En terminant, il convient de noter que, bien que la stratégie de projection non
pondérée semble étre plus simple et facile comparativement & la stratégie de pro-
jection pondérée, elle ne relate pas la force de connexion entre les nceuds de méme
type dans le graphe biparti (cf. figure 2.2). Avec une approche pondérée, I'intensité
de connexions entre les différents nceuds du graphe biparti est relatée a travers les
poids des liens dans les graphes homogénes générés. Toutefois, 1'utilisation de ces
deux techniques de transformation (projection pondérée et non pondérée) risque
de générer des graphes homogénes qui ne relatent pas nécessairement les carac-
téristiques spécifiques des graphes bipartis, & savoir, la correspondance entre les

communautés.

2.2 Les approches fondées sur les graphes homogeénes

Les techniques basées sur cette stratégie définissent une communauté dans un
graphe biparti comme un ensemble de nceuds densément connectés entre eux et
faiblement liés avec les nceuds de groupes différents. Cela implique que les com-
munautés identiﬁées‘basées sur cette stratégie sont composées par les deux types
de nceuds. En effet, cette définition a été inspirée de celle du graphe homogeéne.
Pour des fins de clarification, la figure 2.3 (prise de (Liu et Murata, 2010b)) pré-
sente un exemple de partitionnement d’'un graphe biparti en communautés selon
cette stratégie. Ce graphe (celui de la figure 2.3) est divisé en trois communautés,
de sorte que chacune contient des nceuds de différents types qui sont d’une part,
densément connectés entre eux, et d’autre part, faiblement liés avec les nceuds

d’autres communautés. Il convient de noter ici que les approches basées sur cette
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stratégie supposent que les deux types de noeuds doivent avoir le méme nombre de
communautés. Cependant, dans plusieurs cas, les deux types de nceuds du graphe

biparti sous investigation peuvent avoir un nombre de communautés différent.

Figure 2.3: Un exemple de partitionnement des approches fondées sur les graphes

homogénes.

Barber (2007) a introduit une extension de la modularité de Newman (2006)
pour aborder la problématique de détection de communautés dans les graphes
bipartis. Rappelons que la modularité est une mesure qui a pour but de caractériser
Pefficacité d’une partition des nceuds d’un graphe au regard de la densité des liens
au sein des communautés et du nombre de liens entre ces communautés. De ce
fait, la modularité est définie par la proportion des liens du réseau qui relient
des noeuds issus d’une méme communauté, moins la proportion attendue dans un
graphe équivalent, dans le sens ol les nceuds ont la méme distribution des degrés,
mais les liens auraient été placés aléatoirement entre tous les nceuds du graphe.
La modularité prend une valeur élevée si le nombre de liens intra communautés
est important et le nombre de liens inter communautés est faible. Dans le cas

contraire, elle prend une valeur faible.
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La fonction de modularité proposée par Barber (2007) est considérée, a la fois,
comme une métrique de qualité et une fonction objective dans plusieurs approches
((Liu et Murata, 2010b), (Barber et Clark, 2009)). Soit G = (Vi U Vo, E) un
graphe biparti et p, ¢ dénotent le nombre de nceuds dans Vi, Vs, respectivement.
E représente I'ensemble de m liens dans G. La fonction objective de Barber (2007)

est donc définie comme suivante :

i M"

1
23 Budli ) (2.1)
B, représente la matrice de dimension (px q), ou chaque élément de cette matrice
est défini par : By = Ay -Poy. Ici, Aw représente un élément de la matrice flp*q
qui est égal & 1 si les nceuds u et v sont directement connectés et 0 sinon. PW = %%
est la probabilité qu’il existe un lien entre u et v. Dans ce cas, d,, d, représentent
le nombre de voisins du nceud u et v, respectivement. 6(s,,t,) est le symbole de
Kronecker, il retourne 1 si u et v appartiennent & la méme communauté. Dans les
autres cas, il retourne un 0. La modularité de Barber (2007) est élevée si les nceuds

au sein de chaque communauté sont densément connectés entre eux et faiblement

reliés avec les nceuds d’autres groupes.

Barber (2007) a également introduit un algorithme de détection de communautés
dans les graphes bipartis, appelé BRIM (Bipartite Recursively Induced modules).
C’est un algorithme itératif congu pour maximiser la modularité bipartie définie
par l'équation (2.1). BRIM est basé sur l'idée que les communautés dans les
deux types de nceuds sont dépendantes, avec chaque partie étant mutuellement
utilisée pour induire les nceuds des communautés de l'autre partie. Initialement,
'algorithme suppose que I'un des deux types de nceuds (supposons les nceuds de
type V3) est associé & des clusters par le biais d’un certain mécanisme. Puis, deux

phases itératives se succédent :
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Lors de la premiére phase, chaque nceud u € V; est associé & une communauté

qui maximise 1’équation suivante :

Qp1 =

1 = -
— ( >, RukTuk> (2.2)
mo=1 \ k=1

R est une matrice binaire de dimension ¢ x ¢ (¢ désigne le nombre de nceuds dans
V, alors que ¢ dénote le nombre de communautés) qui indique appartenance des
neeuds de type Vi a des communautés. La matrice T' est définie par : T = TB,
avec B = A - P. Ici, de maniére similaire 8 R, T' une matrice p X ¢ (p étant
le nombre de noeuds dans V}) qui relate Pappartenance des nceuds de type V) a
des communautés. Notons que chaque ligne de la matrice R (de méme pour T')
contient un seul 1 qui dénote 'appartenance d’un nceud & une communauté et
tous les autres éléments sont 0. Intuitivement, la maximisation de 1’équation (2.2)
consiste a associer chaque nceud v & une communauté k de telle sorte que ’f’uk

prend la valeur maximale de la ué™e ligne de la matrice 7.

Une fois que tous les noeuds dans Vj sont associés & leurs communautés, la
deuxiéme phase est amorcée afin d’associer chaque nceud v € V, a la commu-

nauté qui maximise 1’équation suivante :

q c .
Qp2 = x > <Z Tkavk> (2.3)
m =1 \ k=1

La matrice R est définie par : R = BR. Similairement aux nceuds dans V3, la
maximisation de 1’équation (2.3) consiste & associer chaque nceud v & une com-
munauté k de telle sorte que R, prend la valeur maximale de la vé®e ligne de la

matrice R.
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Les deux phases de l’algorithme BRIM sont répétées itérativement jusqu’a ce
qu'un maximum local de la modularité bipartie soit atteint. Notons que pour
chaque itération, la modularité () est garantie de ne jamais diminuer, parce qu’il
est possible de garder la modularité obtenue et maintenir le précédent partition-
nement de noeuds. Donc, 'algorithme BRIM trouvera toujours une partition avec
une valeur maximale de la modularité Q5. En général, la partition identifiée cor-
respond & un maximum local de @)p et pas un maximum global. Notons aussi
que lalgorithme BRIM peut fonctionner avec n’importe quel nombre de commu-
nautés supposé initialement. Cependant, aucune contrainte n’existe pour s’assurer

que chaque communauté détectée contient des noeuds.

En se basant sur l'algorithme BRIM, Barber (2007) a présenté également un
autre algorithme appelé Adaptive BRIM. Le principe de ce dernier consiste ini-
tialement & associer tous les noeuds du graphe & une seule communauté (k = 1),
donnant (Qp = 0). Ensuite, le nombre de communautés & est doublé. A cet effet,
la moitié des nceuds sont réaffectés aléatoirement aux communautés nouvellement
définies, et une nouvelle solution localement optimale est trouvée en utilisant 1’al-
gorithme BRIM. Ce processus se poursuit, avec k étant doublé a plusieurs reprises
tant que @) continue & augmenter. Une fois que () diminue & mesure que k aug-
mente, la valeur maximale de la modularité a été atteinte. Puis, une méthode de
bi-section (division) est adoptée afin de chercher la valeur optimale de k, celle qui
correspond & la division qui posséde la plus grande valeur de la modularité bipartie
(@B par rapport aux autres divisions. Cette division est donc considérée comme
la partition finale. Adaptive BRIM fonctionne bien dans les réseaux bipartis de
petite taille. Toutefois, il trouve des difficultés avec les graphes & grande échelle.
Cela est causé par le processus de recherche de la meilleure valeur de ¢ qui prend

beaucoup de temps.
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Pour rendre Adaptive BRIM applicable aux réseaux a grande échelle, Liu et
Murata (2010a) ont introduit un nouvel algorithme appelé LPBrim. Ce dernier
(LPBrim) représente une combinaison de 'algorithme LPA (Label Propagation
Algorithm — initialement congu pour les graphes homogeénes) (Raghavan et al.,
2007) et l'algorithme BRIM. Ce nouvel algorithme utilise LPA pour trouver une
division initiale et ensuite BRIM afin d’identifier la structure de communautés
finale. En général, LPBrim est capable d’identifier des communautés dans des
graphes & grande échelle de maniére précise et rapide. La figure 2.4 ci-dessous

illustre les différentes étapes de 1'algorithme LPBrim.

Graphe biparti

LPBRIM

ke

e ;
fiicayiom
5e<~g—zsa .

' Division initiale |

raffiner a division initiale

| Structure de communautés finale :

Figure 2.4: Les différentes étapes de ’algorithme LPBrim .
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Dans un autre travail, Barber et Clark (2009) ont proposé une approche appelée
LPAb (Label Propagation Algorithm for Bipartite Graphs), qui s’inspire de 1’algo-
rithme LPA. LPAb est un algorithme d’optimisation de la modularité bipartie de
Barber (2007), donnée par I’équation (2.1). Au départ, chaque nceud est associé
a4 une étiquétte unique qui indique sa communauté initiale. Puis, 'algorithme im-
plémente un processus itératif, de sorte qu’a chaque itération les nceuds mettent
a jour leurs étiquettes dans une séquence aléatoire pour maximiser la modularité.
Spécifiquement, chaque noeud = € (V7 V V3) met a jour son étiquette en utilisant

I'une des deux fonctions suivantes :

SizeV:
q ~
sy = argmax (Z Byy0(s, lv)> (2.4)
v=1
Sizel,:
p ~
"V — arg max (Zl Biy0(Su, t)> (2.5)
u=
spe, 17°" représentent les nouvelles étiquettes du noeud z. Dans le cas olt deux

ou plusieurs étiquettes maximiseraient la somme, la fonction arg max doit choisir
aléatoirement une de ces étiquettes. Ce processus d’étiquetage est répété itéra-
tivement jusqu’a ce qu’un maximum local de la modularité bipartie soit atteint.
Finalement, les communautés sont identifiées comme des groupes de nceuds parta-
geant la méme étiquette. Ici, il convient de noter que les nceuds dans V) utilisent
uniquement les informations des nceuds dans V5 pour mettre & jour leurs éti-
quettes. De méme, les nceuds dans V; mettent & jour leurs étiquettes en utilisant

seulement les informations sur les nceuds dans V.

Afin d’illustrer le principe de fonctionnement de ’algorithme LPAb, considérons
le graphe biparti présenté par la figure 2.5(a). Supposons que les quatre noeuds

colorés en rouge (étiquetés par 1, 2, 3 et 4) sont de type V] et les cinq nceuds
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Cr

B g
1

Cs

5 678 9 & B Z@ @
G G C G G B G G 0 Ol
(8) @] |

Figure 2.5: Un exemple du processus d’étiquetage de LPAb.

colorés en vert (étiquetés par 5, 6, 7, 8 et 9) sont de type V2 (9 nceuds au total).
Initialement, chaque nceud appartient & une seule communauté donnant 9 commu-
nautés (Cy, Ca, Cs, Cy, Cs, Cs, Cy, Cs, Cy), comme illustré dans la figure 2.5(a).
L’algorithme commence par choisir un nceud d’'une facon aléatoire. Supposons
qu’il a chqisi le noeud 2 qui porte 1'étiquette (Cs). Comme ce nceud appartient &
'ensemble V3, alors I’équation (2.4) est utilisée pour trouver la nouvelle étiquette
de ce dernier (le nceud 2). Dans ce cas, seuls les nceuds 5 et 6 maximisent I’équa-

tion (2.4). Donc, le nceud 2 peut prendre 'une des deux étiquettes (Cs ou Cs).
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Supposons que ’algorithme a choisi d’associer le nceud 2 & la communauté Cs
(figure 2.5(b)). Par la suite, I’algorithme a choisi aléatoirement de traiter le nceud
8 qui se trouvait dans la communauté Cs. Ce dernier a deux voisins, & savoir, les
neeuds 3 et 4, et chacun appartient & sa communauté initiale. Comme le neeud 8
est de type Va, donc équation (2.5) est appliquée. Dans ce cas, les deux nceuds
(3 et 4) maximisent I’équation (2.5). Ici, Palgorithme a choisi d’associer le nceud 8
a la communauté Cy (figure 2.5(c)). Le prochain noeud a traiter est le nceud 3 qui
posséde trois voisins (7, 8 et 9). Dans ce cas, la maximisation de 1’équation (2.4)
donne deux possibilités, & savoir, les nceuds 8 et 9. Supposons que 'algorithme a
choisi le noeud 8 qui appartient & la communauté C; (figure 2.5(d)). Le troisiéme
noeud & traiter est le noeud 9. Ce nceud a deux voisins (les nceuds 3 et 4) qui
appartiennent & la méme communauté C4. Donc, intuitivement, le noeud 9 prend

Vétiquette Cy (figure 2.5(e)).

Le prochain neeud a traiter est le nceud 1 qui a deux voisins (5 et 6) et avec
chacun appartient a sa communauté initiale (c.-a-d., Cs et Cg respectivement).
Ici, la maximisation de ’équation (2.4) donne deux possibilités, & savoir, la com-
munauté C5 ou la communauté Cs. Dans ce cas, 'algorithme a choisi d’associer le
neeud 1 & la communauté Cs (la figure 2.5(f)). En appliquant ce processus d’éti-
quetage sur tous les autres noeuds du graphe jusqu’a il n’y ait aucun changement
de communauté entre les nceuds. A ce compte-la, I'algorithme s’arréte et les com-
munautés sont identifiées comme des noeuds partageant la méme étiquette. Dans
notre exemple (la figure 2.5), et comme illustré dans la figure 2.5(h), deux com-
munautés sont obtenues aprés ce processus d’étiquetage, a savoir, la communauté

C, et la communauté Cs.
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Comme 'algorithme LPAb est une extension de LPA (Raghavan et al., 2007),
il hérite les mémes caractéristiques que ce dernier. De ce fait, il dispose de nom-
breuses qualités souhaitables, & savoir, la simplicité, la facilité de compréhension
et la rapidité d’implémentation. En effet, le grand avantage de LPAb réside dans le
fait qu’il est considéré comme ’algorithme d’optimisation de la modularité bipar-
tie le plus rapide dans les graphes bipartis avec une complexité proche de O(m) o
m représente le nombre de liens dans le graphe biparti. En dépit de ces avantages
souhaitables, la maximisation de la modularité bipartie Qg (’équation (2.1)) ne
garantit pas forcément un partitionnement optimal du graphe. Cela s’explique
par le fait que le maximum global de cette modularité donne une solution tri-
viale ou tous les noeuds possédent la méme étiquette, c.-a-d., que tous les noeuds
appartiennent & la méme communauté. De plus, la procédure d’optimisation de
LPAb ('équation (2.4) et (2.5)) ne produit que des changements locaux, ce qui
rend la maximisation de la modularité bipartie (1’équation (2.1)) orientée vers un
optimum local au lieu de 'optimum global. Toutefois, cette stratégie de recherche
locale permet & LPAb d’éviter la solution triviale (c.-a-d., de mettre tous les nceuds

dans une seule communauté) et de tirer des structures de communautés (Barber

et Clark, 2009).

Pour de pallier les limites de LPAb, a savoir, 'incertitude causée par la séquence
de mise & jour aléatoire et la convergence vers des optimums locaux, une nouvelle
approche, appelée LPAb+, a été proposée par Liu et Murata (2010b). C’est une
approche hybride combinant une extension de LPAb (appelée LPAb’) et l'algo-
rithme MSG (Multistep greedy agglomerative algorithm) proposé dans (Schuetz et
Caflisch, 2008a) et (Schuetz et Caflisch, 2008b). Le principe ici consiste & utiliser
I’algorithme MSG pour conduire LPAb loin des maximums locaux. Plus spécifi-

quement, LPAb+ est divisé en deux phases itératives correspondantes & LPAb’ et
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MSG, respectivement. Dans la phase 1 (c.-a-d., LPAb’), au lieu de mettre & jour
les nceuds du graphe d’une fagon aléatoire dans chaque étape, comme c’est le cas
avec LPAb, les deux types de neeuds (V; et V3) sont traités séparément. Au début,
les noeuds dans V) mettent & jour leurs étiquettes en utilisant 1’équation (2.4),
puis les nceuds dans V5 font la méme chose par le biais de I’équation (2.5). Aprés
ce processus de mise & jour, LPAb’ converge vers "a poor local mazimum" (Liu
et Murata, 2010b) donnant une faible valeur de la modularité bipartie. Donc, les
communautés sont identifiées comme des nceuds partageant la méme étiquette.
Il est & noter ici que ’avantage de LPAb’ sur LPAD réside dans I’élimination du
facteur d’incertitude causé par la séquence de mise a jour aléatoire. Quand la
modularité bipartie ne peut plus étre augmentée dans la phase 1 (LPAb’), un
maximum local de la modularité est atteint. Cependant, cela peut ne pas étre le
maximum global. De ce fait, la phase 2 cherche a pousser LPAb’ loin des maxi-
mums locaux en utilisant l’algorithme MSG. En effet, MSG est un algorithme
d’optimisation de la modularité permettant la fusion de plusieurs paires de com-
munautés dans chaque itération. Spécifiquement, chaque deux communautés (C},
C,) identifiées dans la phase 1 sont fusionnées, de telle sorte que la fusion de C,

avec C, ameéne un changement positif maximal de la modularité.

Une fois la deuxiéme phase terminée, la phase 1 est appliquée de nouveau afin
d’atteindre un autre maximum local. Ces deux phases sont répétées itérativement
jusqu’a ce qu’il ne soit plus possible d’augmenter la modularité du graphe en fu-
sionnant n’importe quelle paire de communautés. Finalement, les communautés
sont identifiées comme des nceuds partageant la méme étiquette. Un probléme
important & noter ici est que les résultats de LPAb+ varient & chaque exécution
faisant de LPAb+ un algorithme indéterministe, ce qui nécessite plusieurs exécu-

tions afin de trouver la meilleure valeur de la modularité.
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2.3 Les approches fondées sur le modéle de liaison similaire

Contrairement aux approches précédentes, les approches fondées sur le modéle
de liaison similaire visent en effet a introduire certaines caractéristiques liées aux
graphes bipartis telles que la correspondance entre les communautés. De ce fait,
ces approches définissent une communauté dans un graphe biparti comme un
ensemble de nceuds, du méme type, qui se connectent d’une maniére dense et
semblable avec d’autres groupes de nceuds de différent type. Cela implique qu’'une
communauté de type V; peut étre connectée avec une ou plusieurs communautés
de type V; et vice versa. De plus, les deux types de nceuds peuvent avoir un nombre

de communautés différent.

Murata (2009) s’est penché sur cette stratégie d’approches en proposant une
nouvelle extension de la modularité de Newman (2004a) pour la détection de com-
munautés dans les graphes bipartis. Cette modularité mesure la fraction de liens
dans le graphe biparti qui connectent les nceuds de chaque couple de commu-
nautés correspondantes, moins la valeur attendue de la méme quantité avec des

connexions aléatoires entre ces couples de communautés correspondantes.

Soit GG un graphe biparti qui est défini par : G = (V; U V,, M), avec Vi, V3 repré-
sentant les deux sous-ensembles de nceuds et M ’ensemble de liens dans G, soit V'
=V} + V5. Supposons que Ny, Ny dénotent le nombre de communautés dans V)
et Va, respectivement, et CV?, CV? représentent ’ensemble de communautés dans
Vi et Vy, respectivement. C; et C,, sont deux communautés qui appartiennent &
Pensemble (CV! = { CY',.., Ol }, CV2 = { CY2,.., CX2. }). A(i, j) la matrice
bi-adjacence du graphe G ol chaque élément de cette matrice est égal & 1 si les
nceuds ¢ et 7 sont directement connectés et vaut 0 dans le cas contraire. La matrice

A dispose d’un bloc hors diagonale sous forme du bloc-matrice A suivant :
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Figure 2.6: Un exemple d’une matrice bi-adjacence d’un graphe biparti.

Notons que les nceuds dans C; et (), sont de différents types, en d’autres termes
(Cre CVIAC, € C?)V (Cp € CVEACy € CV2). Soit ey, la fraction de tous
les liens qui connectent les nceuds de C,, avec les nceuds de Cj. e;,, est définie par

I’équation suivante :

€im = ﬁ Z Z A(Zaj) (26)

i€V, jEVR

Soit a; la fraction de tous les liens dans V] :

a = ;elm = ﬁ > AL ) (2.7)

i€V jeV

La modularité bipartie de Murata (2009) est donc définie par ’équation suivante :

Qu =Y. Qm = (eim — wan), avec m = arg ml?x(elk) (2.8)
1 1 '

En effet, ’équation (2.8) peut étre divisée comme la suivante :

Viva __ _ — 2.9
I ZEZVl(elm ), avec m argrkrée%%c(elk) (2.9)
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Vavi _ — -
Q. —g‘;z(elm ajan,), avec m arg%gz\(elk) (2.10)

Ici, QX}VQ représente la modularité bipartie pour la direction V; — V5 et Qﬁvl

désigne la modularité bipartie pour la direction Vo — V;.

Finalement, (Q5; peut étre donnée comme suivante :

Qum = Q" +Qpz" (2.11)

Contrairement a la modularité de Barber (2007), définie par 1’équation (2.1),
la modularité de Murata (2009), définie par I’équation (2.8), supporte une corres-
pondance d’une & plusieurs, c.-a-d., une communauté de type Vi peut avoir une
ou plusieurs communautés correspondantes dans V5 ou le contraire. En outre, elle
fournit un poids qui relate le degré de correspondance (la force de connexion) entre
chaque communauté et son co-cluster 2. Ce degré peut étre utilisé pour analyser
les caractéristiques des communautés dans le graphe biparti. Un autre avantage
de cette mesure est qu’elle peut étre également appliquée dans les graphes homo-
génes et que les résultats obtenus sont cohérents avec ceux de la modularité de
Newman (2006). La figure 2.7 illustre un exemple de partitionnement du graphe
biparti en communautés selon Murata (2009). Notons que dans cette figure, les
deux types de nceuds ont un nombre de communautés différent. Cette modula-
rité semble appropriée aux graphes bipartis, puisqu’elle prend en compte certaines
caractéristiques liées aux graphes bipartis, a savoir, la correspondance entre les
nceuds. Toutefois, aucun algorithme n’existe dans la littérature permettant de la

maximiser.

2. Dans le reste de ce document, les termes communauté correspondante et co-cluster sont

utilisés d’une maniére interchangeable pour désigner le méme concept.
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)
VY2,

/ Gilela)

Figure 2.7: Un partitionnement d’un graphe biparti basant sur le modéle de liaison

similaire.

Suzuki et Wakita (2009) ont proposé une version modifiée de la modularité de
Murata (2009) pour tenir compte des correspondances & plusieurs facettes (des
correspondances de plusieurs & plusieurs). L’idée se base sur le principe que chaque
individu dans le réseau social a plus d’un seul intérét, et peut donc étre utilisé
pour extraire des structures de communautés & plusieurs facettes. Par ce fait,
Suzuki et Wakita ont remplacé la fonction arg max (définie par I’équation (2.9) et
(2.10)) par un facteur de proéminence qui relate la force de connexion entre deux
communautés de différents types. Ce facteur est défini par la proportion du nombre
de liens entre la communauté C,, et la communauté Cj, et le nombre de toutes
les arétes que la communauté C,, posséde. Suzuki et Wakita (2009) ont utilisé
la premiére phase de 1’algorithme Louwain ( proposé par Blondel et al. (2008)),
un algorithme itératif dédié aux graphes homogénes pour optimiser leur nouvelle
version de la modularité. A titre de rappel, la premiére phase de l’algorithme
Louwvain se base principalement sur la procédure VM (Verte:c Mover (Schuetz et
Caflisch, 2008a)), et comme cette procédure produit juste des changements locaux

basés sur le gain de la modularité qui résulte du processus de fusion de nceuds,
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Palgorithme finit par produire une partition avec un nombre de communautés
élevé et une faible valeur de modularité bipartie (plus faibles que celle de Murata

(2009)).

Larremore et al. (2014) ont proposé un modeéle appelé BiSBM (Bipartite Sto-
chastic Block Model) qui s’inspire du modéle SBM (proposé initialement dans
(Karrer et Newman, 2011)). Le principe consiste & maximiser une fonction de
probabilité en déplacant les nceuds entre les communautés. En effet, I’algorithme
nécessite deux paramétres d’entrées, a savoir, Ny, qui représente le nombre de
communautés dans V; et Ny, le nombre de communautés dans V5. Initialement,
l'algorithme commence par associer d’une maniére aléatoire les nceuds de type V3
aux groupes Ny et les nceuds de type Vo aux groupes Nyo. Puis, 'algorithme
cherche la surface de probabilité en proposant de déplacer chaque nceud entre les
communautés de ces voisins (ayant le méme type). Aprés avoir proposé ces mou-
vements, a travers tous les nceuds et groupes admissibles, il choisit le mouvement
qui maximisera la fonction de probabilité. Si aucune amélioration n’est possible,
l’algorithme choisit le mouvement qui diminue le moins possible la fonction de
probabilité car forcer les nceuds & se déplacer permet d’échapper aux optimums
locaux. Quand tous les noeuds se sont déplacés, les états par lesquels 1'algorithme
a passé sont évalués et I’état avec le score le plus élevé est utilisé comme point de
départ de la prochaine itération. Lorsqu’une itération compléte passe sans aucune
amélioration dans la fonction de probabilité, ’algorithme s’arréte et les commu-
nautés sont identifiées comme des nceuds ayant la méme étiquette. A noter que
lalgorithme doit étre exécuté plusieurs fois et le score le plus élevé parmi les ré-
sultats obtenus est choisi. Comme mentionné ci-dessus, 'algorithme BiSBM est
sensible & certains paramétres, notamment le nombre de communautés dans les

deux types de nceuds (Ny; et Nyy). En effet, ces deux paramétres peuvent grande-
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ment affecter la précision de cet algorithme si les valeurs fournies par 'utilisateur
sont incorrectes. Un autre inconvénient réside dans le temps d’exécution excessif

faisant de BiSBM un algorithme indéterministe.

Dans un travail récent, Pesantez et Kalyanaraman (2017) proposent une version
modifiée de la modularité de Murata (2009), appelée Murata+, en ajoutant un
terme négatif dans la fonction argmax. Ce terme est défini par le produit de la

fraction de tous les liens reliant les deux communautés en question.

D’une maniére spéciﬁque, la fonction arg max est redéfinie comme suit :
Soit C,, la communauté correspondante de Cj :

Cpn = arg mﬁx(elm — ay,) (2.12)
De méme, C; la communauté correspondance de C,, :

C), = arg mla,x(elm — Q1) (2.13)

En effet, le terme négatif (a;a,,) est ajouté dans la fonction arg max afin de rendre
la correspondance entre les communautés symétriques, c.-a-d., que si une com-
munauté C; a choisi C,, comme sa communauté correspondante, alors C,, doit

également choisir C; comme sa communauté correspondante.

De plus, Pesantez et Kalyanaraman (2017) introduisent BiLouwvain, une approche
qui s’inspire de l'algorithme Louvain (proposé initialement dans (Blondel et al.,
2008)). Globalement, BiLouvain suit le méme modeéle d’optimisation élaboré ini-
tialement par Louvain, il differe dans la fonction objective (en utilisant Murata+)

et dans la Méthode de calcul du gain de modularité.
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L’algorithme BiLouvain se base sur les étapes suivantes :

1. Soit le graphe biparti G = (V; UV, M, w), initialise un ensemble de nj+ny

communautés, tel que ny = |Vj| et ny = |V3|, en placant chaque nceud dans

sa propre communauté.

2. Dans chaque itération, tous les noeuds sont scannés linéairement (dans un

ordre arbitraire). Pour chaque nceud z , il faut :

(a)

Acquérir une liste de communautés candidates auxquelles il peut éven-
tuellement se fusionner. Supposons (jue z € Vi et I'(z) dénote l'en-

semble de voisins de x qui appartient a V5, alors :

P(z) = {i/(xj) € M}

Soit I'(z)" dénote I'ensemble de nceuds dans Vi qui sont connectés avec

les voisins de z, donc :
I(z) = {k/(kj) €M, jeT(z)}
Par conséquent, I'ensemble des communautés candidates du nceud x

est donné par :

Cand(z) = U C(k)
kel'(x)!
De la méme facon, on peut déterminer les communautés candidates de

tous les nceuds dans Vs.

Evaluer le gain de modularité qui résulterait du scénario de fusion du

neeud z avec chacune de ses communautés candidates (Cand(z)).

Finalement, fusionner le nceud z avec la communauté candidate qui
maximise le gain de modularité, seulement si ce gain est positif, sinon

le nceud z reste dans sa communauté.

3. Cette phase se termine, c.-a-d., phase 1 qui correspond & ’étape 2 ci-dessus,
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lorsque le gain de la modularité entre deux itérations consécutives soit né-

gligeable.

4. Une fois que la premiére phase est terminée, la phase 2 est commencée. De
ce fait, un nouveau graphe G' = (V/ UV, M’', w’) est généré a travers une
étape de compactage qui transforme chaque communauté en un nceud et
les liens entre ces communautés sont remplacés par une seule connexion &
laquelle on associe un poids qui relate le nombre de liens reliant les deux
communautés en question. Aprés cette phase de compactage, la modularité

globale du graphe est mesurée.

5. Le nouveau graphe compacté G’ est entré dans la phase suivante (phase 1)
et l’algorithme se termine lorsque deux phases consécutives entrainent une

valeur de modularité globale négligeable (celle mesurée dans la phase 2).

2.4 Conclusion

Dans ce chapitre, nous avons présenté une vue d’ensemble sur le fonction-
nement de quelques approches de détection de communautés dans les graphes
bipartis. Nous avons également discuté de leurs avantages et limites. Comme men-
tionné dans I'i ntroduction, la plupart des approches existantes traitent les noeuds
du graphe d’une maniére similaire sans prendre en considération la contribution
explicite de chaque nceud & la formation de communautés. A titre d’exemple,
un neeud de type V; se connecte massivement & tous les nceuds de V5 et vice
versa. Ce type de connexions risque de bien cacher la structure de communautés,
si le processus de détection se base sur un mécanisme qui traite les nceuds de la
méme fagon sans faire la distinction explicite entre les noeuds discriminants et non
discriminants. Certaines autres approches souffrent également de la perte d’infor-

mations causée par 'utilisation des techniques de projection du graphe biparti
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vers des graphes homogénes, dont le but est de simplifier la tdche de détection
de communautés. En outre, nous avons démontré aussi que d’autres approches
traitent les graphes bipartis comme des graphes homogénes. Par conséquent, ces
approches restreignent la correspondance entre les communautés & une correspon-
dance unique, c.-4-d., une communauté de type V; doit étre connectée avec une
et une seule communauté de type V, et vice versa. Afin de pallier ces limites,
nous présentons dans le chapitre suivant, un nouvel algorithme de détection de

communautés dans les graphes bipartis.



CHAPITRE III

APPROCHE PROPOSEE

Ce chapitre présente une nouvelle approche de détection de communautés dans
les réseaux bipartis. L’approche proposée opére en deux phases. La premiére phase
vise principalement & identifier un premier regroupement de nceuds par le biais
d’un modéle de données transactionnelles. Spécifiquement, dans cette premiére
phase, le graphe biparti en question est transformé en données transactionnelles,
puis, un mécanisme de scoring qui permet de distinguer les nceuds discriminants
des nceuds non discriminants, est incorporé dans un algorithme de clustering des
données transactionnelles et appliqué sur les données transactionnelles obtenues
de cette transformation. Comme nous allons le démontrer dans ce chapitre, cette
transformation vers des données transactionnelles relate simplement les voisins de
chaque nceud dans le graphe biparti en question et ne cause aucune perte d’in-
formation. La deuxiéme phase de notre approche est concue spécifiquement pour
raffiner le résultat de la premiére phase basée sur une nouvelle stratégie d’opti-
misation de la modularité bipartie pour identifier une structure de communautés
définitive et relativement optimale. Il est & noter que I’approche proposée est

applicable sur des graphes bipartis non orientés et non pondérés.
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3.1 Notations et concepts

Avant de présenter notre approche, nous exposons tout d’abord quelques no-
tations et définitions. Un graphe biparti est défini par le triplet G = (ViU V3, E),
ol V] est un ensemble de p nceuds, V5, est un ensemble de g nceuds et E représente
I’ensemble de liens dans le graphe G. Le nombre total de nceuds dans G est donné
par V = p + q. La différence avec les réseaux classiques (homogenes) réside dans
le fait que les nceuds dans V) et V5 sont de différents types et les liens existent

seulement entre ces deux types de nceuds (c.-a-d., entre V; et V5).

L’objectif de notre approche est I'identification d’une partition de nceuds dis-
jointe ou chaque nceud z € (V] V V3) ne peut appartenir qu’a une et une seule
communauté (ou cluster)!. Nous croyons que ce genre de partitionnement permet
de donner des structures de communautés qui sont d’une part, claires, et d’autre
part, intuitives et facilement interprétables par 'utilisateur. Chaque communauté
détectée par notre approche doit contenir des nceuds de méme type qui sont densé-
ment connectés avec les noeuds de leur communauté correspondante et faiblement
liés avec les nceuds des autres communautés. Rappelons que la communauté cor-
respondante (appelée aussi le co-cluster) d’une communauté C; de type V; est une
communauté D,, de type V3, de sorte que C; partage le nombre maximum de liens

avec D,,.

Nous utilisons C' pour désigner les communautés identifiéces dans V; et D pour
désigner les communautés identifiées dans V5. Soit Py ={ C}, Cy,...,C, } dénote un
partitionnement de V) en k; communautés. De méme, soit Po={ D1, Da,...,Di2 }

dénote un partitionnement de V5 en ko communautés. Tout au long de ce mémoire,

1. Dans le reste de ce document, les termes communauté et cluster sont utilisés d’une fagon

interchangeable pour désigner le méme concept.
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nous supposons que k; ne doit pas forcément étre égal & k.

Comme nous I’avons mentionné précédemment, notre approche opére en deux
phases : la premiére phase vise & générer un premier partitionnement en s’appuyant
sur le principe de clustering de données transactionnelles et la deuxiéme phase vise
a raffiner le résultat de la premiére phase, en se basant sur un processus itératif
qui permet de maximiser la modularité bipartie et ainsi identifier une structure
de communautés relativement optimales. Les détails qui se rattachent & chaque

phase sont présentés dans ce qui suit.

3.2 La premiére phase : le partitionnement initial

Dans cette section, nous présentons la stratégie de clustering de données tran-
sactionnelles que nous avons adoptée. Le point notable de cette démarche est que
le réle qu’'un nceud joue dans la formation de communautés est considéré par le
biais d’'un mécanisme de scoring, incorporé dans une fonction objective. Avant
de décrire le processus de clustering de données transactionnelles, nous devons
tout d’abord procéder & la transformation du graphe biparti vers des données

transactionnelles.

Un graphe biparti G = (Vi UV, E) avec Vi = { uy, u,...,u, } représente l'en-
semble de p nceuds de type Vi et Vo = { vy, vs,...,u, } I'ensemble de g nceuds de
type V peut étre transformé, et ce sans perte d’information, en un ensemble de
données transactionnelles, de sorte que chaque transaction est définie par une liste

d’items?, et ces items relatent les voisins de chaque nceud dans le graphe biparti

2. Dans ce qui suit, les termes item et nceud sont utilisés d’une maniére interchangeable pour

dénoter le méme concept.
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sous investigation. En vue de faciliter 'analyse des résultats de cette transfor-
mation, nous divisons ’ensemble de données transactionnelles obtenu en deux
ensembles de transactions (B et Bs), tel que chaque ensemble relate les voisins

de chaque type de nceuds (c.-a-d., V} et V3).

D’une maniére spécifique, la transformation du graphe biparti G en deux en-

sembles de données transactionnelles (B et Bs) est donnée comme suit :
Le premier ensemble (Bj) est défini par :

Svi={ Tuy, Tuzs-- T, }

Iy, ={ v1, vg,..,v5 }

Tels que Sy, dénote le sous-ensemble de p transactions qui représentent les nceuds
dans Vi, et Iy, le sous-ensemble de ¢ items qui relatent les nceuds de type Va.
Chaque transaction dans Sy, est définie par une liste d’items dans Iy, qui relate

les voisins du neceud en question.

Le deuxiéme ensemble (Bs;) est défini par :
SVQ:{ Ty, Tvza"'7T’Uq }

Iy, ={ w1, ug,...;up }

Ici, Sy, est le sous-ensemble de ¢ transactions qui relatent les nceuds dans V; et
Iy, le sous-ensemble de p items qui représentent les nceuds de type V;. Chaque
transaction dans Sy, est représentée par une liste d’'items dans Iy,, ces items

dénotent les voisins du nceud en question.

Afin de faciliter la discussion, nous illustrons la transformation ci-dessus d’un

graphe biparti vers des données transactionnelles, par un exemple, comme illustré
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par la figure 3.1. Le graphe biparti dans la figure 3.1(a), peut étre transformé en
deux ensembles de données transactionnelles (B; et Bs) : le premier ensemble (By)
relate les voisins des neeuds ayant le type V; (comme illustré par le tableau 3.1(b))
et le deuxiéme (By) relate les voisins des nceuds ayant le type V5 (comme indiqué
le tableau 3.1(c)). Chaque transaction dans ces deux tableaux ( 3.1(b) et 3.1(c))
est définie par une liste d’items qui représentent les voisins du nceud en ques-
tion dans le graphe biparti de la figure 3.1(a). Rappelons que 'avantage de cette
transformation (en données transactionnelles) sur la projection est qu’elle garde
les mémes interactions entre les nceuds et qu’il n’y a aucune perte d’information

telle que la force de connexion entre les noeuds.

L'ensemble By

Transactions | items

TA {1: 3: 4' 7}

Ts {3,4,7}

TC {11 2) 3) 41 50 6: 71 8}
TD {51 6} 7}

Te {Sf 6; 7}

TF {5) 7) 8}

T {73

Transformation {b) La transformation des nceuds de type V3

en données transactionnelles.
L'ensemble B,

Transactions | Items
Tl {AI C}
T2 {c}
{a) Un graphe hiparti. T3 {A, 8, C)
Ta {A, B, C)
TS {Cr Di EI F }
Ts {C, D, E}
17 {Al B,C,D,EF, G}
Tﬂ {CI F}

{c) La transformation des noeuds de type V;
en données transactionnelles.

Figure 3.1: lllustration de la transformation d’un graphe biparti en données tran-

sactionnelles.
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Nous remarquons dans ’ensemble de données transactionnelles B; (le tableau
3.1(b)) que litem 7 (le noeud 7 dans le graphe biparti) a une fréquence élevée
dans ’ensemble de données, car il est apparu dans toutes les transactions. Un tel
item (l’item 7) doit étre considéré comme étant moins important dans la phase
de clustering, parce qu’il ne nous aide pas a distinguer entre les clusters. Cette
remarque est aussi applicable sur I'item C dans ’ensemble B; (le tableau 3.1(c)).
D’autre part, nous voyons également dans le tableau 3.1(b) que l'item 2 apparait
juste une seule fois dans l’ensemble B;. En effet, cet item ne contribue pas a
la formation d’aucun cluster, parcequ’il a une faible occurrence dans l’ensemble
de données transactionnelles By et a cet effet, il n’aide pas & distinguer entre
les communautés. Il convient de rappeler que les algorithmes de détection de
communautés dans les graphes bipartis déja existants ne prennent pas en compte
ce genre de nceuds (les noeuds non discriminants) dans la phase de clustering,
et ils les traitent d’une maniére similaire avec les autres noeuds du graphe. Afin
de tenir compte de la discrimination des nceuds dans le processus de clustering
et d’identifier des communautés en nous basant sur la contribution des nceuds
dans le graphe biparti, nous appliquons 'algorithme de clustering des données
transactionnelles (présenté dans (Bouguessa, 2011)) sur les résultats obtenus-de
la transformation du graphe biparti en données transactionnelles (I'ensemble By

et By). Les détails de cet algorithme sont présentés dans ce qui suit.

L’objectif principal de I'algorithme de clustering de données transactionnelles
présenté dans (Bouguessa, 2011) est de diviser I'ensemble de transactions S (ici
S peut étre soit Sy, ou Sy,), en nous basant sur la contribution des items, en
un ensemble de clusters Cr = { Cp, Cp,...,Cr, } ot k dénote le nombre de
clusters dans Cr, et V(CTQ,CTh) € Cr:Cr,NCr, = (), dans le cas ou g # h.

Les transactions groupées dans Cr, (avec j = 1,..., k) doivent avoir un degré élevé
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d’homogénéité par rapport & toutes les transactions dans (Cr - Cpy).

La recherche d'un partitionnement Cr = { Cr,, Cp,,...,Cr, } dans Pensemble

de données transactionnelles S est guidée par la fonction objective suivante :

Zk: l?‘ Quality(Cr, )] ' (3.1)

j=1

Ici, r dénote le nombre de transactions dans S (r = pV r = q) et r; le nombre de
transactions dans Cfy;, le terme frl représente la contribution relative du cluster
Cr; a la partition Cr et Quality(Cr,) mesure la qualité du cluster Cr, basé sur la
similarité entre les items des transactions qui appartiennent a Crz,. D’une maniére

spécifique, Quality(Cr;) est donnée par :

Quality(Cr,) = = 3~ ntr(m, Cx,) - w(m,Cx,) - w(m, S) (3.2)
J meCTj

Le terme ntr(m, Cr;) dénote le nombre de transactions dans Cr; contenant I'item
m. Le poids w(m,Cr;) mesure le degré de participation de l'item m dans Cr;,
w(m, S) mesure 'importance de I'item m dans I’ensemble de données transac-
tionnelles S. En effet, 'objectif principal d’utiliser ces deux poids (w(m, Cr;) et
w(m, S)) consiste & éviter de traiter d’une maniére similaire les items dans Cr, en
fournissant plus de puissance discriminative pour les items discriminants qui nous
aident a distinguer entre les clusters, et méme de diminuer I'importance des items

non discriminants, ceux qui ne contribuent pas & la formation des communautés.

Le poids w(m, Cr;) est défini par :
ntr(m, Cr;) ntr(m, Cr;)
T ntr(m, Cr,) + ntr(m, (S — Cr;))

w(m, CTj) = (33)

Dans I'équation (3.3), ntr(m, (S — Cr;)) dénote le nombre de transactions qui

n’appartiennent pas a Cr; mais elles contiennent I'item m.
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Le poids w(m, S) est défini comme suit :

ntr(m, S) - (r — ntr(m,S) + 1)

w(m,S) = (3.4)

Dans I’équation (3.4), ntr(m, S) représente le nombre de transactions dans S qui
contient I'item m. La valeur de w(m, S) est fixée durant le processus de clustering,

car elle mesure I'importance de 'item m dans ’ensemble de données transaction-

nelles S.

L’objectif derriére la multiplication de ces deux poids (w(m,Cr;) et w(m, S))
dans la fonction Quality(Cr;) (donnée par I'équation (3.2)) est de renforcer le
poids des items qui contribuent a la formation des clusters, en leur donnant une
puissance discriminante élevée, et méme de diminuer le poids des items non discri-
minants, ceux qui ne nous n’aident pas a distinguer entre les communautés, en les
rendant négligeables durant le processus de clustering. En effet, la maximisation
de l’équation (3.2) par ce mécanisme de scoring indique que les transactions dans
Cr; possédent une plus grande similarité entre elles qu’ailleurs (dans S - Cr;), ce
qui implique & ce moment que la maximisation de la fonction F(Cr) (donnée par
I'équation (3.1)) indique que le partitionnement Cr a une bonne qualité. La fonc-
tion objective F(Cr) peut étre maximisée grace a la procédure itérative suivante

(algorithme 1) :
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Algorithme 1 : Phase 1
Entrée : Une collection de données transactionnelles S';

Résultat : Cr = { Cr,, Cp,,...,Cr, } : le partitionnement de S en k clusters ;

début
1- Allouer pour chaque transaction T (j = 1...r) dans S un cluster existant ou un

nouveau cluster qui maximise F(Cr);
2- transaction_ déplacée = fauzx;

3-pour T; =1ar e S faire

Déplacer T} a un cluster existant ou un nouveau cluster pour maximiser
F(Cr);

si T est déplacée alors

| transaction_ déplacée = vrai;

fin

fin

3- si transaction_déplacée == faux alors
| allez a I’étape 5;

sinon
| allez a 'étape 2;

fin

4- Retourner Cr = { Cr,, Cr,,...,.C1,. };
fin

Au début de l'algorithme 1 (ligne 1), les transactions sont investiguées sé-
quentiellement et en assignant chacune & un cluster déja existant ou un nouveau
cluster qui maximise la fonction objective F'(Cr) (I’équation (3.1)). En effet, ’ob-
jectif principal de cette étape est de construire, en premier lieu, une partition
initiale C'r basée sur la fonction objectif F'(Cr). Par la suite, ’algorithme passe &
une boucle itérative (ligne 3) pour améliorer les résultats obtenus précédemment
(la partition initiale). De ce fait, affectation des clusters est raffinée de maniére
itérative jusqu’a ce qu’il ne soit plus possible d’augmenter la valeur de la fonction

F(C7). Ce processus de raflinage sera terminé si aucune transaction dans S n’est
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déplacée d’un cluster & un autre durant une itération. Autrement, une nouvelle

passe est commencée.

Il est & noter que la maximisation de la fonction F(C7) via l'algorithme 1
est orientée vers un maximum local de F(Cr). De ce fait, nous élaborons dans
la phase 2, de notre approche, une procédure d’optimisation de la modularité bi-
partie murata+ (présentée initialement dans (Pesantez et Kalyanaraman, 2017))
qui permet de fusionner les clusters obtenus de la phase 1 afin de maximiser la
modularité et identifier une structure de communautés relativement optimale. Les

détails de la phase 2 sont présentés dans ce qui suit.

3.3 La deuxiéme phase : raffinement du clustering

Avant de procéder a la phase 2, le graphe biparti en question doit étre divisé
en communautés selon le partitionnement obtenu dans la phase 1. Puis, nous
appliquons notre stratégie d’optimisation de la modularité bipartie (murata+)
sur le partitionnement de la phase 1. Il convient de rappeler ici que la modularité
(murata+) (présentée par Pesantez et Kalyanaraman (2017)) est définie comme

suit :

Supposons que C; est une communauté de type Vi et que D,, représente sa com-
munauté correspondante dans V5 et vice versa, e;,, la fraction de tous les liens qui
connectent les nceuds de C; avec les nceuds de D,,, a; et a,, la fraction de tous
les liens dans C) et D,,, respectivement. Alors la modularité murata+ est définie
par :

-|J\;I = ;(elm — aam) + Z(eml - alam) (35)
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Chaque communauté C; choisit sa communauté correspondante D,, en se basant

sur la fonction suivante :
Cy = arg mn%x(eml — a;am) (3.6)

De méme, chaque communauté D,, choisit sa communauté correspondante C; en

se basant sur la fonction suivante :

D,, = arg mlax(elm — Q1Qm) (3.7)

En effet, ’avantage de choisir la modularité murata+ (Pesantez et Kalyanaraman,

2017) réside dans les points suivants :

1. La modularité murata+ est apte a détecter des communautés avec des cor-
respondances d’un a plusieurs (c.-a-d., une communauté de type V] peut étre
connectée avec une ou plusieurs communautés de type V3 ou vice versa). Cela
signifie que les deux types de nceuds peuvent avoir un nombre de commu-

nautés différent.

2. La modularité murata+ fournit un degré de correspondance entre chaque
paire de communautés de différent type. Ce degré peut étre utilisé pour

analyser les caractéristiques des communautés dans le graphe biparti sous

investigation.

3. La modularité murata+ fournit des correspondances symétriques, c.-a-d., si
une communauté C; a choisi la communauté D,, comme son co-cluster, D,,

doit forcément choisi C; comme son co-cluster.

Rappelons que I'objectif principal de la phase 2 est de raffiner les résultats
obtenus de la phase 1 et méme d’identifier une structure de communautés rela-

tivement optimale. A cet effet, nous proposons une heuristique d’optimisation de
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la modularité bipartie (murata+). Cette heuristique se base principalement sur
la fusion de chaque paire de communautés de méme type afin de maximiser la
modularité bipartie. Pour une partition initiale de graphe en (k;+k2) communau-
tés, nous pouvons avoir (kl*(kl -1)/2 + ko*(ke - 1)/ 2) combinaisons possibles.
Afin de rendre notre algorithme plus rapide et ainsi maximiser la modularité, nous
fusionnons juste les paires de communautés qui partagent au moins un noeud com-
mun, car la fusion de deux communautés de méme type qui ne partagent pas des
neeuds communs entre elles ne va pas augmenter la modularité. Donc plusieurs

combinaisons peuvent étre évitées.

L’algorithme de la phase 2 (présenté ci-dessous) commence tout d’abord par
calculer, pour chaque communauté, une liste de communautés candidates (ayant le
méme type). Supposons que Dys € V5 dénote 'ensemble de toutes les communau-
tés voisines de la communauté C; € V. Alors les communautés candidates de C
sont toutes les communautés dans V; qui partagent au moins un nceud en commun
avec Dy4. Par la suite, pour chaque combinaison possible, entre la communauté en
question et I'une de ces communautés candidates, on estime la modularité bipartie
du graphe et on choisit celle qui a la plus grande valeur de la modularité. Cette
derniére combinaison est acceptée et la fusion de deux communautés aura lieu si
la valeur de la modularité bipartie de cette fusion est supérieure & la valeur de la
précédente. Ce processus itératif de fusion s’arréte si aucune combinaison possible
ne peut augmenter la valeur de la modularité du graphe biparti. L’algorithme 2

résume la phase 2 (raffinement du résultat de la phase 1) de notre approche.
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Algorithme 2 : phase 2
Entrée : G = (V; UV,, E) : un graphe biparti;

N : une liste de taille |V} 4 V3| contenant le partitionnement initial de la
phase 1 ol chaque case de cette liste indique I'appartenance d’un noeud a
un cluster.
Reésultat : P, = {Cy, Ca,...,Ck, } : les communautés dans V.
Py, = { D1, Ds,...,Dis } : les communautés dans V5.
Variables : cluster _fus : le cluster candidat qui maximise la modularité QX,I ;

début
Deviser G en communautés selon N ;

Cy : une liste contenant 'index de chaque cluster dans NV ;
ISt _ caleuler Q7 pour G selon 'équation (3.5) ;

répéter

pour chaque cluster R dans Cp faire

candidate cluster = calculer les clusters candidats du cluster R;

pour chaque cluster candidat Candig dans candidate_ cluster faire
Qi7" = calculer Q*Aj[ selons I’équation (3.5) pour que R et Candig

soient dans le méme cluster ;
si Qi > Q;f st alors
QLﬁTSt _ Q?\;fner
cluster _fus = Candig;

fin

fin

si Q;f wst QL™ alors
| fusionner R et cluster fus;

fin

fin

+first,
M

jusqu’a ce qu’il ne soit plus possible d’augmenter la modularité Q ;

Retourner P, Ps;
fin
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3.4 Conclusion

Dans ce chapitre, nous avons présenté une nouvelle approche de détection de
communautés dans les graphes bipartis. Cette approche est basée principalement
sur deux phases, la premiére vise & regrouper les nceuds en communautés selon un

~mécanisme de pondération qui permet de distinguer les nceuds discriminants des
nceuds non discriminants. La deuxiéme phase vise & combiner les résultats de la
premiére phase & I’aide d’une nouvelle heuristique d’optimisation de la modularité
bipartie afin de trouver une structure de communautés optimale. Une évaluation
empirique, sur des graphes synthétiques et réels, de I’approche proposée est pré-

sentée dans le chapitre suivant.



CHAPITRE IV

EVALUATION DE L’APPROCHE PROPOSEE

Ce chapitre présente une évaluation empirique détaillée de I’approche proposée
sur des graphes bipartis synthétiques et réels. La performance de 1’approche est
comparée a cinq algorithmes de détection de communautés dans les graphes bi-
partis, a savoir Adaptive Brim, LPBrim, LPAb+, BiSBM et BiLouvain. Dans ce
qui suit, nous commencons tout d’abord par présenter le cadre expérimental que
nous avons adopté, puis nous décrivons les critéres d’évaluation sélectionnés. Par

la suite, nous présentons les résultats obtenus de notre évaluation.

4.1 Cadre expérimental

4.1.1 Algorithmes sélectionnés pour la comparaison

Afin d’illustrer la performance de la méthode proposée, cinq approches ont

été sélectionnées pour la comparaison, telles que LPAb+1, LPBrim?, Adaptive

1. I'implémentation de P’algorithme LPAb+ est disponible dans
https ://github.com/sjbeckett /weighted-modularity-LPAwbPLUS.

2. limplémentation de P’algorithme LPBrim est disponible dans https ://bimat.github.io/
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BRIM?3, BiLouvain* et BiSBM?3. Le choix de ces algorithmes est dicté par le fait
qu’ils représentent, d’une part, les différents types d’algorithmes de détection de
communautés dans les graphes bipartis (les approches fondées sur les graphes ho-
mogeénes et les approches fondées sur le modeéle de liaison similaire), et d’autre
part, ils sont trés connus dans la littérature et considérés comme étant les plus
performants dans les graphes bipartis. Comme nous avons mentionné dans le cha-
pitre 2, l'algorithme BiSBM nécessite que le nombre de clusters (ou communau-
tés) doive étre spécifié & I’avance par 'utilisateur. De ce fait, pour les graphes
synthétiques, le nombre réel de communautés a été fourni pour cet algorithme.
Par contre, nous n’avons pas considéré cet algorithme (BiSBM ) pour les expéri-
mentations sur les graphes réels, puisqu’il est impossible de spécifier le nombre de

clusters pour les graphes réels (sauf le cas des graphes réels benchmarks qui ont

une structure de communautés connue).

Comme indiqué précédemment, les approches fondées sur les graphes homogénes,
a savoir, LPAb+, LPBrim et Adaptive BRIM donnent des communautés conte-
nant les deux types de nceuds. Afin de faciliter la comparaison des résultats, nous
avons divisé chaque communauté détectée par ces algorithmes en deux commu-
nautés de sorte que chaque communauté contient des noeuds de méme type. Il
convient de rappeler aussi que nous n’avons pas considéré la projection dans cette

expérimentation, car elle souffre de la perte d’information.

3. limplémentation de lalgorithme Adaptive BRIM est disponible dans https ://bi-
mat.github.io/

4. Limplémentation de lalgorithme BiLouvain est disponible dans https ://gi-

thub.com/paolapesantez/biLouvain

5. L’implémentation de lalgorithme BiSBM est disponible dans http ://danlarre-
more.com,/bipartiteSBM
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4.1.2 Critéres d’évaluation

Afin d’évaluer la performance des approches sélectionnées pour la comparaison,
nous avons considéré des critéres d’évaluation internes et externes. Les critéres in-
ternes sont utilisés lorsque la partition est connue & ’avance, c.-a-d., lorsque nous
connaissons l'appartenance de chaque nceud a sa communauté (ground truth).
Tandis que les critéres externes sont utilisés quand nous n’avons aucune connais-
sance @ priori sur le partitionnement du graphe sous investigation. Autrement
dit, il n’y a pas une partition prédéfinie. Dans nos expérimentations, un critére
d’évaluation interne est utilisé lorsque le ground truth est disponible (en particu-
lier avec les graphes synthétiques et les graphes réels benchmarks). En l’absence
du ground truth (ce qui est généralement le cas des données réelles), nous avons

utilisé deux critéres d’évaluation externes.

4.1.2.1 Critére interne : le NMI

Comme nous 'avons souligné, pour chaque réseau synthétique généré, notre ap-
proche proposée ainsi que les autres approches choisies pour la comparaison sont
appliquées. Par la suite, les structures de communautés identifiées dans chaque
exécution sont comparées avec celles prédéﬁﬁies (ground truth) par le générateur
de réseaux que nous avons utilisé. Pour établir cette comparaison, entre les com-
munautés détectées et les communautés prédéfinies, nous avons sélectionné le NMI
(I'information mutuelle normalisée), car il est le plus utilisé dans la littérature.
L’objectif de ce dernier consiste & mesurer la similarité entre deux partitions, a

savoir, la partition détectée et la partition prédéfinie.

Pour deux partitions A et B, avec A qui représente la partition prédéfinie et B

qui représente la partition dégagée du méme réseau, n le nombre total de noeuds,
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ka et kp représentent le nombre de clusters dans A et B, respectivement, le NMI

est défini comme suit :

—2 Ziil jgl Nij l()g(N:N:T)

NMI(A,B) = , : .
k4 Nilog(M) + 382, N log ()

(4.1)

Dans ’équation (4.1), N représente la matrice de confusion avec NN;; qui indique
le nombre de nceuds qui apparaissent a 1'¢¥™¢ cluster de la partition A et le jé™¢
cluster de la partition B. N; est le nombre de nceuds dans le cluster ¢ de la partition

A et Nj représente le nombre de nceuds dans le cluster j de la partition B.

Le NMI retourne généralement une valeur comprise entre 0 et 1. Si cette valeur
est proche de 1, la partition est proche de la partition prédéfinie. Ce qui suggére
une bonne performance de I'algorithme de détection en question. Une valeur de
NMI proche de 0 suggére que ’algorithme de détection de communautés a échoué

dans le fait d’identifier une structure de communautés proche du ground truth.

4.1.2.2 Critéres externes

Contrairement aux critéres internes qui sont utilisés sur des graphes ou la
partition prédéfinie doit étre connue, les critéres externes sont souvent utilisés
dans le cas ol la partition prédéfinie est manquante, autrement dit, dans le cas
oll nous n’avons aucune connaissance ¢ priori sur 'appartenance des nceuds a
leurs communautés. Afin de réaliser une expérimentation objective qui relate les
points forts et faibles des algorithmes adoptés pour cette expérimentation, nous
avons utilisé deux critéres externes, a savoir, la couverture (Coverage en anglais)
proposée par Brandes et Erlebach (2005) et la densité de modularité (modularity
density en anglais) proposée par Xu et Chen (2014).
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Soit G = (V}UVa, E) un graphe biparti et P = { C}, Cs,...,Cy} un partitionnement
de G en k communautés. En effet, 'objectif principal des critéres externes est de
donner un score qui relate la qualité du partitionnement P obtenu par 1'algorithme

en question sur le graphe biparti sous investigation.

Comme mentionnée dans (Brandes et Erlebach, 2005), la couverture mesure
la densité interne au sein des communautés. Elle est définie par la fraction de
tous les liens intra communautés par rapport au nombre total de liens dans le
graphe biparti sous investigation. Les valeurs de cette mesure sont généralement
comprises entre 0 et 1. Une valeur plus proche de 1 indique que les noeuds dans
chaque cluster sont densément connectés entre eux, ce qui est considéré comme
un bon partitionnement, tandis qu’une valeur proche de 0 désigne que les nceuds
au sein des clusters sont faiblement connectés entre eux. D’une maniére générale,

la couverture du graphe G est définie par 1’équation suivante :

k
Couverture(G) = glzéi (4.2)

Dans l’équation (4.2), ec, dénote le nombre de liens intra communautés du cluster

C; et E le nombre total de liens dans G.

La deuxiéme mesure que nous avons adoptée pour cette expérimentation est
la densité de la modularité, proposée par Xu et Chen (2014). Contrairement &
la couverture qui prend en compte seulement la densité interne au sein des com-
munautés, la densité de la modularité prend en considération & la fois la densité
interne au sein des communautés, de méme que la densité externe entre les com-
munautés du graphe biparti. Cette métrique prend des valeurs élevées si les noeuds

dans chaque communauté sont densément connectés entre eux et faiblement reliés
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avec les nceuds d’autres communautés. Dans le cas contraire, elle prend des valeurs
faibles. Plus spécifiquement, la densité de la modularité est définie par I’équation

suivante :

Mp = 3" Mo(C) (4.3)

i=1

MD(Ci) = Dm(Cz) — Dout(Ci) (44)

Dans l’équation (4.4), D;,(C;) représente la fraction de tous les liens intra com-
munautés du cluster C; par rapport au nombre total de noceuds dans G et Dy, (C;)
dénote la fraction de tous les liens inter communautés du cluster C; par rapport
au nombre total de noeuds dans G. De ce fait, D;,,(C;) et D,y (C;) sont définies

par les deux équations suivantes :

(e €C,out
D, (C)) = 7" , Dy (Ch) = 57— 4.5
@) =TT OV =T+ @Y

Dans 1’équation (4.5), ec, est le nombre de liens intra communautés du cluster
Ci, et ec,ous le nombre de liens inter communautés du cluster C;. | Vy | et | Va |

représentent le nombre de noeuds dans V) et V3, respectivement.

4.2 Expérimentations sur les graphes synthétiques

Le principal aspect étudié dans ce type de graphes (les graphes synthétiques)
est la performance de notre approche proposée en termes de capacité & décou-
vrir la partition prédéfinie (ot 'on connait & I’avance l'appartenance de chaque

neeud & sa communauté dans le graphe biparti sous investigation). Autrement dit,
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nous évaluons la performance de notre approche ainsi que les cinq algorithmes
sélectionnés pour la comparaison sur des graphes synthétiques générés avec une
variété de densités de liens et une variété de noeuds non discriminants (les nceuds
massivement connectés avec les autres nceuds du graphe et les nceuds avec des

connexions éparses).

4.2.1 Génération des graphes bipartis synthétiques

Le modéle de génération de graphes bipartis synthétiques que nous avons uti-
lisé représente une extension de celui de graphes standards (homogenes), défini
initialement par Newman et Girvan (2004). Avant de procéder & la description de
ce modéle, il convient de rappeler qu'un graphe biparti est défini par le triplet
G = (Vi U V,, E), tel que V] représente ’ensemble de p noeuds, V, 'ensemble
de ¢ noeuds et E l'ensemble de liens dans G. Les nceuds dans Vi et V5 sont de
différents types et les liens existent seulement entre ces deux types de nceuds. Le
modéle de génération de graphes bipartis que nous avons adopté utilise plusieurs
paramétres, tels que, p et ¢ qui dénotent le nombre de noeuds dans V; et Va, res-
pectivement, P;,, qui désigne la probabilité d’avoir un lien entre deux nceuds de
différents types qui appartiennent & des communautés ayant le méme co-cluster
(ou communauté correspondante), P,,;, qui représente la probabilité d’avoir un
lien entre deux nceuds de différents types qui appartiennent & des communautés
ayant un différent co-cluster; ki, ko dénotent le nombre de clusters dans Vi, V5,
respectivement. Afin de relater la présence des nceuds non discriminants (dans ce
cas, nous faisons référence aux nceuds avec des connexions éparses), nous avons
ajouté un nouveau parameétre appelé n,q qui représente le pourcentage des nceuds
non discriminants, c.-a-d., les noeuds qui ne contribuent pas & la formation des

communautés dans V; et V.
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Il convient également de noter que le modéle de génération de graphes se base éga-
lement sur un paramétre important qui est le paramétre de mixage mxp (mizing
parameter en anglais). L’objectif de ce dernier est de contrdler I'intensité de la
structure de communautés pour qu’elle soit compatible avec des propriétés topolo-
giques réalistes. Ce paramétre (map) représente la moyenne (pour tous les noeuds
du graphe biparti) du rapport entre le nombre de voisins externes de chaque nceud
(les voisins du nceud qui se trouvent & Pextérieur de son co-cluser) et son degré
total (le nombre de tous les voisins du nceud en question). Une faible valeur de
ce paramétre (mzp) indique que les communautés sont bien séparées (cf. figure
4.1(a) et 4.1(b)). Toutefois, avec une valeur élevée de mzp, les communautés se
chevauchent de plus en plus et la structure de communautés sera difficilement
identifiable (cf. figure 4.1(d)) a cause du grand nombre de nceuds non discrimi-
nants (dans ce cas, nous faisons référence aux nceuds massivement connectés avec

les autres nceuds du graphe).

En regard des valeurs de paramétres fournis, les communautés sont générées

en deux étapes :

1. En premier lieu, les nceuds non discriminants (avec des connexions éparses)
sont ajoutés a chaque matrice bi-adjacence selon la valeur n,4. Rappelons
que la matrice bi-adjacence d’un graphe biparti dispose d’un bloc hors dia-
gonale sous forme du bloc-matrice (cf. figure 2.6) et que les noceuds de méme
type ne sont jamais connectés. Puis, chaque matrice est divisée en (k;+ko)
blocs de taille variable, de sorte que chaque bloc correspond & une commu-
nauté associée a un type de nceuds (soit V; ou V3). Par la suite, les connexions
internes (entre les nceuds de deux communautés correspondantes) sont at-
tribuées aléatoirement selon la valeur de Pj,. Notons ici que les nceuds non

discriminants (avec des connexions éparses) sont affectés & leurs communau-
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tés en se basant sur le nombre de connexions partagées avec leurs co-clusters.

2. Aprés que les noeuds non discriminants sont ajoutés et que les connexions
internes (les liens intra communautés) sont attribuées, les connexions inter
communautés (celles entre les noeuds de différentes communautés correspon-
dantes ou co-cluster) sont ajoutées d'une maniére aléatoire en se basant sur
le paramétre de mixage mxp. Il convient de noter ici qu’une valeur élevée du
paramétre de mixage mxp implique la présence des nceuds non discriminants

(les noeuds massivement connectés).

A titre illustratif, la figure 4.1 montre 6 matrices bi-adjacences de 6 réseaux
synthétiques construits par notre générateur décrit ci-dessus. Chaque matrice re-
présente un graphe biparti synthétique qui est caractérisé par le paramétre de
mixage mxp et le pourcentage des nceuds non discriminants n,4. De ce fait, les
lignes et les colonnes représentent les deux types de nceuds du graphe biparti en
question, chaque point bleu dans la matrice représente un lien entre deux neceuds
de différents types et les points blancs felatent I’absence de liens entre les noeuds

dans le graphe biparti.

Chaque matrice dans la figure 4.1 illustre 5 blocs et chaque bloc représente
une communauté (de différentes tailles) dans un type de noeuds. Prenons la figure
4.1(a) comme exemple, nous remarquons que les communautés dans cette matrice
sont bien séparées et donc, faciles a identifier, car il n’y a pas de chevauchement

entre elles (mzp = 0, nyq = 0).
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Figure 4.1: Les matrices bi-adjacences de 6 réseaux bipartis synthétiques avec

différents parameétres d’entrées.

Un autre exemple plus complexe (méme extréme) est celui de la figure 4.1(f), les



60

communautés ici ne sont pas visibles, car le parameétre de mixage est trés élevé
(mzp = 0.60). Ce dernier augmente le chevauchement entre les communautés,
ce qui lui permet & son tour d’augmenter le nombre de nceuds non discriminants
(dans ce cas nous faisons référence aux noeuds massivement connectés) et de rendre
les communautés trés difficilement identifiables. La région blanche, faiblement
granulée dans cette matrice illustre la présence des nceuds non discriminants (ceux

avec des connexions éparses), puisque nnq = 20.

4.2.2 Résultats et discussions

Pour que les résultats de cette comparaison soient fiables et pertinents, nous
avons généré aléatoirement pour chaque méme ensemble de paramétres d’entrées
10 réseaux synthétiques, puis nous avons appliqué les algorithmes mentionnés ci-
dessus sur chaque graphe généré. Notons ici que certaines approches, a savoir,
LPAb+, AdaBrim, LPBrim et BiSBM donnent différents résultats dans chaque
exécution. Par conséquent, nous exécutions chacune de ces approches trois fois sur
le méme graphe et nous prenions la moyenne des résultats. En outre, le nombre
de clusters prédéfini (5 clusters dans chaque type de noeuds) est considéré comme

un paramétre d’entrée pour l'algorithme BiSBM.

Les valeurs des paramétres d’entrées que nous avons considérées pour ces ex-
périmentations sont : p = 600 nceuds de type Vi, ¢ = 400 nceuds de type Va, P, =
0.20, Py [0, 0.05], le parameétre de mixage [0, 0.4], le pourcentage de noeuds non
discriminants nng est choisi a partir de [0, 0.4] et le nombre de clusters (k; et k)
a été fixé & 5 clusters dans chaque type de noeuds (k; = 5, ks = 5), donnant un
nombre total de 10 clusters dans chaque graphe généré. La taille des communautés
varie entre 6 et 20 pour cent du nombre total de nceuds n du graphe. Les résultats

de cette expérimentation sont présentés ci-dessous.
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a8 Meéthode proposde B Bilouvsln = Adaptive Brim B1LPBrim BBEEM BLPAb+

Figure 4.2: Résultats obtenus sur des graphes synthétiques avec le paramétre de

mixage mzp égal & 0 et différents pourcentages de nceuds non discriminants (n,4).

La figure 4.2 illustre les résultats des expérimentations sur des graphes syn-
thétiques avec un parameétre de mixage (mazp = 0) et différents pourcentages de
nceuds non discriminants n,4 (allant de 0 % jusqu’a 40 %). Comme montré dans
cette figure, la plupart des algorithmes arrivent a identifier les structures de com-
munautés réelles (prédéfinies par le générateur). Cette bonne performance est due
au fait que les structures de communautés prédéfinies sont bien séparées et il n’y
a pas de chevauchement entre elles, car le parameétre de mixage est égal a 0 (map
= 0). Toutefois, nous remarquons que la performance de ’algorithme BiSBM se
dégrade quand le pourcentage de nceuds non discriminants augmente (n,y >= 10
%). Nous pouvons dire dans ce cas que 'algorithme BiSBM trouve des difficultés
en présence des nceuds non discriminants, ce qui peut étre expliqué par le fait que

le déplacement des nceuds non discriminants vers leurs communautés ne maximise



62

pas la fonction de probabilité utilisée par cet algorithme. En outre, comme men-
tionné précédemment, BiSBM est un algorithme non déterministe et, & chaque
exécution, il nécessite de spécifier le nombre de clusters dans les deux types de
nceuds. A noter que cette dégradation de performance est aussi claire dans les

deux autres figures ( 4.3 et 4.4).

A Méthode proposée B Bilouvain = Adaptive 8rim BLPBrim @IBISBM BLPAL+
mi
IO,S : 2 . —
0 . 2B 1 8 ;
Na=20%
mxp=20

Figure 4.3: Résultats obtenus sur des graphes synthétiques avec le paramétre de

mixage mzp égal & 20 et différents pourcentages de noeuds non discriminants (7,4).

L’augmentation de la valeur du paramétre de mixage (mxp) a 20 et accrois-
sement du pourcentage de nceuds non discriminants (n,q >= 10 %) dans la figure
4.3 ont influencé d’une maniére directe la précision de ’algorithme Adaptive Brim.
Cela peut étre causé par le mécanisme utilisé dans cet algorithme qui se base prin-
cipalement sur la réaffectation aléatoire des nceuds aux différentes communautés
afin de chercher le nombre de clusters approprié qui maximise la modularité bi-

artie (définie par I’équation (2.1)). Nous remarquons aussi, dans la méme figure
p p
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(figure 4.3), que la qualité des résultats de Palgorithme LPBrim se dégrade au fur
et & mesure que le pourcentage des noeuds non discriminants augmente (n,q >=
30 %). Par exemple, avec un parameétre de mixage mxp = 20 et un pourcentage
de nceuds non discriminants égal a 40, la valeur de NMI pour ’algorithme LP-
Brim est égale a 0.79. Toutefois, comme nous ’avons mentionné précédemment,
Palgorithme LPBrim arrive a bien améliorer les résultats de ’algorithme Adaptive

Brim.

En revanche, comme illustrée dans les deux figures ( 4.2 et 4.3), notre ap-
proche proposée dans ce mémoire donne toujours la plus grande valeur de NMI,
peu importe le pourcentage de nceuds non discriminants (n,4) et de paramétres de
mixage (mxp). Cette bonne performance est due au fait que ’approche proposée
se base sur un mécanisme de scoring qui est incorporé dans une fonction objective
pour lui permettre de distinguer les noeuds discriminants des noeuds non discrimi-
nants dans le processus de clustering. D’une maniére spécifique, ce mécanisme de
scoring attribue un poids faible aux noeuds non discriminanté (les nceuds massi-
vement connectés et les noceuds avec des connexions éparses) et un poids élevé aux
neceuds discriminants (ceux qui contribuent & la formation des communautés) au
cours du processus de clustering. De ce fait, I'identification des communautés dans
la premiére phase de notre approche se base principalement sur les nceuds les plus
importants pour le processus de clustering (c.-a-d., les nceuds discriminants). Par
la suite, dans la deuxiéme phase, un processus itératif est lancé afin de maximiser
la modularité bipartie (présentée par I’équation (3.5)) et de raffiner les résultats

de la premiére phase.
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Nous remarquons également dans les deux figures ( 4.2 et 4.3) que l’algorithme
BiLouvain donne des résultats compétitifs avec notre approche proposée. Ceci
est da au fait que cet algorithme (BiLouvain) utilise un processus itératif qui se
base d’une part, sur le gain de la modularité bipartie résultant du processus de
fusion des nceuds du méme type et d’autre part, sur 'optimisation de la modularité
globale du graphe biparti sous investigation. Ce mécanisme d’optimisation permet
& ‘BiLouvain de trouver une structure de communautés relativement optimale
et qui maximise la modularité bipartie ('équation (3.5)). Toutefois, cette bonne
performance se dégrade avec 'augmentation du paramétre de mixage a 40 et
laugmentation du pourcentage de nceuds non discriminants (n,q >= 20 %) dans

la figure 4.4.

W Méthade proposée Bitouvain = Adagtive Brim 9 1PBrim BiS8M B iPAbs

08 |

08 - .

05 —
04

03

0.2

3.1 v

g} : - N : - o

Na=10%

Pa=30%  ng=40%

Figure 4.4: Résultats obtenus sur des graphes synthétiques avec le paramétre de

mixage mzp égal a 40 et différents pourcentages de noeuds non discriminants (7).
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En augmentant davantage le paramétre de mixage (mzp) a 40 dans la figure 4.4,
nous remarquons que la qualité de partitionnement de plusieurs algorithmes a été
dégradeée. A titre d’exemple, avec un mazp = 40 et 1,y = 0%, le NMI de I’algorithme
Adaptive Brim vaut 0,81 et quand n,y = 40%, le NMI du méme algorithme vaut
0.58. Pour ’algorithme LPBrim, avec un mzp = 40 et n,q = 0%, le NMI vaut 0.77
et quand n,q4 atteint 40%, le NMI de cet algorithme diminue & 0.64. L’algorithme
BiLouvain a trouvé également une difficulté quand le pourcentage de nceuds non
discriminants est supérieur a 10%, il retourne une valeur de NMI égale & 0.63 dans

le cas ol nyg = 30%.

Par contre, les valeurs de NMI données par notre approche sont souvent meilleures
par rapport aux approches mentionnées ci-dessus (Adaptive Brim, LPBrim et
‘BiLouvain). En outre, notre approche se compare avec ’algorithme LPAb+ dans
le cas ot map = 40 et n,g <= 20%, et meilleure quand mzp = 40 et nyy =
30%. Dans le cas ou mzp = 40 et n,qg <= 40%, toutes les approches optées pour
la comparaison, ainsi que notre approche, ont donné des valeurs semblables qui
gravitent autour d’une valeur de NMI de 0.6. En terminant, la méthode proposée
a fait preuve d’une grande stabilité face aux différentes valeurs de paramétre de
mixage mzp et de pourcentage de noeuds non discriminants n,4. Elle est souvent

meilleure que les autres approches et se compare parfois avec elles.

4.3 Expérimentations sur les graphes réels

Dans cette section, nous évaluons la performance de notre approche proposée
dans ce mémoire ainsi que les autres approches dédiées pour la comparaison (Bi-

Louvain, Adaptive Brim, LPBrim et LPAB+) sur des graphes réels de différentes
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tailles®. Contrairement aux graphes synthétiques ol on connait ’appartenance
de chaque nceud & sa communauté, la structure de communautés prédéfinies est
souvent manquante dans les graphes réels (nous n’avons aucune connaissance d
priori sur le partitionnement des noeuds dans le graphe biparti sous investigation)
a l’exception des graphes benchmarks ol cette structure est connue. De ce fait,
nous utilisons des critéres externes (déja mentionnés ci-dessus) pour évaluer la

qualité des résultats obtenus.

Il convient de rappeler ici que ’algorithme BiSBM est considéré seulement pour
les expérimentations sur le graphe réel benchmark, car il exige que le nombre
de communautés soit fixé & 'avance. Dans ce qui suit, nous allons présenter les
résultats obtenus de notre évaluation. en deux parties : Dans la premiére partie,
nous utilisons un graphe considéré comme benchmark dans le domaine. Dans la
deuxiéme partie, nous effectuons des expérimentations sur cinq graphes réels pour
lesquels aucune connaissance d prior: sur les structures de communautés n’est

disponible.
4.3.1 Partie 1 : Expérimentations sur un graphe benchmark

Dans cette partie d’expérimentation, nous allons établir des comparaisons sur
un graphe benchmark réel, appelé Southern Women, ol la partition prédéfinie est
déja connue. Pour comparer les résultats obtenus de chaque algorithme avec la
partition prédéfinie, nous utilisons le NMI. Dans ce qui suit, nous allons présenter
une description de ce graphe ainsi que les différents résultats obtenus par chaque

algorithme.

6. Les données des graphes réels que nous avons utilisées pour la comparaison sont disponibles

dans http ://konect.uni-koblenz.de/
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Le réseau Southern Women :

C’est un réseau social biparti vqui contient 18 nceuds représentant des femmes
ainsi que 14 nceuds désignant des événements et 89 liens reliant ces deux types
de nceuds. Il s’agit d’'un réseau trés populaire et largement utilisé comme un
benchmark par les chercheurs pour valider leurs approches proposées dans le cadre
des graphes bipartis ((Barber, 2007) ; (Murata, 2009) ; (Suzuki et Wakita, 2009) ;
(Liu et Murata, 2010b) ; (Larremore et al., 2014) et (Pesantez et Kalyanaraman,

2017)), car sa structure de communautés est connue (cf. tableau 4.1).

Figure 4.5: Le graphe biparti Southern Women.

La figure 4.5 illustre les interactions entre les différents types de nceuds du graphe
Southern Women. Chaque lien dans cette figure relate la participation d’une
femme & un événement. Les données de ce graphe font partie des résultats d’'une
étude comparative de la catégorie sociale de personnes noires et blanches dans la
ville de Natchez, Mississippi, USA. La structure de communautés prédéfinie du

graphe Southern Women est présentée dans le tableau 4.1 ci-dessus.



Tableau 4.1: Le partitionnement prédéfini du graphe Southern Women.

68

#Cluster Vi | #Noeuds Nom de femmes | #Cluster Vo | #Noeuds ID événements

1 Evelyn 19 06/27
2 Laura 20 03/02
3 Theresa 21 04/12
4 Brenda 22 09/26

1 5 Charlotte 3 23 02/25
6 Frances 24 05/19
7 Eleanor 25 03/15
8 Pearl 26 09/16
9 Ruth
10 Verne 27 04/08
11 Myra 28 06/10
12 Katherine 29 02/23
13 Sylvia 4 30 04/07

2 14 Nora
13 Helen 31 11/21
16 Dorothy
17 Olivia 32 08/03
18 Flora
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Figure 4.6: Structure de communautés identifiée par notre approche sur le réseau

Southern Women.

Comme mentionné dans le tableau 4.1 et tel que indiqué dans (Gardner et al.,
1941), Southern Women est divisé en 4 communautés, a savoir, 2 communautés
qui contiennent les nceuds femmes et 2 communautés qui contiennent les nceuds
événements. D’apreés la figure 4.6 ci-dessus, la structure de communautés iden-
tifiée par notre approche est trés proche a la structure réelle (présentée par le
tableau 4.1) avec 2 communautés dans chaque type de noeuds. Notre approche a
également identifié le méme partitionnement réel pour les noeuds événements (cf.
tableau 4.1 et figure 4.6). Cependant, pour les nceuds qui représentent les femmes,
précisément, le nceud qui désigne une femme nommée Pearl (étiqueté par le nceud
8 dans le tableau 4.1) est placé dans le cluster 2 (cf. figure 4.6), tandis que, son
cluster réel est le cluster 1. Comme Madame Pear! (nceud 8) avait participé aux
trois événements suivants : "05/19", "09/16" et "04/08", étiquetés par les nceuds
24, 26 et 27, respectivement (cf. figure 4.5), notre algorithme a affecté le nceud
8 au cluster 2 en se basant sur 1’événement "04/08" (étiqueté par le nceud 27)
qui appartient a la communauté 4. Nous pouvons expliquer cela par le fait que
le nceud 27 est considéré comme plus discriminant par rapport aux autres voisins
du neeud 8 (les noeuds 24 et 26) et le co-cluster de la communauté 4 est le cluster

2. Un point notable de notre approche dans ce graphe benchmark, est qu’elle est
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classée en second aprés l'algorithme BiLouvain avec une valeur de NMI égale a

0.87 (cf. tableau 4.2).

Tableau 4.2: Les valeurs de NMI pour le graphe Southern Women.

Algorithmes Southern Women
Approche proposée 0.87
Bilouvain 1
Adaptive Brim 0.6
LPBrim 0.58
LPAb+ 0.60
BiSBM 0.7
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Figure 4.7: Structure de communautés identifiée par l’algorithme BiLouwvain sur

le réseau Southern Women.

Le tableau 4.2 et la figure 4.7 illustrent que la structure de communautés
identifiée par ’algorithme BiLouwvain est semblable & la structure réelle présentée
dans le tableau 4.1 et qu’il retourne la valeur de NMI la plus élevée. L’algorithme
BiSBM est en troisiéme position et il donne le méme nombre de communau-

tés réel. Cependant, sa qualité de résultat est plus faible que notre approche et
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l'algorithme BiLouvain (NMI = 0.7). Les autres algorithmes, a savoir, Adaptive
Brim, LPBrim et LPAb+ ont donné des valeurs presque semblables qui gravitent
autour d’une valeur de NMI de 0.6. Il convient de noter, toutefois, que ces valeurs
sont plus faibles par rapport & notre approche et 'algorithme BiLouvain. Les fi-
gures 4.8, 4.9, 4.10, et 4.11 ci-dessous, illustrent, respectivement, les résultats de

Adaptive Brim, LPBrim, LPAb+ et BiSBM.

AR

Figure 4.8: Structure de communautés identifiée par 1'algorithme Adaptive Brim

sur le réseau Southern Women.
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Figure 4.9: Structure de communautés identifiée par l'algorithme LPBrim sur le

réseau Southern Women.
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Figure 4.10: Structure de communautés identifiée par I’algorithme LPAb+ sur le

réseau Southern Women.

Figure 4.11: Structure de communautés identifiée par I'algorithme LBiSBM sur

le réseau Southern Women.

4.3.2

Partie 2 : Expérimentations sur des graphes réels non étiquetés

Dans cette partie, nous évaluons notre approche ainsi que les autres algorithmes

considérés pour la comparaison (Adaptive Brim, LPBrim, LPAb+ et BiLouvain)

sur des graphes réels non étiquetés, c.-a-d., des graphes qui n’ont aucune structure

de communautés connue a priori. Le tableau 4.3 relate des informations au sujet

de la taille des graphes sélectionnés. Une description de chaque graphe est donnée

dans ce qui suit.
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Tableau 4.3: Statistiques sur les graphes réels non étiquetés.

Graphes bipartis | | V1| | |Va| | | E|
Corporate L 20 24 99
Americain R 136 ) 160
Crime 829 551 1476
Malaria 297 806 2965
arXiv 16726 | 22015 | 58595

Le réseau Corporate leadership (Corporate L) :

Ce graphe biparti contient des informations sur les personnes et les entreprises
dans lesquelles elles ont eu une position de leader. Les nceuds de type V; repré-
sentent les personnes et les noeuds de type V5 dénotent les entreprises. Chaque
lien entre ces deux types de nceuds indique que la personne avait une position de
leader dans cette entreprise. Le graphe contient 20 nceuds de type Vi, 24 nceuds

de type V5 et 99 liens.
Le réseau American Revolution (Americain R) :

Ce graphe biparti est formé de 136 personnes et de 5 organisations connues durant
I’époque qui précede la révolution américaine. Les noeuds de type Vi représentent
les personnes et les neeuds de type V5 dénotent les organisations. Chaque lien
entre une personne et une organisation désigne que la personne en question était

un membre dans cette organisation. Ce graphe contient 160 liens au total.

Le réseau Crime :

Crime est un graphe biparti qui regroupe des personnes ayant apparu dans au

moins une affaire criminelle en tant que suspect, victime, témoin ou a la fois un
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suspect et une victime en méme temps. Les nceuds de type Vi représentent des
personnes, tandis que les nceuds de type V5 dénotent les crimes. Un lien entre une
personne et un crime désigne que cette personne a été impliquée dans ce crime.

Le graphe contient 829 nceuds de type Vi, 551 nceuds de type V5 et 1 476 liens.
Le réseau Malaria :

Ce graphe provient du Plasmodium falciparum qui est un parasite du paludisme.
Le parasite évite le systéme immunitaire humain par l'intermédiaire d’un camou-
flage de protéines, qui est encodé par les génes var (Rask et al., 2010). Afin de
créer de nouveaux camouflages, les génes var se recombinent fréquemment, ce qui
revient a un épissage et un remaniement en sous-chaines génétiques, donnant lieu
a des structures de communautés (Bull et al., 2008). Les deux types de nceuds
correspondent aux génes et a leurs sous-chaines, et chaque sous-chaine génétique
se connecte avec chaque géne dans lequel elle est présente. Le graphe est composé

de 297 génes, 806 sous-chaines et 2 965 liens.

Le réseau arXiv :

arXiv est une archive de prépublications électroniques d’articles scientifiques dans
plusieurs domaines, & savoir, la physique, ’astrophysique, la mathématique, l'in-
formatique et la biologie. Ce site est accessible gratuitement par Internet et il a
été originellement développé par Paul Ginsparg en 1991 comme une archive pour
les prépublications dans le domaine physique. Ce graphe biparti relate les liens de
publication entre les auteurs et les articles dans la section de la matiére condensée
de arXiv entre 1995 et 1999. Il est formé de 16726 noeuds qui correspondent aux
auteurs et 22015 noeuds qui représentent les articles ainsi que 58595 liens désignant

les relations de publications.
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Tableau 4.4: Valeurs de la couverture.

Algorithmes Corporate L | Americain R | Crime | Malaria | arXiv
Approche proposée 0.77 0.85 0.90 0.68 0.84
Bilouvain 0.64 0.85 0.80 0.64 0.81
Adaptive Brim 0.62 0.85 0.80 0.66 -
LPBrim 0.63 0.85 0.82 0.66 -
LPAb-+ 0.62 0.85 0.96 0.75 -

Tableau 4.5: Valeurs de la densité de modularité Mp.

Algorithmes Corporate L | Americain R | Crime | Malaria | arXiv
Approche proposée 1.5 0.62 0.75 0.074 0.78
Bilouvain -0.13 0.62 0.44 -0.20 0.66
Adaptive Brim -0.27 0.62 0.43 -0.01 -
LPBrim -0.20 0.62 0.49 0.022 -
LPAb+ -0.27 0.62 0.95 0.69 -

Les tableaux 4.4 et 4.5 montrent les résultats de la couverture et de la densité de
modularité pour les différents algorithmes considérés dans nos expérimentations.
A noter que la présence de quelques cases vides dans ces deux tableaux (la colonne
du graphe arXiv), est due au fait que les algorithmes Adaptive Brim, LPBrim et
LPAb+ n’ont pas été en mesure de retourneré un résultat, et ce, méme aprés plus

de 48 heures de temps d’exécution.

Nous commencons I’analyse par le graphe Corporate leadership (Corporate L), ol

notre approche réussite a retourner la meilleure qualité de partitionnement avec
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une valeur de couverture égale & 0.77 et une valeur de densité de modularité égale
a 1.5 (a titre de rappel, la plus grande valeur de couverture et densité de modu-
larité, suggére un bon résultat). Le deuxiéme meilleur résultat est retourné par
Palgorithme BiLouvain avec une valeur de couverture = 0.64 et une densité de
modularité Mp = -0.13. La performance des autres approches, a savoir, Adap-
tive Brim, LPBrim et LPAb+, est bien inférieure & notre approche ainsi qu’a

Palgorithme BiLouvain.

En ce qui concerne le graphe Americain Revolution (americain R), comme nous
pouvons le constateré & partir des deux tableaux ( 4.4 et 4.5), toutes les approches
comparées ont retourné le méme partitionnement (méme résultat). Cela peut étre
expliqué par le fait que le graphe (Americain Revolution) contient une structure

de communautés facilement identifiable.

Au sujet du graphe Crime et selon les valeurs de métriques présentées dans
les tableaux 4.4 et 4.5, lalgorithme LPAb+ montre une meilleure performance
(couverture = 0.95 et la densité de modularité Mp = 0.95). Notre approche a,
quant a elle, retournée le deuxiéme meilleur résultat avec une valeur de couverture
égale & 0.90 et une densité de modularité Mp de 0.75. L’algorithme LPBrim vient
en troisiéme position avec une valeur de couverture égale a 0.82 et une valeur de
densité de modularité égale a 0.49. Les algorithmes BiLouvian et Adaptive Brim,

quant a eux, sont moins compétitifs, comparativement aux autres approches.

Pour le graphe Malaria, les deux tableaux 4.4 et 4.5 suggérent que l'algorithme
LPAb+ donne le meilleur résultat (couverture = 0.75 et densité de modularité
Mp = 0.69). Le deuxiéme meilleur résultat est retourné par notre approche avec

une valeur de couverture égale a 0.68 et une valeur de densité de modularité
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égale & 0.074. Quant aux autres approches, a savoir, Adaptive Brim, LPBrim et
BiLouvain et d’aprés les valeurs des métriques externes, nous remarquons que ces
trois approches viennent en dernier et elles ont presque la méme performance pour

ce graphe.

Passons au dernier graphe (arXinv), comme ce graphe est de grande taille
(avec 38 741 nceuds et 58 598 liens) et d’aprés les cases vides dans les deux
tableaux (4.4 et 4.5), la plupart des algorithmes, tels que LPBrim, Adaptive Brim
et LPAb+ ne retournent rien (ne convergent pas), et méme aprés avoir laissé ces
algorithmes rouler plus de 48 heures. Cela suggére que ces algorithmes (Adaptive
Brim, LPBrim et LPAb+) trouvent des difficultés avec les graphes de grande taille.
Cependant, ’approche proposée a démontré une meilleure performance et a donné
le meilleur résultat dans ce graphe avec une valeur de couverture égale & 0.84 et
une valeur de densité de modularité Mp = 0.78. Quant & 'algorithme BiLouvain,
il arrive en seconde place avec des résultats relativement bons (couverture = 0.81

et densité de modularité Mp = 0.78).

4.4 Conclusion

Les résultats présentés dans ce chapitre sur des graphes synthétiques et réels
suggérent que 'approche proposée a démontré une performance compétitive et,
dans plusieurs cas, meilleure par rapport aux autres approches existantes. En
effet, la stratégie de détection de communautés que nous avons élaborée dans
ce mémoire a pu donner de bons partitionnements, peu importe la valeur de
parameétre de mixage (qui relate la présence des nceuds massivement connectés
avec les autres noeuds du graphe), le pourcentage des noeuds non discriminants

(c’est le cas des noeuds avec des connexions éparses) et la taille du graphe biparti.



CHAPITRE V

CONCLUSION ET PERSPECTIVES

Dans le cadre de ce mémoire, nous avons exposé la problématique de détec-
tion de communautés dans les graphes bipartis. Nous avons soulevé le fait que
les approches existantes souffrent de plusieurs problémes, & savoir : (1) la perte
d’informations & la suite de la transformation du graphe biparti vers des graphes
homogeénes (c’est le cas des approches basées sur la projection), (2) la sensibilité
a la présence des nceuds non discriminants, c.-a-d., les nceuds qui sont distribués
de facon éparse dans le graphe et les nceuds qui se connectent massivement aux
autres noeuds du graphe, (3) la nécessité de spécifier manuellement le nombre
de communautés dans le graphe biparti (comme ’algorithme BiSBM), (4) ainsi
que la restriction liée au fait que les deux types de nceuds du graphe biparti
doivent avoir le méme nombre de communautés (c’est le cas des approches basées
sur les graphes homogénes). Afin de pallier ces limites, nous avons proposé une
nouvelle approche de détection de communautés dans les graphes bipartis. Notre
approche opére en deux principales phases. La premiére se base sur un mécanisme
de scoring, incorporé dans une fonction objective, qui lui permet de distinguer
les noeuds discriminants des nceuds non discriminants lors du processus de cluste-
ring. La deuxiéme phase consiste & raffiner les résultats de la premiére phase par
le biais d'un processus itératif qui permet & son tour d’identifier une structure de

communautés relativement optimale.
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En conclusion, les tests empiriques que nous avons réalisés sur des graphes réels
et synthétiques de diverses tailles et caractéristiques ont confirmé la stabilité et
la performance de notre approche par rapport aux autres algorithmes existants.
Un point notable de notre approche est qu’elle donne de meilleurs résultats dans
les graphes de grande taille et de densité élevée. Par contre, d’autres approches,
a savoir, Adaptive Brim, LPBrim et LPAb+ trouvent de difficultés avec ce genre
de graphes et ne convergent vers aucun résultat. Fn outre, notre approche a dé-
montré également une meilleure performance avec la présence des noeuds non

discriminants.

Pour rendre notre approche encore plus compétitive, certaines améliorations
peuvent étre réalisées dans le futur. Par exemple, rendre la correspondance entre
les communautés de plusieurs & plusieurs, c.-a-d., une communauté dans V) peut
étre connectée avec une ou plusieurs communautés dans V5, et vice versa. Une
autre idée consisterait & étendre notre approche afin de supporter les graphes
bipartis pondérés et également étendre le mécanisme de pondération pour qu’il
puisse supporter ce genre de graphe. Une autre possibilité & envisager serait de
rendre notre approche applicable dans des graphes hétérogénes de différents types
de nceuds et de liens. Finalement, il est souhaitable d’introduire la notion de
chevauchement de communautés. Cela permet a notre approche de supporter le

partitionnement flou ot un nceud peut appartenir & plusieurs communautés.
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